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Son yillarda teknolojik ilerleyisin arasinda yiikselen ve bu ilerleyise yon veren Yapay
Zeka, Makine Ogrenmesi konularinda yapilan calismalar, akademik arastirmalarin ve
sektorde bu alana olan talebin artmasiyla biiylik gelisme gostermistir. Teknolojinin
giinden giine bu biiyiik ilerleyisi ile birlikte 2020 yilindan beri hayatimizin bir pargast
haline gelen pandemi sonrasinda bireylerin hayatlarinda sosyal medya her zaman
oldugundan daha biiyiikk bir yer tutmaya baslamistir. Bu sebeple sosyal medya
paylasimlart duygu analizi alan1 i¢in biiyiik bir veri kaynagi haline gelmistir. Teknolojik
gelismeden nasibini alan ve Yapay Zeka uygulamalarinin en énemli basliklarindan biri
olan Dogal Dil Isleme methodu bireylerin duygu analizi konusunda olduk¢a basarili
sonuglar veren bir makine 6grenmesi modelidir.Bu ¢aligmada literatiirde bulunan makine
ogrenmesi konularindan Dogal Dil Isleme methodu temel alinarak ile kullanicilarin
Twitter lizerinde yaptiklar1 Tiirkce paylasimlardan farkli algoritmalar kullanilarak duygu
analizleri yapilmis ve elde edilen sonuglar ortaya konulmustur. Calismada modelin
egitilmesi igin hali hazirda bulunan bir veri setinin yaninda pandemi, korona gibi
kelimeler ile filtrelenmis tweetlerden olusan bir veri seti el ile isaretlenerek olusturulup
bu veri seti ile ayrica egitilen modelin basarisi incelenmis ve karsilastirilmistir. Modelde
duygu analizi verilerin pozitif veya negatif olmasina gore siiflandirilmis ve bu asamada
makine Ogrenmesinin ¢esitli  siniflandirma  algoritmalari  kullanilmistir.Caligsma,
literatiirde dogal dil isleme baslig1 altinda Tiirkg¢e veriler kullanilarak yapilan ¢aligmalara
katkida bulunmak amaciyla dogal dil islemenin Tiirkge veriler iizerindeki basarisini
incelemek ve sonuglart ortaya koymak icin gerceklestirilmistir.
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ABSTRACT

Master Thesis

SENTIMENT ANALYSIS OF SOCIAL MEDIA USERS FROM TURKISH CONTENT
WITH NATURAL LANGUAGE PROCESSING
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In recent years, studies on Artificial Intelligence, Machine Learning, which has risen
among the technological progress and directed this progress, have shown great
development with the increase in academic research and the demand for this field in the
sector. With this great progress of technology day by day, social media has started to
occupy a larger place in the lives of individuals after the pandemic, which has become a
part of our lives since 2020. For this reason, social media shares have become a great data
source for the field of sentiment analysis. Natural Language Processing method, which is
one of the most important topics of Artificial Intelligence applications and has its share of
technological development, is a machine learning model that gives very successful results
in the emotion analysis of individuals.In this study, based on the Natural Language
Processing method, which is one of the machine learning topics in the literature,
sentiment analyzes were made using different algorithms from the Turkish posts made by
users on Twitter, and the results were revealed. In the study, besides an existing dataset
for training the model, a dataset consisting of tweets filtered with words such as
pandemic and corona was created by manually marking, and the success of the trained
model was examined and compared with this dataset. In the model, sentiment analysis
was classified according to whether the data were positive or negative, and at this stage,
various classification algorithms of machine learning were used.The study was carried
out to examine the success of natural language processing on Turkish data and to reveal
the results in order to contribute to the studies using Turkish data under the title of natural
language processing in the literature.

July 2021, 66 pages
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1. GIRIS

Yapay Zeka (AI) insan zekasi ile gerceklestirilen davraniglarin makine ile
gerceklestirilmesini hedef alan zekay: ifade eder. Bu hedef dogrultusunda insan zekasini
taklit etmeye calisir. Yapay Zeka konusunda yapilan ¢aligmalarin ve bu alanda elde edilen
basar1 oranlarinin artmasinin sebebi biiyiik verilerin kullanilabildigi makinelerin ve siiper

hizli bilgisayarlarin gelistirilmesidir. (IBM 2020)

Bilgisayar biliminde tarihgesi ¢ok eskiye dayanan yapay zeka konulari teknolojik
gelismelerin i¢inde farkli akademik alanlarda kendini gostermeyi basarmis ve {izerinde
sikca durulan ve gilinden giine iyilesen gerek giincel akademik ¢alismalarda gerek bilgisayar
sektorliinde gerekse giinliik hayatta kullanilan teknolojinin biiyiilk bir parcasit haline
gelmistir. 1950 yilinda Alan Turing’in (1950) Turing Testi olarak anilan ¢alismasi akillara
stkca gelse de Yapay Zeka’nin kavramlastirilmasi esasen Ramon Llull The Ultimate
General Art kitabinin yayimlandigi 1308 yilina kadar dayanmaktadir. “Yapay Zeka” terimi
olarak kullanimi ise John McCarthy, Marvin Minsky ve Nathaniel Rochester tarafindan

1956 yilinda gergeklestirilmistir. (Cerebro 2018)

Yapay zeka alaninda yapilan ¢alismalarin iilke ve diinya ¢apinda deger gormesi modellerin
egitilebilecegi son derece hizli bilgisayarlarin ulagilabilir olmasi, bulut yontemlerinin
eklenmesi, bu alanda yazilmis kiitliphane sayilarinin artmasi, calisma yapan kisi sayisi
arttikca verilere ulasmanin kolaylasmasina yol agmistir. Son yillarda goriilen biiyiik
gelismeler ile birlikte bu alana duyulan arz talep iligkisi giiclenmis ve arastirmacilar1 bu
konuda g¢alisma yapmaya itmistir. Elde edilen hatir1 sayilir sonuglar yeni calismalarin
tabanin1 olusturarak gelismeyi takip etmesi glic olacak derecede hizlandirmistir. Bu tez
kapsaminda yapay zekanin makine &grenmesi alaninda gelistirilmis c¢esitli algoritmalar,
programlara araclar1 ve python ve java dilinde gelistirilmis kiitliphaneler kullanilarak

caligma bu hizda gelisen bu alana uygun bir biitiin halinde ortaya konmustur.



Yapay zeka, insan davranislarini taklit etmeye calisan bir konu iken makine &grenmesi
biiyiik verileri 6grenen ve bunlardan ¢ikarimlar yapan bilgisayar modelleridir (Safak 2017).
Bu modeller istatiksel algoritmalarla temellendirilen ve biiyiikk verileri isleyerek bunlar
iizerinden ¢ikardigi matematiksel sonuglarla tahminlerde bulunan bir dizi adimdan olusur
(Anonymus 2017). Bu modeller tekrar edilip farkli veriler i¢in kullanilabilir, farkl
algoritmalarla iyilestirilebilir veya daha iyi sonuglar elde etmek i¢in farkli hiper
parametrelerle yeniden egitilebilir. Egitilmis model kullanilarak farkli test verileriyle
yeniden egitilmeden tekrar kullanilabilir. Amag¢ her zaman daha iyi bir tahminleme yapip

daha iyi sonuglar elde etmektir.

Yapay zeka biliminin en 6nemli alt dallarindan biri de Dogal dil isleme (NLP), bilgisayar
ve insan dili arasindaki etkilesimlerle, 6zellikle dogal dil verilerini islemek ve analiz etmek
icin bilgisayarlarin nasil programlanacagiyla ilgili bir dilbilim, bilgisayar bilimi ve yapay
zeka alt alanidir. Amaci, metinlerin yazilmasinda kullanilan dogal dilin kendine 6zgii
yonleriyle ile birlikte igerigini “anlayabilen” bir bilgisayar elde etmektir. Sonrasinda metin
iceriginde yer alan bilgileri siniflandirip, diizenlemek bilgileri dogru bigimde c¢ikarmak
islemleri gerceklestirilebilir. (Anonymus 2021a). Dogal Dil Isleme konusu 1950°1i yillara
kadar dayanmaktadir. Turing testi (Turing 1950) dogal dili yorumlama ve iiretme lizerinde
olan ilk ¢alismalardan biridir. Onceleri Dogal Dil Isleme sistemleri sembolik ydntemlerle
tasarlandi. Bir dizi kuralin elle kodlanmasi ve sozliik aramasiyla olusturulan bu sistemlerin
yerini glinlimiizde siklikla kullanilan makine 6grenmesi algoritmalarina dayali sistemler
aldi. Ezbere dayali elle kodlama yontemleri yeni sozciikler ve farkli kombinasyonlara acgik
olmadigindan otomatik Ogrenme prosediirleri alisilmadik veya hatali girdilere karsi

istatistiksel ¢ikarim algoritmalarindan yararlanarak daha dogru sonuglar saglayabilir.

Makine Ogrenmesi tiirleri denetimli 6grenme (supervised learning), denetimsiz 6grenme
(unsupervised learning) ve pekistirmeli 6grenme (reinforcement learning) olarak {iige
ayrilmaktadir. Denetimli 6grenme verilerin giris ve ¢ikis degerlerinin belli oldugu,

etiketlenen verilerle yapilan 6grenmedir.



Denetimsiz 6grenme girdilere kars1 gelen ¢ikis degerleri bilinmemektedir. Giris degerlerine
gore verilerin kendi i¢inde gruplanmasi beklenmektedir. Pekistirmeli Ogrenme ise etiketli
verilerin olmadig1 ancak ¢ikti degerlerinin geri bildirim olarak aga verilip yeniden egitildigi
ogrenme bi¢imidir. NLP’nin en yaygin kullanim alanlarindan biri olan Duygu Analizi, yazil
verilerin yorumlanmasi, islenmesi ve duygulara gore siiflandirilmasidir. Bu alanda yapilan
caligmalar i¢in yazi teknikleri, dil araglar1 farkli dillere yonelik linguistik gelistirmeler, dil
bilimi {lizerinde kelimenin farkli anlamlarinin yorumlanmasi ve kelimelerin bir araya
geldiginde ifade ettigi duygunun degismesi gibi veriden ¢ikarilan bu anlamlarin istatistik
biliminin 1$181 altinda makine 6grenmesi algoritmalariyla calisilmasi oldukca basarili
sonuclar olusturmustur. Bahsedildigi gibi, duygu analizi konusunun temelini olusturan dil

bilimi, her dile 6zgii farkli bir ¢alismanin yapilmasi gerektigini ortaya koymaktadir.

Bu tez kapsaminda Duygu Analizi Dogal Dil Isleme yontemleri ve denetimli 6grenme
kullanilan makine d6grenmesi algoritmalar: ile ele alinmistir. Literatiirde ve diinya ¢apinda
duygu analizi ¢ok yaygin bir konudur ve bu konuda pek ¢ok calisma yapilmistir. Bu
calismalarin ¢ogu Ingilizce dili igindir. Bu ¢alismada Tiirkge veriler iizerinde duygu analizi
yapilmistir. Tiirk¢e dilinde yapilacak bir ¢alisma icin Tiirk¢eye 6zgi dil ozellikleri goz
Oniine alinarak morfolojik olarak kelimelerin yorumlanmasi ve islenmesi i¢in ¢esitli
kiitiiphaneler kullanilmistir. Isaretlenmis (etiketli) veriler dile dzgii 6n islemlerden gegirilip
vektorlere ¢evrilerek Makine 6grenmesi algoritmalarinin kullanabilecegi sayisal degerlere
uygun hale getirilmistir. Farkli algoritmalar iizerinde Makine Ogrenmesi modelleri

gelistirilmis ve bu modellerle yeni veriler iizerinde tahminleme yapilmistir.

Giliniimiizde Duygu Analizi i¢in kullanilan en yaygin ve bu konuda en cesitli veri
kaynaklarindan biri de sosyal medyadir. Sosyal medya verinin anlik olarak stirekli
yenilendigi giincel konulara dair bilgilerin hizla toplumlar ve kisiler arasi1 yayildigi, siyaset,
bilim, tarih gibi her konuda tiirlii farkli bakis agisiyla dolu, su anki biiyiikk veri

calismalarinda 6nemli bir veri kaynagi haline gelmistir.



Twitter sosyal medyada giincel konular veya biiyiik basliklar altinda yazili veri saglama
konusunda en iyi kaynak alinabilecek web sitelerinden biridir. Bu tez kapsaminda kisilerin
attigi Tirkce icerikli tweetler anonim olarak alinip isaretli veriler halinde makine

ogrenmesi algoritmalariyla beraber islenip yorumlanarak duygu analizi yapilmistir.



2. DOGAL DIL iSLEME

NLP yani Dogal Dil Isleme ‘nin, yapay zekanin alt dallarindan biri oldugundan ve bilgisayar ile
insan dili arasindaki etkilesimlerle verileri islemek ve analiz etmek igin bilgiSayarlarin nasil
programlanacag ile ilgili bir dilbilim oldugundan sz etmistik. Dogal Dil Isleme, dogal dillerin
kuralli yapisinin ¢oziimlenerek anlasilmasi veya yeniden iiretilmesi amacint tasir. Bu
¢ozlimlemenin insana getirecegi kolayliklar, yazili dokumanlarin otomatik g¢evrilmesi, soru-
cevap makineleri, otomatik konugsma ve komut anlama, konusma sentezi, konugma tiretme,
otomatik metin Ozetleme, bilgi saglama gibi bircok baglikla Ozetlenebilir. Bilgisayar
teknolojisinin yaygin kullanimi, bu bagliklardan iiretilen uzman yazilimlarin giindelik
hayatimizin her alanina girmesini saglamistir. Ornegin, tiim kelime islem yazilimlari birer imla
diizeltme araci tasir. Bu araglar aslinda yazilan metni ¢oziimleyerek dil kurallarini denetleyen
dogal dil isleme yazilimlaridir. (Anonymus. 2021a). Dogal Dil Isleme’de, veri ilk haliyle
dogal dille yazilmis bir metinken, bilgisayarlarin anlayabilecegi makine diline g¢evrilmesi
gerekmektedir. Bu islemler makine 6grenmesi alaninda genel olarak veri 6n isleme olarak

adlandirilir.

2.1 Veri On Isleme

Bir makine 6grenmesi modeli i¢in en &nemli islemlerden biri veri 6n isleme biridir. Oyle ki,
modelin basarist ¢gogunlukla 6grendigi verinin kalitesine ve ne derece iyi bir 6n isleme tabii
tutulduguna gore degiskenlik gosterir. Dogal Dil Isleme alaninda, veri 6n isleme eldeki
metin verisinin sayisal degerlere donistiiriiliip makinenin anlayabilecegi forma sokulmasi
ve modellere giris degeri olarak verilme gerekliligi bulundugundan biiylik 6nem

tasimaktadir. Bazi veri on igleme islemleri Sekil 2.1°de gosterilmistir.


https://tr.wikipedia.org/wiki/NLP
https://tr.wikipedia.org/wiki/Dil
https://tr.wikipedia.org/wiki/Bilgisayar
https://tr.wikipedia.org/wiki/Yaz%C4%B1l%C4%B1m
https://tr.wikipedia.org/wiki/%C4%B0ml%C3%A2

Veri On isleme (Data Preprocessing)

Giraltola Veri KDllfra"l'amgf‘ Kf(:l“me. Metin Metin
Temizleme Elimelerinin oxierinin Simgeleme Normallestirme Vekidrlestirme
5 Kaldinimasi Bulunmasi o i
(Removal Noisy Removal Stemming/ (Tokenization) (Text (Text
Data) ( ( ming Normalization) Vectorization)
Stopwords) Lemmatization)

Sekil 2.1 Veri On Isleme

2.1.1 Giiriiltiilii Veri Temizleme (Removal Noisy Data)

Metnin igerisinden anlamli olmayan ve istenmeyen model egitilirken gerekli goriilmeyen ve
modelin basarisin1 kotli yonde etkileyecek verilerin c¢ikarilmasi islemidir. Bu veriler, web
sitesi linkleri, emojiler, hashtaglar, konu basliklari, ¢esitli semboller, noktalama isaretleri bu

verilere Ornek olarak verilebilir.

2.1.2 Duraklama Kelimelerinin Kaldirilmasi (Removal Stopwords)

Dogal Dil Isleme, diller arasinda farklilik gdsteren bir konudur. On isleme islemleri her dile
O0zgii farkli sekillerde gergeklestirilmektedir. Duraklama kelimeleri, ciimlenin i¢inde
climlenin anlammi degistirmeyen ancak dil yapisi geregi kullanilan bazi kelimelerdir.
Tiirk¢e’de baglaglar bunlara 6rnek olarak verilebilir. Bu kelimelerin ¢ikarilmasi Dogal Dil
I[sleme’nin hangi amagla yapildigma bagl olarak degiskenlik gosterir. Duygu analizi
konusunda, ciimlelerden ¢ikarilacak duygu ifadesini bozan ve yanlis siniflandirmaya yol

acan kelimeler de duraklama kelimeleri olarak sayilabilir.

2.1.3 Kelime Koklerinin Bulunmasi (Stemming/ Lemmatization)

Stemming(kdk bulma), kelimelerin koklerine indirgenme yani kok haline getirilme siirecidir.
Bu siireg, NLP uygulanan dilin yapisina gore degiskenlik gosterir. Dillere gore farkl

stemming algoritmalar1 bulunmaktadir.



Tiirk¢e’de stemming islemi kelimenin geldigi anlamdan en sade halini almak demek olsa da
stemming islemi bundan biraz daha farkli ¢alisir. Ornegin, yer, yemek, yeter kelimelerinin
aynt metinde bulunmasi durumunda stemming siireci licliniin de kokiinii -ye olarak alir.
Burada aslinda yer kelimesinin ve yeter kelimesinin Tiirk¢e’deki anlamsal kokii -ye degildir.

Stemming islemi yapilirken elde edilen kelimelerin anlamli olmasi zorunlu degildir.

Lemma, stemming ten farkli olarak kelimenin kokiine morfolojik olarak inilme islemidir.
Ornegin “Alingan” kelimesine lemmatization uygularsak “almak” kelimesini elde ederiz.
Kelimelerin daha sade hallerinin sozliikteki karsiligi olarak tanimlanabilir. Lemmatization
yapmak i¢in her zaman sozliige ihtiya¢ duyulur. Kelimeler bu sozliikteki karsiliklarina gore
sadelestirilirler. Alinmak kelimesinin lemma’s1 “almak”tir, yani kelimelerin yalin halinin
sozliikteki karsiligr gibi tanimlayabiliriz “istiyorlar” fiilinin ¢ekimlenmemis hali “istemek”
tir. Bu fiil iistemek fiilinin {i¢iincii cogul sahisa ¢ekimlenmis halidir. Kelimedeki bu ¢ekim
kaldirilarak kelimenin ilk haline “lemma” denir. Ornekteki istemek bir lemmadir. Ingilizce
bir 6rnek olarak “feeds”, feed fiilinin tgilincii tekil sahsinin genis zamanda ¢ekimlenmis

halidir. (Noyan, 2019)

2.1.4 Simgeleme (Tokenization)

Simgeleme ctimlenin farkli kurallara gére daha kii¢iik anlamli pargalara boliinmesi islemine
denir. Cimle kelimelere, deyimlere ve s6z Obeklerine ayrilir. Bu islem ayrica metin
boliimleme (text segmentation) veya sozciik analizi (lexical analysis) olarak da adlandirilir.
Ornegin, “Sporun énemi, giinliik yasamn teknoloji ile birlikte daha hareketsiz ve duragan bir
hale gelmesiyle beraber artiyor.” Kelimelere ayrilan bu ciimle su hale gelir; ['Sporun’,
‘onemi’, ', 'giinliik’, 'yasamin', 'teknoloji’, 'ile’, 'birlikte’, 'daha’, 'hareketsiz', 've', 'duragan’,
'bir', 'hale’, 'gelmesiyle’, 'beraber’, 'giderek’ ‘artiyor’, ."]. Bu ciimle sonrasinda duraklama

kelimelerinin kaldirilmasi, kok bulma islemlerinin yapilmasi adimlarina tabii tutulmalidir.



2.1.5 Metin Normallestirme (Normalization)

Veri 6n isleme adimlar1 arasinda olup ¢ogunlukla uygulanmayan adimlardan biri de metin
normallestirmesidir. Metin normallestirme, basit¢e ifade edilirse metnin standart bir forma
doniistiiriilmesidir. Ornegin, Tiirkge atilmis bir tweette “tmm”, “tamaaammmm”
kelimelerinin kanonik formu olan “tamam” kelimesine doniistiiriilmesidir. Fakat metin
normallestirmenin kok bulma islemleri gibi standart bir yolu yoktur. Cogunlukla goreve
bagli olarak farkli yaklasimlar gerektirir. Istatiksel makine cevirisi (SMT), sozliik
eslestirmeleri ve yazim diizeltme tabanli yaklasimlar gibi gesitli metin normallestirme

yaklagimlart bulunmaktadir (Ganesan 2019).

2.1.6 Metin Vektorlestirme (Text Vectorization)

Metin Vektorlestirme, NLP alaninda c¢aligma yapilirken metin halindeki dogal dili
bilgisayarin anlayip yorumlamasi ve makine Ogrenmesi algoritmalarini calistirmak igin
sayisallastirma yani verileri vektorler haline getirme islemine denir. Makine 6greniminde
nitelikler (feature) matris faktorlestirme gibi baz1 matematiksel islemleri gerceklestirebilecek
sayisal ozelliklerdir. Bu islemin kok bulma, duraklama kelimelerinin kaldirilmas1 gibi veri
on isleme islemlerinden sonra yapilmasi gerekmektedir. Bu islemden sonra ortaya cikan
sonug sayisal degerlerdir. Bu sayisal degerler kullanilacak makine 6grenmesi algoritmasinin
giris degerlerini olusturur. Kullanilacak algoritmaya gore vektorlestirme igleminin yapisi ve

parametreleri degiskenlik gosterir.

Kelime torbasi (Bag of words), Dogal dil islemede kullanilan temel metin vektorlestirme
modellerinden biridir. Kelime torbasi denme sebebi ise belgedeki kelimelerin herhangi bir
sirast olmadan konulmasidir. Bu modelin temel amaci kelimelerin belgede mevcut olup
olmadigin1 gostermektir. Sekil 2.2 ‘de gosterilen drnekte gosterilen her bir ciimle ayri bir
belgedir, eger tekrar olmadan bir kelime listesi yapilirsa karsisindaki kutu gibi goriinecektir.

Ornekten anlasildig1 gibi model, kelime siras1 dnemli olmadan liste haline getirildi.



"Ates, dort temel elementten

biridir."
"Su, dért temel elementten "Ateg", "Su",
biridir." "dért",

, "elementten",
"Hava, dért temel elementten "biridir."
biridir." "Toprak",

"Hava", "temel"
"Toprak, dort temel elementten

biridir."

Sekil 2.2 Kelime Torbast Ornegi

Oyleyse, bir kelimenin vektdre nasil doniistiiriilebilecegi, bir belgedeki kelime olusumunu

liste olarak saydigimiz basit kelime sayis1 6rnegi ile anlasilabilir.

"Ateg"=1

ngu=Q

"dart"=1

"elementten'=1

"Ates, dort temel elementten biridir." . "biridir."=1
"Toprak"=0

"Hava"=0

"temel"=1

Sekil 2.3 Kelime Torbas1 Vektdr Déniisiim Ornegi

Ornegin, "Ates dort temel elementten biridir." ciimlesinin vektor doniisiimii Sekil 2.3 te
gosterildigi gibi temsil edilebilir. Yani burada temelde kelime vektore ¢evrildi. Ayni
yaklagim izlenerek diger belgeler vektore cevrildiginde Sekil 2.4 teki sonug elde edilir.



"Ates, dort temel elementten biridir." = [1,0,1,1,1,0,0,1]
"Su, dort temel elementten biridir." = [0,1,1,1,1,0,0,1]
"Hava, dort temel elementten biridir." = [0,0,1,1,1,0,1,1]
"Toprak, dért temel elementten biridir." = [0,0,1,1,1,1,0,1]

Sekil 2.4 Kelime Torbas1 Vektor Déniisiim Ornegi

Yukarida soz edilen yaklasima; her seferinde yalnizca bir kelime ele alindig: i¢in verilen
isim unigramdir. Benzer sekilde bir yaklasim olan biagram, bir seferinde iki kelime
kullanarak kelime listelerini olusturur. Ornegin; “Ates dort”, “dort temel”, “temel
elementten” gibi. Trigram ise bir seferde {li¢ kelime kullanilarak belgelerden kelime
listelerinin olusturulmasidir. Ornegin, “Ates dort temel”, “dort temel elementten” gibi.

Ngram ise bir seferde n kelime kullanarak kelime listesi olusturmaktir.

CountVectorizer methodu; sklearn kiitiiphanesine ait olan ve kelimelerin indexlenip her
belgedeki kelime sayisi ile bir matrix olusturan bir fonksiyondur. Matrix islevini kullanilarak
metin belgesini kelime sayis1 matrisine donistiirebilir. Burada iiretilen matris seyrek

matristir (sparse matrix).

Kelime indeksleri

{'Ates": O, izlﬁl‘:g?
‘biridir.': 1, ey
'db‘r'-f': 2' matris)
'elelmenf'll'en': 3, array([[1,1,1,1,0,0,1,0],
F--!r:wc:l 1 4, [0,1,1,10,11,0],
| Su =I5, [0,1,1,1,1,0,1,0],
temel': 6 [0,1,1,1,0,0,1,1]], dtype=int64)

‘Toprak': 7, }
Sekil 2.5 Kelimelerin indekslenip tarafindan seyrek matrise doniistiiriilmesi
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Yukaridaki belgede CountVectorizer kullanilarak Sekil 2.5’ te gosterildigi gibi numpy.int64
turtinde 4 * 8 seyrek matris elde edilir. Bazi makine 6grenmesi modellerinde seyrek matris
kullanilamadigindan seyrek matrisin yogun matrise doniistiiriilmesi gerekmektedir (Pantola,
2018). TF-IDF, dogal dil isleme’de kullanilan metin vektorlestirme yontemlerinden biridir.

TF-1df; kelimenin i¢inde bulundugu derlem (corpus) veya veri kiimesindeki Onemini
anlatan Terim Frekansi-Ters Belge Frekansi anlamima gelmektedir. TF-IDF, Terim
Frekansi (TF) ve Ters Belge Frekansi (IDF) olmak iizere iki kavramdan olusur. Terim
Frekansi, Sekil 2.6°da gosterildigi gibi kelimenin veri (belge veya derlem) iginde ne siklikla
tekrarlandigini ifade eder. Her climle ayni uzunlukta olmadigindan, uzun ciimlelerde terim
frekans1 daha yiiksek olabilir. Cok biiyiikk belgelerde kelimenin frekansi ¢ok yiiksek

degerler olabilir. Bu degeri diisiirmek i¢in loglanarak formulize edilir.

Terimin belgedeki sayisi

Belgedeki toplam kelime sayisi

Sekil 2.6 Terim Frekansi Formiilii

Ters Belge Frekansi, daha seyrek bulunan kelimelerin daha 6nemli olduguna dayanan bir
kavramdir. Sekil 2.7°de gosterildigi gibi belge sayisinin kelimenin gectigi belge sayisina

oranini loglanmasi ile formuliize edilir.

Belge sayisi
IDF = |Og1[]

Kelimenin gectigi belge sayisi

Sekil 2.7 Ters Belge Frekans1 Formiilii

TF-IDF, basitce ifade edilirse terim frekansi ve ters belge frekansinin ¢arpimidir. Farkl
belgelerde kullanilan ortak kelimelerin degerini azaltir. Bir diger vektorlestime yontemi

olan Word2vec, iki katmanli sinir ag1 kullanan bir derin 6grenme teknigidir. Word2vec
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girdi olarak biiyiik bir veri alir (Google veri seti etc.) ve bunu vektdr uzayina doniistiirtir.
Word2vec, basitge kelimeyi Ozellik(feature) uzayina yerlestirir, kelimelerin konumlari
anlamlarina gore belirlenir, yani benzer anlama sahip kelimeler bir arada kiimelenir. Google
Word2Vec Google veri seti ile 6nceden egitilmis bir tekniktir. En benzer kelimeyi bulmak

icin kosiniis benzerligini kullanir.

Kosiniis benzerligi iki vektor arasindaki benzerligi ifade eden bir hesaplamadir. Kosiniis
benzerligi i¢in kelime frekansi 6nemsizdir, giin kelimesinin bir belgede 100 diger belgede
500 tane olmasima ragmen iki kelime arasindaki ac¢1 ¢ok yakin olacaktir. Iki vektoriin
uzayda arasindaki ag¢i teta olsun, eger teta sifira yakinsa vektorlerin birbirine ¢ok
benzedigini ifade eder. Fakat teta, 90 derece ise vektorlerin ortogonal ve birbirleri ile ilgisiz
oldugunu anlatir. Eger teta 180 derece olursa her iki vektoriin birbirine zit oldugunu ifade
eder. Kosiniis benzerligi’nin bu formiiliizasyonu kullanilarak ozellik uzaymda Google
Word2Vec teknigi anlamsal olarak yakin kelimeleri kiimelere ayirir ve metin vektorlestirme
islemini gergeklestirir. Bu yontemde 0n isleme olarak kullanilan Google veri seti ¢ok fazla

kelime igermemesine karsin pek ¢ok uzman tarafindan kullanilmaktadir. (Pantola, 2018)
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3. TWITTER API

Sosyal medya son donemde pek cok haber kanalindan ¢ok daha hizli ve kolay bir sekilde
ulasilan ve kamuoyunun siyasi, bilimsel, giinliik hemen her konuda goriislerini paylastigi,
kisilerin hem birbirlerine hem kurumlara ulagmak i¢in araci olan ve pek ¢ok kiginin artik
yaptigi paylasimlarla ve takip¢i sayisinin fazla olmasiyla beraber ortaya ¢ikan ‘influencer’
gibi yeni mesleklere mensup olarak ge¢imini saglayip ¢esitli akimlara yon verdigi biiyiik bir
mecra haline geldi. Sosyal medya, dogru yanhs fark etmeksizin ¢ogu zaman nesnel olmayan
haber ve goriislerle kisilerin hayatlarini ve psikolojik durumlarmi etkileyen biiyiik bir etken

halini aldu.

Kisilerin disarida yaptiklar1 aktiviteler, arkadas ortamlari, sosyallestikleri alanlar bile
paylagmak istedikleri, var olmak istedikleri ve ‘buradayim’ demek istedikleri sosyal
medyada birer paylasim olarak insan hayatina girdi. Yemek yapmak, ¢ay i¢mek, uyumak
yeni bir seyler almak, arkadaglar ile vakit gecirmek bile bireylerin sosyal medyada paylasim
yapmak iizerine yaptig1 aktiviteler haline geldi. Hemen her anin1 sosyal medyada paylasmak
o kadar normallesti ki bireylerin paylagimlari hayatlarina ¢ok uzak kisilerin bile onlar
hakkinda kimi zaman gercek¢i olmayan bilgiler edinmesine sebep oldu. Sosyal medyada
popiiler olan kisilere olan 6zenme duygusu bireylerin kendi kisiliklerini ve dig goriiniislerini
sorgulama ve onlar gibi olmak isteme gibi duygular hissetmesine ve bu sebepten psikolojik
anlamda kendilerini k&tii ve dislanmis hissetmelerine neden oldu. Ote yandan siyasi rolii
olan kisilerin sosyal medya paylasimlar1 adeta birer siyasi sdylev niteliginde degerlendirilip

kimi zaman oy toplamasina veya takipcisi oldugu kisileri kaybetmesine yol agti.

Sosyal medyanin siyasi etkisi o kadar biiyiidii ki, giindeme oturan her konuda baslik olarak
sosyal medya lizerinde kisilerin goriisleri siralanabilir ve kisiler tepkilerini bu baslik altinda
toplayarak hiikiimetlere sesini duyurabilir. Sosyal medyanin insan hayatindaki 6nemi bu
derece artinca, akademik alanda artik sosyal medya konusu bilimsel olarak ele alinmaya ve

bu konuda ¢alisma yapilmaya baslandi. Sosyal medya biiyiik bir veri kaynagi haline geldi.
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Twitter bu biiyiik veri kaynagimi kullanicilara ve bu alanda akademik calisma yapacak
kisilere, sektdrde calisan yazilimcilara belli sartlar1 karsilayip gerekli izinleri almalari

dahilinde kisisel verileri koruma kosulu altinda anonim olarak paylasmaya basladi.

Twitter API, Kisilere bu arayiizii kullanarak tweet atma, gegmise yonelik veya anlik olarak
atilan tweetleri; belli bagliklara ait veya belli bir dilde, belli bir lokasyonda olacak sekilde
filtreleme olanagi ile saglamaya basladi. Twitter API, Twitter’in gelistiricilere 6zel iirettigi
tirtinlerden biridir. Twitter API'si, verileri programli olarak almak ve analiz etmek ve ayrica
Twitter'daki konusmaya katilmak ic¢in kullanilabilir. Bu API, tweetler, kullanicilar, direkt
mesajlar, listeler, egilimler, medya ve yerler dahil olmak iizere ¢esitli farkli kaynaklara
erisim saglar. Twitter API, su anda desteklenen iki siirlimden (TwitterAPI ve TwitterAPI v2)

ve farkli erisim katmanlarindan olusmaktadir.

3.1 Twitter API Kullanimi

Twitter API Ozelliklerini kullanabilmek icin Oncelikle Twitter’dan yetki alinmasi
gerekmektedir. (Twitter) Bu yetkinin alinmasi i¢in Twitter’da bir gelistirici hesabinin
(Twitter Developer Account) agilmasi ve kullanim alaninin Twitter tarafindan onaylanmasi
gerekmektedir. Standart ve Akademik Arastirma olmak tizere iki ¢esit iiriin bulunmaktadir.

Standart, iyi bir amag i¢in, 6grenmek veya O0gretmek igin bir seyler gelistirenler de dahil
olmak tlizere ¢ogu gelistiricinin varsayilan {iriin kanalidir. Onaylanan tiim gelistiriciler bir
Standart Proje olusturabilir ve kullanabilir. Akademik Arastirma, nitelikli akademik
arastirmacilara; tam arsiv arama Yyetkisi, daha yiiksek aylik tweet sinir1 ve filtrelenmis akis ve
son arama Yetkisi ile gelismis filtreleme yetenekleri dahil olmak {izere, yiikseltilmis erisim
ve gelismis islevlere erisim saglar. Twitter, gelistirici hesab1 bagvurularini gesitli kosullarla

kabul etmektedir, kullanim politikasina uygun olmayan basvurular reddedilmektedir.
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Onaylandiktan sonra, standart veya akademik arastirma projesi ve API’ye yonelik tiim
isteklerin dogrulanmasi igin kullanilacak bir dizi kimlik bilgisi saglayacak olan iliskili bir

gelistirici uygulamasi olusturulmalidir. (Twitter)

3.1.1 Projeler ve uygulamalar

Projeler, Twitter API'nin kullanim amacina gére yapilacak g¢alismanin organize edilmesine
olanak tanir. Boylece API'ye erisim etkili bir sekilde yonetilebilir ve kullanimini izlenebilir.
Her Proje, kimlik dogrulama bilgilerinin (anahtarlar ve belirtegler) olusturulabilecegi bir
uygulama igerebilir. “Twitter API”, “Twitter Ads API” veya “Labs” 'a erigsimi i¢in herhangi
bir uygulamadaki anahtarlar ve belirtegler kullanabilir, ancak yeni “Twitter APl v2”
servislerini(endpointlerini) kullanabilmek i¢in bir projeyle iliskili bir uygulamadaki
anahtarlarin ve belirteclerin kullanilmasi gerekir. Twitter gelistirici hesabindan, projeler

Projeler ve Uygulamalar sayfasindan goriintiilenebilir ve yonetebilir.

Twitter API' nin destek gosterdigi iki tip proje olan Standart Proje ve Akademik Arastirma
Projesi arasindan kullanilan projeye bagli olarak ek islevlerin ve erisim diizeylerinin kilidi
acabilir. Ornegin, erisim istegi ile birlikte Akademik Arastirma Projesi ile iliskili kimlik
dogrulama bilgileri iletildiginde tam arsiv arama servisine (endpoint) erigsim saglanir. Ayrica,
arama tweetleri (search tweets) ve filtrelenmis akis servisleri (stream endpoints) ile sonuglari

filtrelerken gelismis islevlerden yararlanilabilir.

Twitter tarafindan onaylanmig bir gelistirici hesabiyla bir Standart Proje olusturabilir. Bir
Akademik Arastirma Projesi olusturmak icin, once Akademik Arastirma iiriin yolunu
kullanmak i¢in bagvurulmasi ve onay alinmasi gerekir. Akademik Arastirma yolu 6zel, daha
yiiksek diizeyde erisim igerdiginden, yalnizca ticari olmayan kullanim igin ayrilmistir.
Akademik Arastirma alani, kamuya agik Twitter verilerine licretsiz olarak uzmanlasmis,
daha yiiksek diizeylerde erisim yoluyla akademik arastirma toplulugunun ihtiyaglarina

hizmet etmek i¢in olusturulmustur. Yeni ve mevcut Twitter gelistiricilerinin bu parcaya
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erisim elde etmek i¢in bir Akademik Arastirma basvurusu tamamlamalar1 gerekecektir. Bu
uygulamada, akademik arastirmacinin, kimlik bilgileri, arastirma projesi, Twitter verilerini
nasil kullanmayi planladigi ve ¢alismayi nasil paylasmayi planladigi sorulur. Twitter, verilen
bilgilerin ekipleri disindaki hi¢ kimseyle paylasilmayacaginin soziinii vermektedir. Twitter
Ekipleri, ticari olmayan kullanim sartlar1 da dahil olmak iizere, her projenin Twitter
Gelistirici So6zlesmesine ve Politikasina uygun oldugundan emin olmak i¢in her uygulamayi
dikkatlice inceler. Bu siire¢ ve bilgilerin, Twitter'daki ve gelistirici platformundaki kisilerin
giivenligini ve mahremiyetini korumaya yonelik oldugu ortaya atilir. Onaylandiktan sonra,

basvuruda gonderilen ayrintilara dayali olarak bir Akademik Arastirma Projesi alinmis olur.

3.1.2 Kimlik dogrulama yontemleri

Twitter API'leri muazzam miktarda veriyi isler. Bu verilerin giivenligini saglamak amaciyla
cesitli kimlik dogrulama yontemleri kullanilmaktadir. Duygu Analizi konusunda c¢alisma
yapmak i¢in veriye ihtiya¢ duyuldugunda en sik kullanilan kimlik dogrulama yontemi OAuth
1.0’a Kullanic1 Baglami kimlik dogrulamasi (User Context Authentication) gerektiren
isteklerde bulunmak i¢in API Anahtari, API Anahtar Sirr1, Erisim Belirteci ve Erisim
Belirtici Sirri’nin kullanilmasi gerekmektedir. Baska bir kullanici adina istekte bulunulmasi
dogrultusunda gereken yetkinin alinmasi i¢in {i¢ asamali OAuth akisinin kullaniimasi

gerekir.

Gelistirici hesab1 Twitter tarafindan onaylandiktan ve bir proje ve uygulama olusturulduktan
sonra, gelistirici uygulamada gereken kimlik bilgileri bulunabilir veya iretilebilir. Bu kimlik
bilgileri sunlardir,
e API Anahtar1 (APl Key) aslinda bir kullanic1 adidir ve uygulama adina bir talepte
bulunulmasini saglar.
e API Anahtar Surt (APl Key Secret) bir sifredir ve uygulama adina bir talepte

bulunulmasina izin verir.
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e Erisim Belirteci (Access Token) ve Erisim Belirteci Sirr1 (Access Token Secret)
uygulamanin sahibi olan Twitter hesabini temsil eder ve bu Twitter hesab1 adina bir
talepte bulunulmasina izin verir.

e Tasiyict Belirteci (Bearer Token) uygulamanin kendisini temsil eder ve OAuth 2.0
Tastyic1 Belirteci kimlik dogrulamasi gerektiren isteklerin dogrulanmasina olanak

tanir.

Olusturulan tiim bu anahtarlarin ve belirteclerin belirli bir kullanim siiresi olmadigindan,
yani yeniden olusturulana kadar ayni bilgiler kullanilabildiginden, gereken kimlik bilgileri
alindiktan sonra bilgi glivenligi i¢in kullanildig1 uygulamada gereken giivenlik 6nlemlerinin
alinmasi gerekmektedir. Anahtarlar ve belirtegler kullanilan hesabin gelistirici portalinda
yalnizca bir kez goriintiilenebilir, bu nedenle bu kimlik bilgileri olusturuldugu anda

eklenecek uygulamaya kaydedilmedir.

Gelistirici portalinda daha Onceden firetilmis parolalar goriintilenememektedir. Eger
anahtarlar ve belirtecler bir sebepten kaybedilirse veya yanlis yazilirsa, gelistirici portalindan
yeniden olusturulmasi gerekir ve daha dnce olusturulan kimlik bilgileri gegersiz hale gelir.
Bu da eski kimlik bilgilerinin kullanildig1 her yerde gilincelleme yapilmasi gerektigi anlamina
gelir. Twitter API’nin iki farkli siiriimiinde farkli dogrulama yontemleri gerektiren g¢esitli
katmanlar bulunmaktadir. Bunlardan bazilari, “Standart v1.1”, “Premium v1.1” ’tir. Gereken
kimlik bilgileri bu katmanlara gore degiskenlik gostermektedir (Twitter 2021a). Twitter
Gelistirici Hesabi’na bagvurduktan ve gerekli onaylar alindiktan sonra, olusturulan proje ve
uygulamanin verdigi kimlik bilgileri kullanilacak uygulamaya eklendikten sonra, API’nin
sagladig servislerin nasil kullanilacagina dair agik kaynakli bir 6rnek kod bulunmaktadir.
(Twitter 2021b) Tweetleri ¢ekebilmek veya isleyebilmek igin Twitter ‘in gesitli
kiittiphaneleri  bulunmaktadir. Tweepy bu islemleri saglayan Python’da yazilmis
kiitiiphanelerden biridir.
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3.1.3 Tweepy kullanim

Tweepy kiitiiphanesi, hem OAuth la (uygulama kullanicisi) hem de OAuth 2 (yalnizca
uygulama) kimlik dogrulamasimi desteklemektedir. Kimlik dogrulama islemi, tweepy
kiitiiphanesine ait AuthHandler sinifi tarafindan gergeklestirilir. OAuth 2, bir uygulamadan
API istekleri yapilarak gergeklestirilen ve kullanici baglami gerektirmeyen bir kimlik
dogrulama yontemidir. Herkese agik bilgilere salt okunur erisim gerektiginde bu yontem
kullanilir. Uygulama olusturulduktan ve bir tiiketici anahtar1 (api_key veya consumer_key)
ve sirr1 (api_secret veya consumer secret) alindiktan sonra Tweepy aracilifiyla sekil

3.1’deki gibi bir AppAuthHandler 6rnegi olusturulur. (Yener 2020)

consumer_key="****x*x"

consumer_secret="#***x*"

access key="FxkxE"

access secret="*%Ex*"

auth = tweepy.OAuthHandler(consumer key, consumer_ secret)
auth.set_access_token(access _key, access_secret)

api = tweepy.API(auth,parser=tweepy.parsers.JSONParser(),)

Sekil 3.1 Tweepy kimlik dogrulama 6rnegi

Duygu analizi konusunda, Twitter API, sosyal medya mecralarindan biri olan Twitter’daki
verileri islemek i¢in biiyiik miktarda veri ¢ekimine olanak taniyan bir arayiizdiir. Tweepy ise
cogunlukla python dilinde yapilan ¢alismalarda kullanilan Twitter’in saglamis oldugu agik
kaynak kodlu bir kiitiiphanedir. Tweepy ile kimlik dogrulama islemi yapildiktan sonra
ithtiya¢ duyulan veriyi elde etmek icin iki farkli method kullanilir. Bunlar Tweepy

kiitiiphanesine ait “search” ve “stream” methodlaridir.

Twitter Arama API’si (Twitter Search API) Twitter’in verilerini bir kullanic1 ad1 ara veya
arama araciligiyla sorgulamayi saglar. Hali hazirda var olan bir veri kiimesine erisilmesine

olanak tanir. Kullanicilar belli kriterlerle (anahtar kelimeler, kullanic1 adlari, konumlar vb.)
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eslesen tweetleri talep edebilir. Sekil 3.2’de Tweepy search methodu kullanim 6rnegi

gosterilmistir.

search words = "bisiklet™”

date since = "2019-11-16"

tweets = tweepy.Cursor(api.search,
g=search_words,
lang="tr",
since=date since).items(5)

Sekil 3.2 Tweepy search methodu kullanim 6rnegi

Twitter Yayin API’si (Twitter Streaming API) gergek zamanli olarak Twitter’in verilerini
tweetler atildig1 anda istek atan kullaniciya iletir. Hazir veri kiimesinin i¢inde sorgu yapip
gondermez (Anonymus, 2013). Sekil 3.3’te Tweepy’ ye ait “stream” methodunun bir

kullanim 6rnegi gosterilmistir.

streamListener = StreamListener()

stream = tweepy.Stream(auth=api.auth, listener=streamListener,tweet mode='extended', count=5,)
tags = ["korona","covid-19","Covid19","Covid-19","Corona Virus","pandemic","pandemi”,"COVID-19"]
stream.filter(track=tags, languages = ["tr"], encoding="utf-8")

Sekil 3.3 Tweepy stream methodu kullanim 6rnegi

3.1.4 Tweet isaretleme

Dogal Dil Isleme alt konularindan olan Duygu Analizi konusunda veri olusturmak ile ilgili
olarak Twitter lizerinden nasil veri olusturulacagindan yani nasil tweet c¢ekileceginden
yukarida bahsedildi. Duygu analizi konusunda calisma yapmak i¢in denetimli &Zrenme
kullanan makine &grenmesi algoritmalarindan yaralanilabilir. Bu durumda ham veriden

isaretli veri olusturmak gerekmektedir.
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Veriler duygu analizinde Pozitif, Negatif veya NoOtr olarak isaretlenebilir. Denetimli
Ogrenme’ de isaretleme yapmak icin farkli ve daha hizli yontemler olsa da Duygu Analizi
konusunda genellikle bu isaretleme manuel olarak yani her tweetin pozitif, negatif veya notr
oldugu bir birey tarafindan degerlendirilip isaretlenerek gerceklestirilir. Sekil 3.4 te
gosterildigi gibi tweetler birer birer degerlendirilir ve tablo olusturularak 3 farkli duyguda
etiketlenir. Duygu Analizi ¢alismalarindaki isaretli veriler dil yapisina ve yorumlanma
sekline gore 0zgiinliik tasimaktadir. Baz1 ¢alismalarda veri sadece Pozitif ve Negatif olarak
ele alinmaktadir. Makine Ogrenmesi algoritmalarmin gdsterilen bu veriyi 6grenmesi ve yeni

karsilastig1 verilerde bu durumlar i¢inde tahminleme yapmasi beklenmektedir.

Duygu Tweet

Pozitif Gunesli ve gok gtizel bir gindu.

Negatif Gunesli havalari hig sevmem.
N&tr Hava bugiin guinesli idi.

Sekil 3.4 Isaretli veri 6rnegi
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4, MAKINE OGRENMESI ALGORITMALARI

Duygu Analizi, Makine Ogrenmesi alaninda adindan sikga sdz ettiren ve iizerinde pek ¢ok
calisma yapilmis bir konudur. Giiniimiizde bu konu farkli dillerde Denetimli Ogrenme
yontemi ile pek ¢ok basarili sonug¢ elde edilen ve reklamlara yansiyacak derecede insan
hayatina etki etmis ve dolayisiyla yazilim sektoriine fazlasiyla girmistir. Bu alanda kullanilan
pek c¢ok farkli Makine Ogrenmesi algoritmasi bulunmaktadir. Asagida bu algoritmalar

arasindan Denetimli Ogrenme ile kullanilan baz1 &rnekleri sirasiyla gdsterilmistir.

4.1 Logistik Regresyon (Logistic Regression)

Logistik Regresyon, yirminci yiizyilin baglarinda biyolojik bilimlerde sonrasinda ise pek ¢ok
sosyal bilim uygulamasinda kullanildi. Logistik Regresyon c¢ikis verisi bir kategoriyi ifade
ettiginde kullanilir. Ornek verilirse, bir e-posta’nin spam olup olmamasi kategorilerinden
birini sonu¢ olarak verir. Linear Regresyon’dan farki ise Logistik Regresyon dogrusal
smiflandirmada kullanilirken, linear regresyon kategorik verilerde kullanilamaz, girdi ve
cikt1 arasinda iliski kurarak bir sonraki aymn faiz orami gibi tahminleme yapmay1 saglar.

(Hatipoglu 2018)

Logistik Regresyon temel olarak Sekil 2.11°de belirtilen formiile dayanir. Duygu Analizi
konusu kapsaminda verilen climlenin pozitif veya negatif olarak smiflandirilmasi sz
konusudur. Logistik Regresyon’un ii¢ farkli tipi vardir. Veri Isaretleme islemlerinin veya
veri 6n islemlerinin bu tiplere gore yapilmasi gerekmektedir. ikili Lojistik Regresyon;
kategorik yanitin yalnizca iki olasi sonucu vardir. Ornek: spam veya degil. Bu logistik
regresyon tipinin kullanilmasi durumunda yalnizca iki kategorili (Pozitif ve Negatif gibi)
tweetlerin verilmesi gerekir. Bir digeri olan Cok Terimli Lojistik Regresyon, Siralama
olmadan {i¢ veya daha fazla kategoride sonug verebilir. Ornek: Hangi yiyecegin daha gok

tercih edildigini tahmin etmek (Sebzeli, Sebzeli Olmayan, Vegan gibi) olabilir.
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Bu veri tipinde duygu analizi verileri li¢ kategoride (Pozitif, Negatif, Notr) olacak sekilde
verilebilir. Son olarak, Sirali Lojistik Regresyon; siralama ile ti¢ veya daha fazla kategoride
sonug verir. Ornek: Bir filmin begeni olarak 1'den 5'e kadar derecelendirmesi verilebilir.
(Swaminathan 2018)

Model

Output=0or1

Hypothesis =>Z = WX + B
he(x) = sigmoid (Z)

Sigmoid Function

Sekil 4.1 Basit Logistik Regresyon Modeli (Swaminathan 2018)

4.2 Naive Bayes Siniflandirmasi (Naive Bayes Classification)

Naive Bayes, Bayes Teoremi’ne dayanan, Makine Ogrenmesi alaninda sik¢a kullanilan ve
Duygu Analizi konusunda basarili algoritmalardan biridir. Naive Bayes, tahmine dayal1 bir
modellemeye sahip bir siniflandirma algoritmasidir. Makine 6grenmesi, eldeki verilerle en
olast sonucu elde etmek igin en iyi se¢cimi yapmak ile ilgilenir. Hipotez, siniflandirma
problemlerinde verinin atanacagi sinifi ifade eder. En olasi hipotezi se¢ebilmek i¢in, veriden
elde edilen onceki bilgiler kullanilabilir. Bayes Teoremi basitce, onceki bilgiler 1s18inda

hipotez olasiliginin hesaplanmast i¢in iyi bir yoldur.

P(hid) = (P(dInh)*P(h))F(d)

Sekil 4.2 Bayes Teoremi’nin formiili
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Bayes teoremi, Sekil 4.2 deki formiille ifade edilir. Formiilde goriilen P(h|d) sonraki
olasilig1 (posterior probability), d veriyi, h ise hipotezi ifade etmektedir. Sonug ise, d’ ye
gore h’nin yani veriye gore hipotezin olasilifidir. Hipotezin dogru oldugu varsayildiginda
verinin olasiligi P(d|h) ile ifade edilir. P(d) ve P(h), birbirilerinden bagimsiz olarak sirayla

verinin olasilig1 ve hipotezin dogru olma olasiligidir. Buna dnceki olasilik (prior probability)
denir (Brownlee 2020).

Bisiklet siirmek i¢in hava kosullarini tanimlayan Sekil 4.3’ teki gibi bir veri kiimesinde; hava
kosullar1 goz 6niine alindiginda, her bir satir, bisiklet siirmek ig¢in uygun ("Evet") veya uygun
degil ("Hayir") olarak kosullari siniflandirir. Bu veri kiimesinde, ozellikler 'Goriinim',

'Sicaklik', 'Nem' ve 'Riizgarli'dir (Anonymus 2020a).

Goriinim  Sicaklik Nem Rizgarh Bisiklet Sur

0  Yagmurlu Sicak Yiiksek Yanlis Hayir
1 Yagmurlu Sicak Yuksek Dogru Hayir
2 Bulutlu Sicak Yiuksek Yanlis Evet
3 Gunesli Hafif Yiksek Yanlig Evet

Sekil 4.3 Naive Bayes Ornek Veri Kiimesi

Ozellik degerlerini igeren vektorlerden olusan matris 6zellik matrisi (feature matrix)’ dir.
Ozellik matrisindeki her bir vektdriin tahminlerinden olusan vektdr ise yamit vektdriidiir
(response matrix). Sekil 4.3 teki veri kiimesi, 'Goriiniim', 'Sicaklik', 'Nem' ve 'Riizgarlt’
ozellik degerlerinden olusan vektorleri igeren 6zellik matrisi ve ‘Bisiklet Siir’ degerini igceren

yanit vektoriinden olusur.
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Higbir 6zellik ikilisinin bagimli olmadigint varsayildigindan her 6zellik esit agirlikta kabul
edilir. Ornek verilirse, nemli olmasinin gériiniim ile bir ilgisi yoktur. Bu varsayimla Bayes
Teoremi’nin birlesmesi sonucu ortaya ¢ikan Naive Bayes formilii Sekil 4.4° te
gosterilmektedir. Bu varsayimlar gergek diinyadaki durumlarda her ne kadar dogru olmasa

da pratikte basarilidir (Anonymus. 2020a).

. oy Ple|w)Plzsly). Plza[v) Plu)
P(y|zi, ..., tn) = Plz1 ) Plag)... Pleg )

Sekil 4.4 Naive Bayes Formiilii (Anonymus. 2020a)

Duygu analizi yapilirken verinin ugradigi 6n islemler sonrasinda elde edilen veri Naive Bayes
siiflandirmas1 ile Pozitif, Negatif veya Notr olarak smiflandirilabilir. Bu smiflanirma
kullanilarak duygu analizi yapilacak yazidan c¢ikarilan bir 6zellik matrisi ile duygu olarak

ifade ettigimiz yanit vektorii bulunur.

4.3 Destek Vektor Makineleri (Support Vector Machines)

SVM, verilen uzayda verileri farklilastiran sinir1 belirlemek i¢in hiper diizlem (hyper plane)
bularak, bir grubu veya etiketi tahmin etme islemi olan siniflandirma veya siirekli bir degeri
tahmin etme islemi olan regresyon problemlerinde kullanilabilen denetimli bir makine

Ogrenme algoritmasidir.

X, wx—b=1

wx—b=-1

k3

Sekil 4.5 Ayirma alt diizlemi 6rnegi (Reddy 2018)
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Sekil 4.5 ’te iki simif arasinda en uygun ayirma hiper diizlemi gosterilmistir. SVM, Hiper
diizlem g¢izebilmek igin "Kernels" adi verilen matematiksel fonksiyonlar1 kullanir. Kernel
tipleri, dogrusal, sigmoid, RBF, dogrusal olmayan, polinom vb. olabilir. Dogrusal olmayan
problemler i¢in ayarlama parametresi olarak kullanilan Kernel “RBF”; veriler hakkinda 6n
bilgi olmadiginda kullanilan genel amacgli bir kernel tipidir. “Kernel dogrusal” (kernel
linear) ise Kernel “RBF’nin aksine dogrusal ayrilabilir problemlerde kullanilir. SVM ile
Duygu Analizi calismasi yapilirken verilerin kag kategoride siniflandirilacagina gore kernel
secimi yapilmalidir. Sadece pozitif ve negatif gibi kategorilerde ikili siniflandirma igin
dogrusal kernel parametresi kullanilirken, notr gibi farkli kategoriler eklenip coklu

siiflandirma yapilmasi i¢in “Kernel RBF” kullanilir. (Reddy 2018)

4.4 Rastgele Orman Algoritmasi (Random Forest Algorithm)

Rastgele orman, torbalama (bagging) yontemiyle egitilmis karar agaglarindan orman
olusturan bir denetimli makine 6grenmesi algoritmasidir. Torbalama yonteminin genel fikri,
ogrenme modellerinin bir kombinasyonunun genel sonucu artirmasidir. Rastgele orman
algoritmas1 daha dogru tahminler elde edebilmek igin karar agaglar1 olusturup bunlari
birlestirir. Smiflandirma ve Regresyon problemlerinin ¢ogunda kullanilabildiginden Duygu

Analizi problemlerinde de sikca kullanilan bir algoritmadir.

Rastgele Orman Algoritmasi, karar agaglarim1 fazladan rastgelelik ekleyerek birlestirir.
Diiglimleri alt diiglimlere ayirma islemini gerceklestirirken en O6nemli 6zelligi aramaz.
Bunun yerine rastgele bir 6zellik alt kiimesi (subset of features) arasinda en iyi 6zelligi arar.
Bu, genellikle daha iyi bir modelle ve genis bir cesitlilikle sonuglanir. Rastgele Orman
Algoritmasi ile ¢aligilirken karar agaclarin (desicion tree) yaptigi gibi olasi en iyi esikleri
(thresholds) aramak yerine her o6zellik igin ek olarak rastgele esikler (thresholds)
kullanilarak agaglar daha da rastgele hale getirilebilir. Rastgele orman algoritmasi’da

tahmin tizerindeki her bir 6zelligin digerlerine gore 6nemini 6l¢gmek olduk¢a kolaydir.
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Egitimden sonra her 6zellik (feature) i¢in bu puan otomatik olarak hesaplar ve sonuglari
Olgeklendirir, boylece tiim 6nemlerin toplami bire esit olur. Sekil 4.6’da ornek bir 6zellik

onem grafigi gosterilmistir.

Bir karar agacinda her bir diigiim bir testi ifade eder. Bu agaca ait her bir dal bu testin
sonucunu temsil ederken alt diigiimii olmayan yapraklar ise yapilan siniflandirma
sonucunda kategoriyi yani verinin ait oldugu smnfi ifade eder. Ozelligin énemine bakarak,
tahmin siirecine yeterince katkida bulunmayan (veya bazen higbir sey yapmayan) hangi
ozelliklerin kaldirilacagina karar verilir ve bu islem olduk¢a 6nemlidir. Bunun sebebi
makine 6greniminde genel bir kuraldir. Ozellik sayis1 arttikga, modelde asir1 uyum (overfit)
gerceklesme ihtimali 0 kadar artar (Donges 2019). Rastgele Orman Algoritmasi birden fazla
kategoride siniflandirma i¢in kullanilabilir boylece 3 farkli sinif (pozitif, negatif, nétr) igin

yapilan Duygu Analizi ¢aligmalari i¢in uygundur.

BN importance
0200
0175
0150
0125
0.100
0075
0.050
0025
0.000
e %3 3 20 &%
2 Sgl
5
feature i

Sekil 4.6 Ozellik nem grafik 6rnegi (Donges 2019)
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4.5 Stokastik Gradyan Inis Algoritmasi (Stochastic Gradient Descent Algorithm)

Gradyan Inisi, Makine Ogrenimi ve Derin Ogrenmede popiiler bir optimizasyon teknigidir.
Ogrenme algoritmalarinin  tamaminda olmamakla birlikte ¢ogunda kullanilabilir. Bir
fonksiyonun egimi olarak tanimlanan Gradyan, bir degiskenin gegirdigi degisiklikler
karsisinda bir baska degiskenin ge¢irdigi miktarin1 hesaplar. Bagka bir degiskenin
degisikliklerine yanit olarak bir degiskenin degisim derecesini dlger. Gradyan Inis’i maliyet
(cost) fonksiyonunun minumum degerini bulmak amaciyla yinelemeli olarak c¢aligir.
‘Stokastik' rastgele bir olasiliga sahip siire¢ veya sistem olarak tanimlanir. Stokastik Gradyan
Inisinde, her bir yineleme igin tiim veri seti yerine rastgele birka¢ &rnek segilir. Toplu
Gradyan Inis (Batch Gradient Descent) gibi tipik Gradyan Inis algoritmalarinda her
iterasyonda parti (batch, yani her iterasyonda veri setinden alinan 6rnek sayisi olarak) olarak

tim veri seti alinir.

Bununla birlikte, tim veri kiimesini kullanmak minimuma daha az giriiltiili ve daha az
rastgele bir sekilde ulagmak icin gergekten yararl olsa da, veri kiimesii biiyiidiik¢e islem

maliyeti artar. Bu problem Stokastik Gradient Descent ile ¢6ziilmiistiir.

SGD algoritmasinda, her yinelemeyi gergeklestirmek i¢in bir grup veri (batch) kullanilir. Bu
veri grubu her yinelemede rastgele karistirilip tekrar segilir (Anonymus 2020b).

SGD, bir optimizasyon algoritmasidir. SGD Smiflandirici (SGD Classifier) ise, basit bir
O0grenme rutinine sahiptir. Bu rutin, siniflandirma islemini gergeklestirmek icin ¢esitli kayip
fonksiyonlarimi (loss functions) ve cezalar destekler (Anonymus 2021b). SGD Siiflandiric
cok smifli smiflandirma yapmak ic¢in birden fazla ikili smiflandirmay: birlestirebilir
(Anonymus 2020c). Bu sebeple ¢oklu kategoride (pozitif, negatif, nétr) Duygu Analizi

yapilmasina olanak tanir.
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4.6 Uzun Kisa Siireli Bellek (Long Short-Term Memory)

Long Short Term Memory, 1997 yilinda Hocheriter & Schmindhuber tarafindan piyasaya
stiriilen LSTM olarak da bilinir.

LSTM, uzun vadeli bagimliligi kavrayabilen bir RNN ag: tiirtidiir. Gliniimiizde duygu
analizi, konugma tanima, metin smiflandirmasi gibi konularda yapilan ¢alismalarda sikca
rastlanmaktadir. LSTM’den 6nce var olan, ileri beslemeli aglar, (feed-forward-networks)
girislerin bir agirlikla ¢arpildigi ve sonra buna bias eklendigi ve son katmandan g¢ikis
degerini aldigimiz aglardir. Bu aglarda karsilagilan problem ise sirali verilerde
kullanilamamasi ve bellek depolamasi yapilmamasidir. Bu tiir bir agin girisi ve ¢ikist bile

sabittir. Bu tlir aglar1 Hisse Senedi Fiyati tahmini ve benzeri sorunlar i¢in kullanamayiz.

Tekrarlayan Sinir Aglari'nin (Recurrent Neural Networks) tanitilmasinin nedeni budur. RNN,
siralt / zaman serisi verilerini yakalayabilecek sekilde tasarlanmistir. RNN’ de bir onceki
durumun (w1l) girdisi ile iligkili agirlik ile ayn1 durumun ¢iktisi ile iliskili agirlik ¢arpilir ve
yeni durumu elde etmek i¢in Tanh fonksiyonundan gecirilir. Sonrasinda ¢ikt1 vektoriinii elde
etmek i¢in; yeni durum Tanh fonksiyonunun bir ¢iktisi ile ¢arpilir. RNN'de derin aglar tercih
edilmez. Ancak RNN, modelin 6grenmesine yardimci olmayan agirliklarda ¢ok onemli
degisiklikler olusmasi durumunu ifade eden kaybolan bir gradyan probleminden (vanishing
gradient problem) muzdariptir. LSTM, bu soruna ¢6ziim getirilmek amaciyla tanitilmistir
(Dwivedi 2020).
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5. LITERATUR

Yapay Zeka’nin baslangici oldukca eski tarihlere dayanmasina ragmen, Dogal Dil Isleme
baslangict ¢ok eski tarihlere dayanan ve giiniimiizde ise Yapay Zeka‘nin alt dali Makine
Ogrenmesi alaninda ele alman bir konudur. Dogal Dil isleme ilk olarak Alan Turing (1950)
tarafindan yayinlanan ve Yapay Zeka konusunda ufuk agici bir makale olan ve Turing Testi
olarak bilinen makalesini yayinladi. Turing, makinenin gérevini ve zeka kriterini dogal dilin
otomatik olarak yorumlanmasini ve iiretilmesini olarak belirlemisti. Fakat heniiz o zamanlar,
Dogal Dil Isleme bashig altinda incelenmemistir. Sonrasinda Dogal Dil Isleme (NLP) adi
farkli isimlerle ve yaklasimlarla, Sembolik NLP (Symbolic NLP), istatiksel NLP (Statistical
NLP) ve giiniimiizde var olan Sinirsel NLP tiirleri olarak tarihsel bicimde siralanmaktadir.
Sembolik NLP’nin 6nermesi, John Searle’nin (1980) Cin Oda Deneyi’ni ortaya attigi Minds,
Brains, and Programs adli 1980’ de yayinladigi makalesine gore, bilgisayara bir dizi kural
ornegin bir Cince 6grenme klavuzu verildiginde NLP goérevlerinin bilgisayar tarafindan taklit

edilmesidir.

1980’lerin sonuna kadar karmasik kurallar ile olusturulmus dogal dil isleme sistemleri
kullanilirken, hesaplama giiciindeki siirekli artis ve Makine Ogrenmesi algoritmalarinin
ortaya ¢ikmasi ile birlikte Dogal Dil Isleme alaninda biiyiik bir gelisme yasandi. 1980lerin
sonlarmdan itibaren bu algoritmalarinm kullanilmasi ile olusturulan sistemler istatiksel NLP
bashig1 altinda yer aldi. Istatistiksel yontemler kullanarak otomatik konusma tanimada Bahl
ve digerlerinin (1983) yayinladiklar1 "A Maximum Likelihood Approach to Continuous
Speech Recognition,” makalesi ile biiyiik ses getirmislerdir. Makaleye gore, konusma tanima
gorevi igin maksimum olasilikla kod ¢6zme (maksimum likelihood decoding) formiilasyonu
olusturulmustur. Calismada konusma tanima gorevinde kullanilmasi amaciyla bir dizi
istatistiksel model agiklanmistir. 1990 yillarina ait bir diger istatiksel ¢alisma, Peter Brown
ve digerlerinin (1990) yayinladiklar1 A Statistical Approach to Machine Translation bu
alanda yapilmis 6nemli arastirmalardan biridir. Makalede, Fransizca’dan Ingilizce’ye Bayes

Teoremi kullanilarak istatiksel bir ¢eviri yaklasimi sunulmustur.
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Literatirde NLP alaninda Makine Ogrenmesi algoritmalar1 ile ilgili pek ¢ok calisma
bulunmaktadir. Giinden giine gelisen Makine Ogrenmesi algoritmalar1 ve hizli bilgisayarlar
ile yapay zeka aglarinin bu alanda kullanilabilecedi ortaya atilmistir. Gelisen Makine
Ogrenmesi algoritmalariyla birlikte Derin Sinir Aglar1 (Deep Neural Network) kullanarak
olusturulan modeller yayginlasmaya ve NLP alaninda kullanilmaya baslandi. Neural NLP bu
aglar ile kullamlan Dogal Dil Isleme Sistemleri’ni ifade etmektedir. NLP alaninda yapay
sinir aglar1 kullanilarak, Martinez (1995) tarafindan gelistirilen ve c¢ok ses getirmis bir
calisma olan NALPRONN (Natural Language Processor with Neural Networks) modeli,
Neural NLP alanindaki kilometre taslarindan biridir. NALPRONN sistemi, ¢ok modlu ¢ok
dilli bir bilgisayar arayiiziidiir (interface). Yapay noron aglarindan olusan bir sistemdir. Bu
sistem, giris cikis gosterimleri, giris alt sistemi, ¢ikis alt sistemi, sozlik alt sistemi ve
monitor alt sistemi gibi geri yayilim agini igeren isleme modiillerine sahiptir. Ayni zamanda
Ozellik haritast aglarina (fearure mapping networks) sahip olan bellek modiilleri
bulunmaktadir. Sisteme gore, gorevler modiiller tarafindan gergeklestirilir. Bu modiiller ayn1
veri ile birbirinden bagimsiz olarak egitilmisti. NALPRONN ile yapay sinir aglari

kullanilarak genellestirilmis bir NLP sistemi ortaya konulmustur.

Yapay sinir aglarimim kullanimima yonelik bu artiga katkida bulunan makalelerden biri 2002
yilinda yaymlanan “Natural Language Processing with Neural Networks” adli makaledir.
(Ma 2002). Makalede, 6grenmeye dayali dogal dil isleme arastirmalarinin ilerledigi bir
zamanda sinir aglarinin (neural networks) bu alanda daha ¢ok kullanilmasi gerektigine
deginilmistir. Sinir Aglar’’nin denetimli veya denetimsiz 6grenme yontemleri ile hata tespiti
(error detection) konusma parcasi (part of speech) gibi NLP gorevlerindeki basarisi ortaya

konulmaya ¢alisilmistir.
Giliniimiizde Sinir Aglari’na pek cok makine 6grenmesi algoritmasmin kullanildigi yapay

zeka alaninda oldugu gibi NLP alaninda da sikca rastlanmaktadir. Makale Yapay Sinir A1

kullanilarak bir NLP sistemi olusturmanin miimkiin oldugunu ortaya koyar.
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Bu tezde NLP gorevleri denetimli 6grenme kullanilarak gergeklestirilmeye calisilmistir. Bu
sebeple literatiirdeki denetimli O6grenme ile yapilan c¢alismalarin incelenmesine agirlik
verilmistir. Denetimli 6grenme kullanilarak NLP’nin Duygu Analizi gorevini ele alan
calismalardan biri olan, Yi ve digerlerinin (2003) yayinladigi “Sentiment Analyzer:
extracting sentiments about a given topic using natural language processing techniques”
isimli makalesidir. Makalede veri olustururken dijital kamera ve miizik inceleme olmak
tizere iki konu tanimlanmistir. Bu iki veri grubu altinda toplanan belgeler web
taramalarindan toplanan web sayfalarindan rastgele secilen belgelerdir. Bu belgeler
kartigtirilarak konu bagliklarinin altina rastgele konulmustur. Her konu icin iki farkl
etiketleme yapilmistir. Konu ile ilgili belgeler (D+) olarak isaretlenirken konu dis1 belgeler
(D-) olarak isaretlenmistir. Bu veri sistemi ile beraber Mixture model ve Likelihood testi gibi

cesitli feature selection algoritmalar1 kullanilmistir.

Tez kapsaminda yazi siniflandirma i¢in arastirilan denetimli 6grenme kullanilarak
gerceklestirilen ¢caligsmalardan biri digeri Liu ve digerlerinin (2010) yaptiklart SVM ‘in kNN
Desicion Tree ve Naive Bayesian methodlart ile karsilastirilmasi {izerinedir. Calismada,
SVM tabanli bir siniflandirma modeli 6nerilmistir. Verilen diger algoritmalarla yapilan
deneylerin sonucunda SVM smiflandiricisinin F1 degerinin %86,26'nin {izerine ¢iktig1
ortaya konulmustur. Denetimli Ogrenme kullanilarak yapilan bir baska Duygu Analizi
caligmasi Shi ve Li’nin 2011 yilinda yayinlamis oldugu “A Sentiment Analysis Model For
Hotel Reviews Based on Supervised Learning” isimli makalesidir. Kullanicilarin otel
incelemeleri ele alinarak bir makine Ogrenmesi yaklagimi ile duygu simiflandirilmasi
yapilmaya calisilmistir. Makalede denetimli Ogrenme algoritmalarindan olan SVM

kullanilmistir. (Shi ve Li 2011)

Literatiirde NLP’ye dair ¢ok fazla makale bulunmasina karsin Ingilizce dilinde yapilan
caligma sayis1 Tiirkge’ye oranla bir hayli fazladir. Fakat son yillarda Tiirkce dilinde yapilan

calisma sayis1 artmistir. Kaya ve digerlerinin (2012) Tiirkge siyasi haberler {izerine Duygu
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analizi lizerine yaptiklar1 ¢aligmada, farkli Tiirk haber sitelerindeki kose yazilarinda yer alan

siyasi haberler toplanmstir.

Denetimli Ogrenme kapsaminda olan dort algoritma Duygu Smiflandirmasi igin
karsilagtirilmistir. Bunlar Naive Bayes, Maximum Entropy, SVM ve karakter tabanli N-
Gram Dil Modeli’dir. Ampirik bulgulardan Maksimum Entropi ve N-Gram Dil Modelinin
SVM ve Naive Bayes'ten daha iyi performans gosterdigini gozlemlenmistir. Farkli 6zellikler
kullanilarak, tiim yaklasimlarin %65 1ila %77 dogruluk oranlarina ulastigt ortaya

konulmustur.

Akba (2014) tarafindan yapilan c¢alismada film degerlendirmeleri ile egitilen modeller
tizerinden %83.9’a varan F1 skor elde edilmistir. Sonuglar Information Gain ve Chi Square
metrikleri ile Olglilmistiir. Calismada veriler olusturulurken 6n islem olarak Zemberek;
verileri siniflandirmak i¢in ise SVM kullanilmigtir. Coban ve digerleri (2015)° nin yaptiklar
caligmada Twitter tizerinden alinan tweetlerin emojilere gore etiketlenip Bag of words ve N-
gram model olmak iizere iki farkli 6z nitelik ¢ikarma yontemi kullanarak cesitli makine
Ogrenmesi algoritmalar ile siniflandirma iglemi yapilarak %66’ya varan dogruluk elde
edilmistir. Karamollaoglu ve digerleri (2018) tarafindan yapilan ¢alismada, cesitli internet
sitelerinden toplanan kullanici yorumlarina Lexicon-Based yontemi kullanilarak duygu
analizi siiregleri uygulanmig; smiflandirma ve duygu analizi siireci ortalama olarak %80
basar1 orani ile gerceklestirilmistir. Bir bagka Tiirkge ile yapilan calisma ise, Bozyigit ve
digerleri (2019) tarafindan yayinlanan Tiirk¢e siber zorbalik tespiti’dir. Calisma kapsaminda
yapay sinir aglar1 kullanilmigtir. Tiirkge Dogal Dil Islemi igin hali hazirda mevcut
kiitiiphaneler kullanilmamistir. Calismada, “Zararli Terimler” isimli bir liste olusturularak
Levenshtein algoritmas1 ile terim ile girdi arasindaki yanlis yazimlar diizeltilmeye
calisilmigtir. Metin madenciligi bolimi i¢in bu tezde de bahsedilen TF-IDF kullanilmustir.
Yapay Sinir ag1 i¢in iki gizli katman sayist ongoriilmiistiir. Calismanin sonucunda %91 F1

oraninda skor elde edilmistir.
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Pervan (2019) tarafindan yapilan web siteleri izerinden toplanan Tiirk¢e kullanict yorumlari
tizerinde word2vec modeli kullanilarak LSTM ve farkli CNN aglan ile gergeklestirilen
calisgmada LSTM’de %94’¢ varan dogruluk degeri elde edilmistir. Tiirkge lizerine yapilan
NLP c¢alismalarindan biri de Rumelli ve digerleri (2019) tarafindan yayimlanmis olan,
Makine Ogrenmesi algoritmalariyla gergeklestirilen bir Duygu Analizi calismasidir. Calisma
sirasinda Tiirkge Dogal Dil Isleme iizerine hazirlanmis Zemberek (Akin ve Akin 2019) gibi
acik kaynakli kiitiiphanelerden yararlanilmistir. Bir e-ticaret web sitesi iizerinden alinan
veriler kullanicilarin verdikleri puanlara gore negatif, notr ve pozitif olarak isaretlenmis ve
Naive Bayesian, Random Forest, SVM gibi Makine Ogrenmesi algoritmalariyla egitilmistir.
Caligmanin sonucunda %73.8 skor elde edilmistir. Coltekin (2020) tarafindan yayinlanan ‘A
Corpus of Turkish Offensive Language on Social Media’ isimli sosyal medyadaki Tiirkce
saldirgan dilinin tespitine yonelik bir ¢alismadir. Calismada %19’u saldirgan dil olarak
etiketlenmis mesajlardan olusan bir veri seti kullanilmistir. Olusturulan siniflandiricilar
saldirgan tweetleri belirlemede %77.3 F1 skor elde etmistir. Son yillarda yapilan bir diger
Tiirkce calisma ise Kirelli ve Arslankaya (2020) tarafindan gergeklestirilen kisilerin kiiresel
isinma ve iklim degisikligi konularma dair duygu analizidir. Literatiirde Tiirkge lizerine
yapilan Duygu Analizi calismalarindan bazilarmin dogruluk degerleri Sekil 5.1°de
gosterilmigtir. Yao ve Guan (2020) yayinladiklar1 makalede, gelismis bir NLP yontemi
onermektedir. Bu yontem LSTM yapisina dayanmaktadir. Calismada, Temel ve diger LSTM
ile karsilastirildiginda, gelistirilmis yontem, Wall Street Journal veri setinde daha iyi F1
skoru sonuglarina sahiptir, Ortaya konulan yontemin, sinirh bilgi islem kaynaklarinda ve
yiiksek miktarda veri oldugunda NLP i¢cin daha uygun oldugu sonucuna varilmigtir. Tam ve
digerleri (2021) tarafindan 2021 yilinda yapilan Twitter Duygu Analizi konulu c¢alismada
Ingilizce dilinde olan tweetler {izerinde CNN ve ¢ift yonlii LSTM (Bi-LSTM) modellerinin
birarada kullanilmas1  gergeklestirilen siniflandirmada %91.13 dogruluk oran1 elde

edilmistir.
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Calisma Dogruluk

Kaya vd. (2012) %77

Akba (2014) %83.9 F1 skor
Coban vd. (2015) %66,06
Karamollaoglu vd. (2018) %80

Bozyigit vd. (2019) %91 F1 skor
Rumelli vd. (2019) %73.8

Pervan (2019) %94,21
Goltekin (2020) %77.3 F1 skor
Kirelli ve Arslankaya (2020) %74.63

Sekil 5.1 Cesitli Tiirkge Duygu Analizi Calismalar1 ve Dogruluk Oranlari
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6. METODOLOJIi

Bilgisayarlarin hizlanmasiyla birlikte cok sayida Makine Ogrenmesi algoritmasinin biiyiik
verilerle islenebildigi goriilmiistir. Dogal Dil Isleme alaninda Makine Ogrenmesi
algoritmalarmin kullanilmaya baglanmasiyla, bu alanda yasanan gelisimlerden Dogal Dil
Isleme alan1 da aym sekilde etkilenmistir. Literatiirde Dogal Dil Isleme’ye dair pek cok
ornek bulunmaktadir. Bu alanda yapilan ¢alismalar glinden giine iyilesmektedir. NLP nin
metin {izerine yapilan ¢aligmalar1 gliniimiizde reklam, anket, dilden dile ¢eviri gibi sayisiz
alanda bilgisayar sektoriinde uygulanmaktadir. Bu alanda yapilan akademik ¢alismalar NLP
‘nin yapilis amacma gore degiserek, farkli makine Ogrenmesi algoritmalart ile

gerceklestirilmektedir.

Duygu Analizi, bir konudaki dogal dil kullanilarak belirtilen s6zlii veya yazili bir ifadenin
pozitif veya negatif bicimde siniflandirilmasidir. Bu siiflandirma ¢ok pozitif, az pozitif,
notr, az negatif ¢ok negatif gibi derece sayisi artirilarak gerceklestirilebilir. Duygu Analizi
lavrami, Duygu Smiflandirma, Fikir Madenciligi gibi farkli isimlerle de anilmaktadir.
(Pervan 2019) Sosyal medya, kullaniminin artmasi ve kisilerin bu alandaki etkinliginin ve
paylasimlarinin ¢esitlenmesiyle beraber biiyiik bir veri kaynagi haline gelmistir. Twitter bu
alanda yapilan calismalarda kullanilan ve biiyiik bir veri kaynagi olarak goriilen sitelerden
biridir. Twitter’in sagladig1 verilerle literatiirde pek ¢ok calisma bulunmaktadir. Tiirkce

igeriklerle yapilan ¢aligma sayisi ise giinden giine artmaktadir.

Bu tez kapsaminda, Duygu Analizi ¢alismasi yapmak amaciyla dogal dil olarak metin verisi
ile galismak i¢in iki farkli veri seti kullanilmistir. Bu veri setleri Twitter’dan alinan 6nceden
etiketlenmis pozitif ve negatif tweetlerden olusmaktadir. Veri setleri c¢esitli Makine
Ogrenmesi  algoritmalarryla  egitilmistir. ~ Olusturulan modellerle sosyal —medya

kullanicilarinin duygu durumlar pozitif veya negatif olarak siniflandirilmaya c¢alisilmigtir.
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Elde edilen sonuglarla kullanilan algoritmalarin basar1 oranlar karsilastirilmis ve dogruluk
oranlar1 ortaya konulmustur. Modellerin egitildigi veri setlerinin diginda rastgele
tweetlerden olusan kiiclik bir veri seti ile verilen modeller ayrica karsilastirilmis ve

sonuglar raporlanmustir.

6.1 Model Mimarisi

Calisma kapsaminda, modellerin egitebilmesi icin kullanilacak tweetlerden olusan veri
setlerinin hazirlanma islemleri gerceklestirilmistir. Her veri seti olusturulurken ¢esitli 6n
islemlerden gegirilmistir. Veri setleri olusturulurken gegirdikleri 6n iglem haricinde, veriler
kullanilmadan 6nce tekrar 6n islemlerden gecirilmistir. On islemlerden gegirilen veriler
makine Ogrenmesi algoritmalarina giris degeri olarak verilerek egitilmistir. Farkl
algoritmalarla egitilen modellerle tahminleme ve siniflandirma islemi yapilmistir. Sekil

6.1°de basitce model mimarisi ifade edilmistir.

SentimentSet'i
clusturma
R _ Makine . Egitilmis
_ Veri Ogrenmesi Modellerle
» Onigleme | Algoritmalan /o o "0
ile Egitim
Acik Veriseti —

Sekil 6.1 Model mimarisi genel semast

Tez kapsaminda iki farkli veri seti kullanilmistir. Olusturulan modellerle her iki veri seti igin
de egitilip farkli sonuglar elde edilip algoritmalarin modeller iizerindeki basarisi

karsilastirilmistir. Duygu analizi calismalar1 yapilirken tweetlerden ¢ikarilacak duygu
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durumunu siniflandirma islemi birey bazinda da zorlu bir gérevdir. Bu alanda tez igerisinde

literatiirde belirtildigi gibi fazlasiyla ¢aligma bulunmaktadir.

Tiirk¢e calisma sayist ise glinden giline artis gdstermektedir. Kullanilan dilin morfolojik
yapist ve Kkiiltiirel yaklagim gibi etkenler bu analizin basarist konusunda biiyiik rol
oynamaktadir. Tiirk¢e dili, deyim, ata sozleri, ima ve kelimelerin yan yana geldiginde farkl
anlamlara yol agmasi gibi sebeplerle bir ciimleden 6znel anlamlar ¢ikarmak oldukca
miimkiindiir. Veri seti olarak degerlendirilecek olursa bu durum veri setleri icerisinde farkli
kisilerin tweetleri farkli duygulara yorumlamasi gibi sonuglara sebep olabilir. Tez
kapsaminda olusturulan modellerle, veri kalitesi ile birlikte farklilasabilecek bu zorlu goreve

karsilik bir basar1 ortaya konulmaya g¢aligilmistir.

6.2 Veri Olusturma

Makine Ogrenmesi alaninda modellerin basarisin1 en ¢ok etkileyen faktdrlerden biri de
kullanilan veridir. Dogru veri ile dogru sekilde egitilen modellerin basarili olma ihtimali
yiikselir. Oyle ki, yeterince veri oldugunda ¢ok iyi hazirlanmamis bir model bile basarili
sonuclanabilir. Verinin kalitesinin 6nemi bu derece yiiksekken, veriyi dogru sekilde
kullanmak da ayni derecede onemlidir. Bu c¢alisma kapsaminda, sosyal medya verileri
tizerinde Duygu Analizi yapan modeller gelistirildi. Daha 6nce bahsedildigi gibi sosyal
medya verileri i¢in kaynak olarak Twitter API kullanildi. Tweetler c¢esitli 6n islemlerden

gecirilerek kalitesi artirildi ve algoritmalara giris degeri olarak verildi.

Bu tez kapsaminda, iki gesit veri seti ile egitim yapilmustir. Ilki Beyaz (2020) tarafindan
olusturulmus, cesitli 6n islemlerden ge¢irilmis ve kaggle’a eklenmis olan agik kaynakli bir
veri setidir. Igeriginde yaklasik 11.000 veri iceren bu veri seti pozitif ve negatif olarak
isaretlenmis Tiirkge tweetlerden olusmaktadir. Veri seti, Beyaz (2020) tarafindan sosyal
medyada zorbalik tespiti ile ilgili bir proje i¢in gelistirilmistir. Kullanilan veri setinde bazi 6n

islemlerin oldugu goriilmektedir ancak modeller olusturulurken veriler eksta cesitli veri 6n
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islemlerden gecirilmistir. Sekil 6.2°de agik kaynak kodlu veri setine ait bir Ornek

gosterilmektedir.

Fentlmen; fweets
ozitif ugur benli riuzgar
egatif sana kufur ederim

Sekil 6.2 agik kaynakli veri setinden alinmis 6rnek veri (Beyaz 2020)

Bu tez kapsaminda modelleri egitmek i¢in kullanilan agik kaynakli veri setinin yani sira
kullanilan ikinci veri seti ise, ¢alisma kapsaminda gelistirilmis SentimentSet (Balli ve Balli
2021) isimli veri setidir. Veri seti ilk toplandiginda yaklasik 2800 Tiirk¢e tweetten
olusmaktadir. Her bir tweet pozitif negatif ve nodtr olarak isaretlenmistir. Sonradan nétr
tweetler ¢ikarilmistir. Veri setini  olusturan tweetler toplanirken iki yontemden
yararlanilmistir. Bu yontemlerden birincisi Twitter API’ye ait stream methodunun, ikincisi
ise i¢in agik kaynak kodlu olan snscrape (Anonymus 2021d) kiitiiphanesinin kullanilmasidir.

Tweetler herhangi bir diizen takip edilmeden rastgele olarak seg¢ilmistir.

Tweetleri toplamak icin kullanilan birinci yontem i¢in, dncelikle Twitter’dan tweetleri API
araciligiyla ¢ekebilmek igin gereken izinlere basvurulmustur. Twitter tarafindan alinan
Twitter gelistirci hesab1 yetkisi ile beraber elde edilen anahtar ve sifreler Tweepy
methodunun kullanabilmesi i¢in kaynak koda eklenmistir. Tweepy kiitliphanesine ait olan
Stream methodu verilen parametrelere uygun veri elde etmeyi saglamaktadir. Veri seti 'ast',
'asilanmak’, 'as1 olmak’, 'vaccine', 'vaccinated', 'vaccination', 'stayhome', 'stay home', 'covid',
‘corona’, ‘coronavirus', 'korona', ‘covid-19', 'Covid19', 'Covid-19', ‘Corona Virus', ‘pandemic’,
‘pandemi’, 'COVID-19' kelimesi aratilarak segilen gercek zamanli tweetlerden
olusturulmustur. Parametrelerden bir digeri ise sadece Tirkce tweetlerin ¢ekilmesi i¢in
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kullanilan “languages = ‘tr’” dir. Alian tweetler el ile bir tabloya aktarilip burada manuel
isaretleme yapilmistir. Tweetler toplanirken kullanilan ikinci yontemde, tweetler Sekil 6.3 ‘te
gosterdildigi gibi 2020 mart ayindan itibaren rastgele aylardan cekilerek ‘pandemi’ kelimesi

aratilarak rastgele zaman araliklarinda resimdeki filtrelerle olusturulmustur.
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TwitterSearchScraper('pandemi’ + ' '+ 'lang:tr since:2020-©3-11 until:2021-03-01'+
" -filter:RT -filter:links -filter:replies').get items()):

Sekil 6.3 snscape kiitiiphanesi tweet toplama 6rnegi

Belirtilen yontemlerle olusturulan tweetler bir araya getirilmistir. Biraraya gelen tweetler
cesitli on islemlerden gecirildikten sonra manuel olarak isaretlenip SentimentSet veri seti
olusturulmustur. Tweeler isaretlenirken, pozitif, negatif ve notr olarak isaretlenmistir. Duygu
ifadesi olan ancak tam olarak nitelendirilemeyen ve anlasilamayan veya pozitif veya negatif
bir duygu ifade etmeyen tweetler nétr olarak isaretlenmistir. Sekil 6.4’te SentimentSet veri
setine ait bir O0rnek gosterilmektedir. Calisma kapsaminda, Duygu Analizi pozitif veya
negatif siniflandirmaya dayali olarak yapildigindan, nétr olarak isaretlenen tweetler isleme

alinmamustir.

'senlimenl fweets

pozitif pandemi bitse karakocan spor fk'mizin macina gitsek
natr kanitlanmayan sebep sorusu asi konusuna girmeden ilk sorulacak soru
negatif abi korona maskeyi cikariyorsun tukuruyorsun sonra baska birisi gelip aliyor gectim cocuksu hareket nefretinde bogul

Sekil 6.4 SentimentSet veri setine ait tweet toplama drnegi

6.3 Veri On Isleme

Tez kapsaminda iki ¢esit 6n isleme yapilmistir. Bunlardan biri Twitter API kullanilarak
olusturulan SentimentSet’in, tweet toplama asamasindan sonra g¢esitli On islemlerden
gecirilmesidir. Sonrasinda isaretleme ve veri seti haline getirme islemi yapilmistir. Veri seti
olusturma agamasinda yapilan 6n islemenin Beyaz (2020) hazirladiklart agik kaynak kodlu
diger veri seti incelendiginde yapildig1 goriilmiistiir. Ancak bu veri seti bu tez kapsaminda
olusturulmadigindan buradaki 6n islemler de bu tez kapsaminda yapilmamistir. Tez
kapsaminda yapilan diger on isleme ise verilerle Makine Ogrenmesi algoritmalarinda
kullanilmadan 6nce yapilan 6n islemlerdir. Bu 6n isleme egitimden 6nce kullanilacak biitiin

verilere uygulanabilir. Calisma kapsaminda veri setleri kullanilmadan o6nce bu 06n
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islemlerden gegirilip algoritmalara giris degeri olarak verilmistir. Bu asamada Zeyrek

(2020a) ‘nin yaptigi 6n isleme adimlarindan yararlanilmistir.

Genel anlamda veri 6n isleme veri setlerini makine 6grenmesi algoritmalarina hazirlar ve
veri kalitesinin artirarak daha yiiksek basar1 elde etmeyi hedefler. Tez kapsaminda hazirlanan
SentimentSet veri setinde ise tweet toplama isleminden sonra veri seti olusturma asamasinda
cesitli 6n isleme islemleri yapilmistir. Toplanan tweetler, dncelikle tez igeriginde daha once
bahsedilmis olan Giriiltiilii Veri Temizleme isleminden geg¢irilmistir. Bu islemin amaci
veriyi gerekli ve Duygu Analizi basligi altinda anlamli olmayan verilerden temizlemektir.
Tweetler icerigindeki emojiler, http ile baslayan linkler kaldirilmistir. Noktalama isaretleri
gibi c¢esitli semboller kaldirilmistir. Twitter’ a ait olan tweetlerde gecen ve (@ isareti ile
baslayan) kullanici isimleri kaldirilmistir. Bu islemden sonra tweeti diizenlemek i¢in tweet
icerigi tamamen kiiciik harfe dontistliriilmiistiir. Sonrasinda tweetlerin basinda ve sonunda

bulunan bosluklar (whitespaces) silinmistir.

Bir sonraki veri on isleme islemi ise tez kapsaminda daha 6nce bahsedilen duraklama
kelimelerinin silinmesidir. Calisma kapsaminda duraklama kelimelerinin pozitif veya negatif
anlam bozuklugu yaratmasi veya gerekli olmamasi gibi sebeplerle silindiginden
bahsedilmisti. Dile 6zgli degiskenlik gosteren bu kelimeler, literatiirde yapilan ¢alismalarda
degiskenlik gosterebilir. Bu calisma kapsaminda ise kullanilan duraklama kelimeleri
imjunsung  (2015) tarafindan listesi LUCENE-559 Tiirk¢e duraklama kelimeleri ile
“Information Retrieval on Turkish Texts” listesi ile birlestirilmesi ile olusturulan Tiirkce

diline ait stopword listesinden alinmistir.

Duraklama kelimeleri silindikten sonra veri olusturma asamasinda yapilan veri 6n isleme
islemi tamamlanmistir. Sonrasinda veriler isaretlenip SentimentSet veri seti olusturulur.
Sekil 6.5 ‘te giiriiltiilii verinin temizlenmesi ve duraklama kelimelerinin kaldirilamasi ile

yapilan bir 6n isleme 6rnegi gosterilmektedir.
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https://github.com/imjunsung

Giiriiltiilii Verinin Temizlenmesi ve Duraklama Kelimelerinin

Kaldirlmas1 Veri On Isleme Ornegi

On Isleme Oncesi AyLar sonra harika gecen bi haftasonu .

BoL boL sohbet muhabbet, bol kahkaha .

Ahhh ulenn corona neler caldin bizden __ https:/t.co'rl8xUomkGk

aylar sonra harika gecen haftasonu bol bol sohbet

On I5leme Sonras:
muhabbet bol kahkaha ahhh ulenn corona neler caldin

Sekil 6.5 Giiriiltiilii verinin temizlenmesi ve duraklama kelimelerinin kaldirilmast veri 6n
islem Ornegi

Tez kapsaminda iki cesit 6n isleme yapildigindan bahsedilmistir. Ilki, veri olusturma
asamasinda yapilan ve sadece tez kapsaminda kullanilan SentimentSet veri seti
olusturulurken gerceklestirilen 6n islemdir. Veri olusturma asamasinda yapilan 6n isleme
disinda bir digeri de Makine Ogrenmesi algoritmalarindan énce uygulanan veri &n isleme
islemleridir. Makine Ogrenmesi algoritmalarina giris degeri olarak verilmeden Once
kullanilan veri setleri iizerinde gerceklestirilen on islem ¢alisma kapsaminda kullanilan her
veri setine uygulanmistir. Bu 6n islemde oncelikle giiriiltiilii veri temizleme ve duraklama
kelimelerinin kaldirilmas: islemleri gercgeklestirilmistir. Bu iki islem zaten bu sekilde
hazirlanmis olan SentimentSet’i etkilememektedir. Ancak Beyaz (2020) tarafindan

hazirlanan veri seti de boylece bu islemlerden gegirilmistir.

Sonrasinda ise veri kok bulma (stemming/lemmatization) islemi yapilmistir. Bu islem, iki
farkli kiitiiphane kullanilarak gerceklestirilmistir. Bunlardan birisi Zemberek (Anonymus
2019) kitiiphanesidir. Digeri ise NLTK’ya ait olan SnowBall kiitiiphanesidir. Zemberek
(Anonymus 2019) kiitiiphanesi javada yazilmis bir kiitiiphanedir.
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Tez igerigindeki modeller python ile yazilmistir. Zemberek kiitiiphanesini kullanabilmek i¢in
bir JVM c¢aligtirilmas1 gerekmektedir. Sonrasinda kiitiiphaneye ait jar dosyasi calistirilarak
methodlar kullanilabilir. Tez kapsaminda lemmatization isleminden bahsedilmistir.
Kiitiiphaneye ait TurkishMorphology sinifi yardimiyla kelimelerin lemmalar1 yani kokleri
bulunmustur. Sekil 6.6’da  Zemberek yardimiyla bulunan kelime kokleri Ornegi

gosterilmektedir.

Tweet : teketekbilim fatih bey sebepden olmamiz gereken doz asi temin edilemez
farkli alkenin asisi olunabilir

Kelime Kokleri : UNK fatih bey UNE ol gerek doz asi temin et fark ualke asi ol

Sekil 6.6 Zemberek kiitiiphanesi kullanilarak bulunan kelime kokleri 6rnegi

Kullanilan bir diger kdk bulma kiitiiphanesi olan NLTK” ya ait Snowball kiitiiphanesine ait
TurkishStemmer isimli sinif kullanilarak kelimelerin koklerini stemming yaparak
bulunmugtur. Tez kapsaminda stemming isleminden daha once bahsedilmistir. Sekil 6.7°de

Snowball kiitiiphanesi ile stemming ile yapilan kok bulma islemi gosterilmektedir.

Tweet: toplu gidilen 6zledim pandemi bitsin kalabalida giricem

Eelime Kokleri: toplu gidile 6zledi pande bit kalabalik girice

Sekil 6.7 Snowball kiitiiphanesi kullanilarak bulunan kelime kokleri 6rnegi

Tez kapsaminda kok bulma islemleri arasindaki farklardan daha once bahsedilmistir. Bu
kiitiiphaneler ile lemmatization ve stemming olmak iizere iki farkli yontem kullanarak kok
bulma iglemi gerceklestirilmektedir. Modeller olusturulurken her iki yontem de denenmis ve

sonuglari raporlanmistir.
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Kokleri bulunan verilere bu islemden sonra bir diger veri 6n islemi olan Metin
Vektorlestirme (Text Vectorization) islemi uygulanmistir. Bu isleme gecilmeden Once
verinin egitim ve test verisi olarak ayrilmasi1 gerekmektedir. Calisma kapsaminda olusturulan
biitlin modellerde verinin %20 si test i¢in ayrilmistir. Kalan kisim ise egitim ig¢in
kullanilmistir. Egitim ve test verisi ayrildiktan sonra Metin Vektorlestirme islemi yapilmuistir.
Bu islemin amaci basitge, c¢esitli 6n islemlerden gecirilmis insan dilinde olan veriyi,
makinenin anlayacagi dile ¢evirmektir. Bu islemin sonucunda elde edilen veriler makine

O0grenmesi algoritmalarina girdi olarak verilmistir.

Bu c¢alisma kapsaminda Metin Vektorlestirme islemi i¢in TF-IDF teknigi kullanilmistir.
Sekil 6.8 de Tf-idf tekniginin nasil kullanildig1 gosterilmistir. Tf-idf bir kelime torbasi (bag
of words) teknigi oldugundan “ngram_range = (1,2)” parametresi, tez kapsaminda daha 6nce
bahsedilmis olan kelime torbasi yontemine ait unigram ve biagram yaklasimlarinin birlikte
kullanildigin1 ifade eder. Sekilde gosterilen ‘max df = 0.9’ parametresi belgelerin
%90’1indan daha fazlasinda goriinen terimleri yok say demektir. Ayn1 sekilde ‘min_df = 5’
parametresi de 5’ten daha az sayida belgede goriinen terimleri yok say demektir. Sekilde
gosterildigi gibi vectorizer nesnesi belirtilen parametrelerle olusturuldukran sonra egitim icin
ayrilan ‘x_train’ verisine gore dlgeklendirmek ve bu dlgeklendirme parametrelerini 6grenme
icin fit transform methodu c¢agrilir. Egitim setinin 6zelliklerinin ortalamasi ve varyansi
ogrenilir. Sonrasinda ‘x_test’ 68renilmis bu parametlere gore transform() methodu ¢agrilarak

Ol¢ceklendirilir. (Khanna 2020)

tfidf vectorizer = TfidfVectorizer(ngram_range=(1,2), max_df=0.9, min_df=5)
x_train_tfidf = tfidf vectorizer.fit transform(x_train)
x_test tfidf = tfidf vectorizer.transform(x test)

Sekil 6.8 Metin Vektorlestirme igin kullanilan Tf-idf yontemi gosterimi

Metin Vektorlestirme isleminden sonra veriler Makine Ogrenmesi algoritmalarinda kullanilmustir.

Ancak LSTM i¢in bu veri 6n islemleri digerlerinden farklidir.
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LSTM’de kok bulma islemi kullanilmamustir. Vektorlestirme ve Simgeleme (Tokenization) islemleri

icin Keras kiitliphanesi’ne ait Tokenizer sinifi kullanilmistir. (Hallag 2018)

max_features = 20600

tokenizer = Tokenizer(num words=max_features, split=" ")
tokenizer.fit _on_texts(data[ ' tweets'].values)

X = tokenizer.texts to sequences(data[ tweets'].values)
X = pad_sequences(X)

Sekil 6.9 LSTM igin kullanilan Tokenizer gosterimi

LSTM i¢in kullanilan Tokenizer sinifi ve parametreleri Sekil 6.9’da gosterilmistir. Sekilde gosterilen
parametlerelerden ‘num_words = 2000’ degeri kac¢ kelimenin igsleme alinacagini belirlemektedir.

€99

Kelime ayirma islemleri verilen “split = parametresi ile bosluga gore yapilmistir. Sekilde
goriildiigi gibi fit on_text methoduna veri seti parametre olarak verilmistir. Bdylece tokenizer veriye
dair frekans bilgilerine sahip olmaktadir. Bu method frekansa gore kelime indeksi olusturmaktadir.
Her kelimenin kendine ait bir integer degeri bulunmaktadir. Sekildeki text to sequences, her
kelimeyi word_index sozligiindeki karsilik gelen tamsayi ile degistirir. Sekildeki pad_sequences ise,
bir listedeki tiim dizilerin ayn1 uzunluga sahip olmasini saglamak i¢in kullanilir. Varsayilan olarak

bu, her bir dizi en uzun dizi ile ayn1 uzunluga sahip olana kadar her dizinin baslangicina 0 eklenerek

yapilir.

6.4 Model Olusturma

Veri kalitesi artilip veriler on islemlerden gegirilip makine Ogrenmesi algoritmalarinin
kullanabilecegi bir forma getirilmistir. Tez kapsaminda olusturulan modeller python dili ile
yazilmistir. Modeller olusturulurken Keras kiitiiphanesinden ve Zeyrek (2020b) 6rnek kodlarindan
yararlanilmistir. Calisma ortami olarak Google Colab secilmistir. Google Colab iizerinden
gerceklestirilen ¢alismada hazirlanan ve 6n islemlerden gegirilen veriler pek ¢ok makine 6grenmesi

algoritmasinda kullanilmustir.
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6.4.1 Logistik Regresyon Modeli

Calisma kapsaminda kullamlan Makine Ogrenmesi algoritmalarindan biridir. Model hiper
parameterleri varsayilan sekilde kullanilmigtir. Egitim veri seti ve egitim vektorii modele fit methodu
ile eklenmistir. Bu model ile predict methodu kullanilarak test verisi iizerinde tahminleme veya

siniflandirma yapilmaya calisilmistir.

6.4.2 SGD Modeli

Calisma kapsaminda kullanilan bir diger Makine Ogrenmesi algoritmalarindan biri de Stokastik
Gradyan Inis algoritmasidir. SGDClassifier modeli hiper parameterleri ‘max_iter = 5> parametresi
disinda varsayilan sekilde kullanilmistir. Varsayilan degeri 1000 olan ‘max_iter’ parametresi, egitim
sirasinda verilerin lizerinden maksimum kag kere gecilecegini ifade eder. Egitim veri seti ve egitim
vektorii modele fit methodu ile eklendikten sonra test verisi iizerinde iizerinde predict methodu

kullanilarak tahminleme ve siniflandirma yapilmaya ¢aligilmstir.

6.4.3 Rastgele Orman Modeli

Bu ¢alisma kapsaminda model egitmek i¢in kullanilan Makine Ogrenmesi algoritmalarindan biridir.
RandomForestClassifier modeli hiper parametlerinden olan ‘n_estimators = 20’ olarak kullanilmistir.
Varsayilan degeri 100 olan bu parametre, ormanda ka¢ adet aga¢ oldugunu ifade etmektedir.
Kullanilan diger parametre ‘random_state = 0’ ise her ¢alismada ayni1 sonucun alinmasini saglamak
icin eklenmistir. Diger hiper parametreler varsayilan olarak kullanilmistir. Diger algoritmalarda da
oldugu gibi egitim seti ve egitim vektorii modele fit methodu ile eklenmistir. Bu model ile predict

methodu kullanilarak tahminleme ve siniflandirma yapilmaya ¢aligilmistir.

6.4.4 Bayesian Modeli

Tez kapsaminda ikili siniflandirma yapildigi i¢in BernoulliNB modeli varsayilan hiper parametrelerle

birlikte kullanilmistir. Egitim veri seti ve egitim vektorii modele fit methodu ile birlikte eklenmistir.
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Bu model ile predict methodu kullanilarak test verisi iizerinde tahminleme veya siniflandirma

yapilmaya calisilmistir.

6.4.5 SVM Modeli

Tez kapsaminda Destek Vektor Makinesi algoritmasina ait bir siniflandirma modeli olan SVC
modeli, hiper parametrelerden ‘kernel = linear’ disindaki parametreleri varsayilan haliyle
kullanilmigtir. Veriler lineer olarak ayrilabildigi ve veriden gikarilan 6zellik (feature) sayisi fazla
oldugu i¢in metin siniflandirma problemlerinde genellikle bu parametre degeri kullanilmaktadir.
(Anonymus 2018) Egitim veri seti ve egitim vektorii modele fit methodu ile birlikte eklenmistir. Bu
model ile predict methodu kullanilarak test verisi {izerinde tahminleme veya siniflandirma yapilmaya

caligtlmustir.

6.4.6 LSTM Modeli

Tez kapsaminda LSTM modeli ile siniflandirma yapilmaya c¢alisiimistir. Bu model
olusturulurken veri 6n isleme islemlerinden kok bulma ve metin vektorlestirme islemleri
uygulanmamistir. Giiriiltiilii veri temizleme, duraklama kelimelerinin kaldirilmasi islemleri
sonrasinda daha Once bahsedilmis olan simgeleme (tokenization) veri 6n isleme ydntemi
kullanilmistir. Kullanilan modelin parametreleri Sekil 6.10°da  gosterilmistir. Sekilde
gosterildigi gibi Sequential() modeli kullanilmistir. Modele birer adet embedding katmani,
dropout katmani LSTM katmani ve Dense katmani eklenmistir. Sekilde gosterilen
max_features, embed dim, Istm_out hiperparametreleri kullanilmistir. Model gelistirilirken

Nagy (2017) ‘ye ait kod 6rneklerinden yararlanilmistir.
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max_features = 2000

embed dim = 128

lstm out = 196

model = Sequential()

model . add(Embedding(max_features, embed_dim,input length = X.shape[1]))

model . add(Dropout(©.2))

model.add(LSTM(1stm_out))

model.add(Dense(2, activation='softmax'))

model.compile(loss="categorical crossentropy’', optimizer='adam',metrics = ['accuracy'])

Sekil 6.10 LSTM modeli ve hiper parametreleri

Sequential modeli sirali ve katmanli bir yap1 saglar. Her katmanin bir giris bir de ¢ikis degeri
bulunur. Katmanlar add methodu ile modele eklenir (fchollet 2020). Keras metin verisi i¢in

sik¢a kullanilan Embedding katmani eklenmistir.

Bu method daki parametrelerden, ‘max features’ kelime dagarciginin boyutunu,
‘input_length’ girdi dizilerinin uzunlugunu ifade eder. ‘embed dim’ ise kelimelerin
gomiilecegi vektor uzayinin boyutunu tanimlar. Ayrica ‘embed dim’ parametresi her kelime

icin ilgili katmandaki ¢ikti vektorlerinin boyutunu ifade eder (Brownlee 2017).

Dropout katmani overfitting problemini 6nlemek i¢in eklenmistir. Sonrasinda modele LSTM
katmani eklenmistir. Bu methodda kullanilan Istm_out parametresi ¢ikis uzayinin boyutunu
ifade eder. Dense katmani, tez kapsaminda 2 li siniflandirma yapildigindan 2 parametresini
alir. Bu katmanda Aktivasyon fonksiyonu i¢in ‘softmax’ kullanilmistir. Model compile
methoduna parametre olarak ‘categorical crossentropy’ loss fonksiyonu, Adam algoritmasi
ve ayrica accuracy metrigi eklenmistir. Egitim verisi bu modele sekil 6.11 ‘de gosterildigi
gibi fit mehodu ile eklenmistir. Fit_ methoduna egitim verileri, biitiin veri setinin ilizerinden
ka¢ kere gecilecegini gosteren ‘epoch’ sayisi, her yinelemede kullanilan egitim Ornegi
sayisin1 ifade eden ‘batch size’ ve ayrintili bir output gormek icin kullanilan verbose

parametresi eklenmistir.
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batch size = 16
model.fit(X train, Y train, epochs = 6, batch size=batch size, verbose = 2)
score,acc = model.evaluate(X test, Y test, verbose = 2, batch size = batch size)

Sekil 6.11 LSTM modeli fit ve evalute methodlar1 ve parametreleri

Sonrasinda model ile evaluate methodu kullanilarak test verisi iizerinde siniflandirma
yapilmaya calisilmigtir. Model ile tahmin edilen siniflar1 veren method ise Sekil 6.12° de
gosterilmistir. Modelde kullanilan evalute methodu loss fonksiyonunu verirken, predict

methodu tahmin edilen degerleri verir.

data list = pd.DataFrame (model.predict classes(X), columns = ['sentiment'])

Sekil 6.12 LSTM modeli predict_classes methodu gdsterimi
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7. DENEYLER

Tez kapsaminda egitim ig¢in kullanilan isaretli agik veri setinde 11119 adet tweet

bulunmaktadir. Bu veri setinin negatif, pozitif kategori oranlar1 Sekil 7.1° de gosterilmistir.

Negatif

Sekil 7.1 Acik veri setinin kategori oranlarinin gorsellestirmesi

Bu veri seti iizerinde daha dnce bahsedilen makine 6grenmesi algoritmalar: ile olusturulan
modellerin bu veri setinin %20 lik kadarinin ayrilmasi ile olusturulmus test verisi tizerindeki
sonuclar1 Sekil 7.2°de gosterilmistir. Bu gorsel modellerin dogruluk oranlarini ve kok bulma
algoritmas1 olarak Zemberek veya Snowball kiitiiphaneleri kullanildiginda elde edilen
sonuclarin karsilagtirmasini gdstermektedir. Bu veri seti ile kok bulma algoritmasi olarak
NLTK’ya ait olan Snowball kiitiiphanesi kullanildiginda modellerin basar1 oraninin arttigi

gbzlemlenmistir.
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Algoritmalar

Sekil 7.2 Acik veri seti ile makine 6grenmesi algoritmalarinin dogruluk oranlarmin koék
bulma kiitiiphanelerine gore karsilagtirilmasi

Acik veri seti ile Zemberek kiitliphanesi kullanilarak egilmis modellerden Bayesian modeli
veri setinden ayrilmis test verisi ile test edildiginde elde edilen dogru yanlis tahminler Sekil
7.3’te yer almaktadir. A¢ik veri seti ile NLTK Snowball kiitiiphanesi kullanilarak egitilmis
modellerden Logistik Regresyon modeli, veri setinden ayrilmis test verisi ile test edildiginde

elde edilen dogru yanlis tahminler Sekil 7.4°te yer almaktadir.
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Dogru Negatif Yanhs Pozitif
824 190
37.05% B854%

Negatif

Yanls Negatif
198
B.90%

Pozitif

1 1]
Negatif Pozitif

Sekil 7.3 Acik veri seti ve Zemberek kok bulma kiitliiphanesi ile egitilmis Bayesian
modelinin veri setine ait test verisi ile test sonuglarinin dagilimi

Dogru Negatif Yanhs Pozitif
792 222
35.61% 9.98%

Negatif

Yanlis Negatif
9
423%

Pozitif

Negatif Pozitif

Sekil 7.4 Acik veri seti ve NLTK Snowball kok bulma kiitiiphanesi ile egitilmis

Logistik Regresyon modelinin veri setine ait test verisi ile test sonuglarinin
dagilimi

Tez kapsaminda olusturulan veri setinde yaklasik 2767 veri bulunmaktadir. Bu veri setinden
notr kategorisi ¢ikarildiginda 2551 tane tweet igeren sekil 7.5 te gosterilen pozitif negatif

kategori oranlarina sahip veri seti olusturulmustur. Bu veri setinin %20 lik kismi test verisi

icin ayrilmis, %80 lik kismi ise egitim i¢in kullanilmistir.
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Negatif

Sekil 7.5 SentimentSet veri setinin kategori oranlariin gorsellestirmesi

Bu veri seti iizerinde daha dnce bahsedilen makine 6grenmesi algoritmalari ile olusturulan
modellerin bu veri setinin %20 lik kadarinin ayrilmasi ile olusturulmus test verisi tizerindeki
sonuglar1 Sekil 7.6’da gdsterilmistir. Bu gorsel modellerin dogruluk oranlarini ve kok bulma
algoritmas1 olarak Zemberek veya Snowball kiitliphaneleri kullanildiginda elde edilen
sonuclarin karsilagtirmasini gostermektedir. Bu veri seti ile kok bulma algoritmasi olarak

Zemberek kiitliphanesi kullanildiginda modellerin basar1 oraninin arttig1 gézlemlenmistir.

SentimentSet veri seti ile Zemberek kiitiiphanesi kullanilarak egilmis modellerden SVM
modeli veri setinden ayrilmis test verisi ile test edildiginde elde edilen dogru yanlis

tahminler Sekil 7.7’te yer almaktadir.
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Sekil 7.6 SentimentSet veri seti ile makine 6grenmesi algoritmalarinin dogruluk oranlarinin
kok bulma methodlarina gore karsilastirilmast
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Sekil 7.7 SentimentSet veri seti ve Zemberek kok bulma kiitiiphanesi ile egitilmis SVM
modelinin veri setine ait test verisi ile test sonuglarinin dagilimi

SentimentSet veri seti ile NLTK Snowball kiitiiphanesi kullanilarak egitilmis modellerden
Rastgele Orman modeli veri setinden ayrilmis test verisi ile test edildiginde elde edilen

dogru yanlis tahminler Sekil 7.8’te yer almaktadir.
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Sekil 7.8 SentimentSet veri seti ve NLTK Snowball kék bulma kiitiiphanesi ile egitilmis
Rastgele Orman modelinin veri setine ait test verisi ile test sonuglarinin dagilimi

LSTM ile yapilan caligmalarda kok bulma 6n islemi yapilmamistir. Model egitilirken agik
veri seti i¢in de SentimentSet veri seti i¢in de olusturulan modellerde veri setinin %20 lik
kismui test verisi i¢in ayrilmis, %80 lik kismi1 ise egitim i¢in kullanilmigtir. Agik veri seti

veya SentimentSet veri seti kullanilarak egitilen modeller, bu modellerle veri setine ait test

verisi ile test edildiginde elde edilen sonuglar sekil 7.15° te gosterilmistir.
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Sekil 7.9 LSTM farkli verisetleri ile egitim ve test sonuglari

SentimentSet veri seti iizerinde LSTM modeli egitilirken elde edilen egitim ve dogrulama
dogruluk degerleri Sekil 7.16°da, egitim sirasinda elde edilen egitim ve dogrulama hata

orani degerleri ise Sekil 7.17°da gosterilmistir.
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Sekil 7.10 SentimentSet veri seti ile LSTM modeli egitimi esnasinda egitim ve dogrulama
dogruluk degerleri
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Sekil 7.11 SentimentSet veri seti ile LSTM modeli egitimi esnasinda egitim ve dogrulama
hata oran1 degerleri

SentimentSet veri seti ile egitilmis LSTM modeli veri setine ait test verisi ile test

edildiginde elde edilen dogru yanlis tahminler Sekil 7.18’de yer almaktadir.
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Sekil 7.12 SentimentSet veri seti ile egitilmis LSTM modelinin veri setine ait test verisi ile
test sonuglarmin dagilimi

Acik veri seti lizerinde LSTM modeli egitilirken elde edilen egitim ve dogrulama dogruluk
degerleri Sekil 7.20’de, egitim sirasinda elde edilen egitim ve dogrulama hata orani

degerleri ise Sekil 7.21°de gosterilmistir.
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Sekil 7.13 Agik veri seti ile LSTM modeli egitimi esnasinda egitim ve dogrulama dogruluk
degerleri

Acik veri seti ile egitilmis LSTM modeli veri setine ait test verisi ile test edildiginde elde

edilen dogru yanlis tahminler Sekil 7.22°de yer almaktadir.
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Sekil 7.14 Acgik veri seti ile LSTM modeli egitimi esnasinda egitim ve dogrulama hata
orani degerleri
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Sekil 7.15 Agik veri seti ile egitilmis LSTM modelinin veri setine ait test verisi ile test
sonuclarinin dagilimi
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8. SONUC

Teknolojinin glinden giline gecirdigi gelisim ve yapay zeka konularinin sektérde ve akademik
calismalarda yakaladig1 ivmeyle literatiirde bu alandaki ¢esitlilik ve say1 gliniimiizde oldukca
fazladir. Kullanim alan1 giderek biiyiiyen dogal dil isleme, bu alanda ilgi toplayan
konulardan biridir. Sosyal medya ¢ok ¢esitli verinin ¢ok hizli bir sekilde ulasilabilmesi ve
acik kaynak olmasi gibi sebeperle dogal dil isleme g¢alismalar1 ig¢in oldukca iyi bir veri
kaynagidir. Twitter API gerekli izinler alindiktan sonra akademik c¢alismalar veya
arastirmalar gibi konularda Twitter kullanicilarinin  tweetlerinin  anonim  olarak
kullanilmasini saglamaktadir. Tiirk¢e yapilan ¢alisma sayisinin gegtigimiz senelerde oldukga

azken giiniimiizde giderek arttig1 gézlemlenmektedir.

Tez kapsaminda dogal dil isleme ile Tiirkce tweetler iizerinde Duygu Analizi calismalar
yapilmis, bu alanda ¢esitli makine 6grenmesi algoritmalari kullanilarak elde edilen sonuglar
karsilastirilmistir. Calisma kapsaminda biri acik digeri calisma kapsaminda olusturulmus iki
farkli veri seti kullanilmigtir. Bu verisetleri algoritmalarla kullanilmadan Once ¢esitli 6n
islemlerden gecirilmistir. Bu 6n islemlerden biri olan kék bulma 6n isleminde iki farkli
kiitliphaneden yararlanilmis ve bunlarin karsilastirmasi yapilmistir. Duygu analizi yapmak
amaciyla bu veri setleri Logistik Regresyon, SVM, Bayesian, Rastgele Orman, SGD
algoritmalari ile egitilmis ve modeller iiretilmistir. Bu algoritmalar disinda bir derin 6grenme
ag1 olan LSTM ile veri setleri ile egitim yapilarak modeller tiretilmis ve elde edilen sonuglar
karsilastirilmistir. Bu calisma ile literatiirde Tiirkce dilinde yapilan dogal dil isleme

calismalarina katkida bulunmak hedeflenmistir.

SentimentSet veri seti olusturulurken tweetlerin igerisinde korona, pandemi gibi bazi
kelimeler aranarak olusturulmustur. Calismada kullanilan verisetlerinin pozitif negatif
kategori agirliklart verilmistir. Bu verisetleri ile yapilan egitimlerde ayni kiitiphaneler ve

ayni algoritmalar iizerinde yapilan karsilastirmalarda ele alinan konu sebebiyle negatif veri
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agirhigl yiikksek olan SentimentSet veri setinin negatif tahmin dogruluk oraninin pozitif
tahmin dogruluk oranindan yiiksek oldugu goriilmiistiir. Agik veri seti ile egitilen modellerde
pozitif tahmin dogruluk oraninin SentimentSet veri setine gore daha yiiksek oldugu
goriilmistiir. Bu durum su bilineni dogrulamaktadir, siniflandirma problemlerinde veri
setinin esit agirliklara sahip olmasi makine 6grenmesi algoritmalari i¢in olduk¢a 6nemlidir.
Ancak gergek hayat problemlerinde bu esit sayiyr yakalamak daha zordur. ‘Pandemi’,

‘Korona’ gibi kelimelerin oldugu tweetler genel olarak negatif anlam tagimaktadir.

Tez kapsaminda goriildiigii gibi verinin kalitesi en az modellerin olusturulmasi kadar
onemlidir. Ote yandan kok bulma algoritmalarinin basarisi veri setine ve test edilen veriye
gore farklilik gostermektedir. SentimentSet ile egitilen modellerin, agik veri seti ile egitilen
modellere gore kendi igindeki veri setinden ayrilan test verisi ile basar1 oranlarinin daha
yiiksek oldugu goriilmektedir. Fakat bu durum SentimentSet veri setinde negatif kategori
agirhiginin  fazla olmasinin bir sonucu olabilir. Tez kapsaminda {iretilen modeller
tyilestirilebilir ve daha iyi sonuglar veren modeller iiretilebilir. Bunun i¢in izlenmesi gereken
yollardan biri de verinin kalitesini artirmaktir. Daha 1iyi filtreleme, ©on islemlerin

detaylandirilmasi ve gesitlendirilmesi gibi ¢oziimler iiretilebilir.

Calisma kapsaminda kullanilan algoritmalarin hiper parametreleri degistirilerek daha iyi
egitim saglanabilir. Tez kapsaminda kullanilan LSTM algoritmasinin hiper parametreleri
deneme yanilma yontemi ile belirlenmistir. Gelecekteki caligmalarda bu modelin hiper
parametreleri segilirken genetik algoritma gibi yontemlerden yararlanarak en uygun degerler

belirlenebilir.

Tez kapsaminda olusturulan modeller ve sonuclar gostermektedir ki Tiirkce dili ile duygu
analizi konusunda makine oOgrenmesi algoritmalari olduk¢a basarihidir. Bu bagarmin
artirtlmasi, daha biiylik veriler ve daha iyi modeller iiretilmesi elbette ki miimkiindiir.
Modellerin zafiyetleri giderilip veri kalitesi artirilarak yapilan Tiirk¢e calismalar daha da

gelistirilebilir. Boylece Tiirkge duygu analizi gorevlerini gergeklestiren modeller ¢cok daha
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yiiksek basar1 oranlart ile hayatimiza etki etmeye ve teknoloji ilerledik¢e onunla beraber

gelismeye devam edebilirler.
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