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DanıĢman: Doç. Dr. Mehmet Serdar GÜZEL  

Son yıllarda yapay zeka, makine öğrenmesi ve robotik konularındaki araĢtırmalar teknolojinin 

geliĢmesi ve sektörün istekleri ile birlikte önceki senelere göre dikkate değer geliĢmeler 

göstermiĢtir. Literatürde bahsi geçen konular üzerine yapılan araĢtırmalarda görülmüĢtür ki, 

yapay zeka uygulamalarının en önemli uygulama alanlarından birisi de yapay zeka birimlerinin 

dıĢarıdan herhangi bir müdahale olmadan hareket edebilmesi anlamı gelen otomatik kontroldür. 

Bu kavrama çözüm niteliğinde geliĢtirilen pekiĢtirmeli öğrenme, davranıĢ biliminden ilham 

alınan, ajanların tanımlı bir çevrede en yüksek ödül miktarına ulaĢabilmesi için hangi eylemleri 

yapması gerektiği bilgisini ajana sunan oldukça baĢarılı bir makine öğrenmesi modelidir.  

Bu çalıĢmada makine öğrenmesi konusu kapsamında geliĢtirilen pekiĢtirmeli öğrenme tabanlı 

algoritmaların RoboCode adı verilen 2001 yılında tasarlanmıĢ, Java programlama dili tabanlı, 

içerisindeki sanal robotların programlanarak yönlendirilebildiği bir ortam sunan simülasyon 

içerisinde geliĢtirilmesini konusu incelenmiĢtir. Yapay zeka alanındaki geliĢmeler ile birlikte 

RoboCode simülasyonu yapay zeka algoritmalarının uygulandığı, kendi kendine öğrenebilen 

robotların savaĢtırıldığı, geliĢtirilen yapay zekâ algoritmalarının güçlerinin ölçüldüğü bir ortam 

haline gelmiĢtir. Simülasyon, literatürde geliĢtirilen yapay zeka algoritmaların sonuçlarının 

görülmesi ve diğer algoritmalara sahip robotlar ile savaĢtırılarak algoritma analizi yapılabilmesi 

açısından büyük önem taĢımaktadır. 

Önerilen tez konusunun amacı RoboCode simülasyonunda geliĢtirilecek evriĢimsel sinirsel ağ 

destekli pekiĢtirmeli öğrenme algoritması ile hedef robotu arena üzerinde eğitmek ve eğitilen 

robotun arenada diğer robotlara karĢı galip gelmesidir. Bu kapsamda, arenadan elde edilen 

görüntüler dinamik olarak oluĢturulmuĢ ve geliĢtirilen robot bu görüntüler vasıtasıyla 

eğitilmiĢtir. Eğitilen model, önceden tanımlı rakip robotlar ile birebir olarak savaĢtırılmıĢ ve bu 

savaĢlar sonucunda rakip robotlara karĢı elde edilen skorlar ile modelin önemli ölçüde baĢarılı 

olduğu gözlemlenmiĢtir. 

Eylül 2019, 54 Sayfa 

Anahtar Kelimeler: Yapay Zeka, PekiĢtirmeli Öğrenme, Makine Öğrenmesi, EvriĢimsel Sinir 

Ağları, RoboCode, Derin Sinir Öğrenme, Q Öğrenme 
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In the last decade, researches on artificial intelligence, machine learning and robotics have 

shown remarkable improvements compared to previous years with the development of 

technology and the demands of the sector. Researches on the subjects mentioned in the literature 

have shown that one of the most important application areas of artificial intelligence 

applications is the automatic control, which means that artificial intelligence units can move 

without any external intervention. Reinforcement learning, developed as a solution to this 

concept, is a highly successful model of machine learning, inspired by behavioral science, 

which provides the agent with information on what actions agents must take to achieve the 

highest amount of rewards in a defined environment. 

In this study, reinforcement learning based algorithms examined in the scope of machine 

learning for RoboCode simulation, which is designed in 2001 and based on Java programming 

language which provides an environment for virtual robots that can be programmed and 

controlled with program. In the simulation, robots with different characters are fought in an 

arena provided by the simulation. With the developments in the field of artificial intelligence, 

RoboCode simulation has become an environment where artificial intelligence algorithms are 

applied. Using RoboCode, self-learning robots are fought and the power of artificial intelligence 

algorithms is measured. This simulation is great importance in order to see the results of 

artificial intelligence algorithms developed in the literature and to perform algorithm analysis by 

combating robots with other algorithms. 

This thesis proposed to train the target robot on the arena with the convolutional neural network 

supported reinforcement learning algorithm to be developed in RoboCode simulation and train 

the robot to win over the other robots in the arena. In this context, the images obtained from the 

arena were created dynamically and the developed robot was trained by these images. The 

trained model was battled one-on-one with the pre-defined rival robots, and as a result of these 

battles the scores obtained against the rival robots were observed to be significantly successful. 

September 2019, 54 Pages 

Key Words: Artificial Intelligence, Reinforcement Learning, Machine Learning, Convolutional 

Neural Networks, RoboCode, Deep Neural Learning, Q Learning 
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1. GĠRĠġ 

Teknolojik geliĢmelerin hızla ilerlediği günümüzde, bilgisayar bilimlerinin yanı sıra çok 

farklı disiplinler tarafından da ele alınmaya baĢlanan, oldukça popülerleĢen ve üzerinde 

sıkça durulan konulardan en önemlisi hiç Ģüphesiz yapay zeka konularıdır. Son yıllarda 

çeĢitli yapay zeka uygulamaları, farklı akademik alanlarda kendine yer bulabilmiĢ, 

oldukça olumlu sonuçlar alınmıĢ ve alınmaya devam etmektedir. Bu kavram özellikle 

son yıllarda, sadece bilgisayar bilimleri konusuna ait bir kavram olmaktan çıkmıĢ; 

matematik, istatistik, felsefe, biyoloji, psikoloji gibi birçok bilim dalıyla karĢılıklı 

etkileĢim içerisinde bulunan disiplinler arası bir bilim haline gelmiĢtir. Örneğin; yapay 

zeka biliminin alt konularından biri olan yapay sinir ağları, insan beyninde bulunan 

nöronların bir modellemesi niteliğinde olup bu konunun geliĢtirilmesinde biyoloji 

biliminden büyük ölçüde faydalanılmıĢtır. Benzer Ģekilde yine yapay zekanın alt 

konularından makine öğrenmesi algoritmalarının çoğu istatistik ve psikoloji biliminde 

yer alan teoremlerin bilgisayar bilimine uyarlanmasıdır (Hastie vd. 2009). 

Yapay zeka konusu bilgisayar bilimlerinde yaklaĢık yüz yıllık bir geçmiĢe sahiptir. 

Kelime itibariyle ilk kullanımı John McCarthy (1956) tarafından olmuĢtur. Bu tarihten 

itibaren özellikle yapay sinir ağları birçok problemin çözümünde sıklıkla kullanılmıĢtır. 

Ancak zaman içerisinde ortaya atılan karmaĢık problemlerin çözümü için gereken 

donanım yetersizliği 2000'li yılların baĢına kadar yapay zeka problemlerinin adeta kıĢ 

uykusuna yatmasına sebep olmuĢtur. Bu süreçte geliĢtirilen problemlere ait çözümler 

teori aĢamasında kalmıĢ donanım yetersizliğinden uygulama alanı bulamamıĢtır. Bu 

sebeple geliĢtirilen algoritmaların doğruluğu sorgulanmıĢ ve bir süre yapay zeka 

konularına duyulan ilgi azalmıĢtır. Teknolojideki geliĢime paralel olarak son yıllarda 

yeterli donanıma sahip cihazların da varlığı ve bu cihazlara ulaĢım kolaylığı ile birlikte 

yapay zeka çalıĢmaları altın çağını yaĢamaktadır. Bu süreçte yapay zeka konusu için 

çeĢitli tanımlar ortaya atılmıĢtır. Biraz önce bahsi geçen John McCarthy tarafında 

yazılan makalede, yapay zeka “akıllı makineler üretme bilimi ve mühendisliği” olarak 

tanımlanmıĢtır. McCarthy‟nin yapmıĢ olduğu bu tanım, makalenin yazıldığı tarih 

düĢünüldüğünde bilimsel mecrada kabul görülmüĢ bir tanım halini almıĢ olsa da, tarih 

içerisinde geçerliliğini yitirmiĢ yeterli görülmemiĢ ve yapay zeka biliminin geliĢmesi ile 
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daha kapsayıcı ifadeler kullanılmaya çalıĢılmıĢtır. Yapay zeka, günümüze kadar çeĢitli 

kavram kargaĢalarına uğraĢmıĢ, tam olarak hangi birimlerin yapay zeka birimi olduğuna 

kesin karar verilmemiĢtir. Son yıllarda yapılan geliĢmeler düĢünüldüğünde yapay zeka, 

insanmıĢ gibi makineler üretme hedefinin çok ötesinde olup insan düĢünce ve 

davranıĢlarını simule eden, çıkarımlarda bulunan, var olan problemi geçmiĢ 

tecrübelerinden yararlanarak çözebilen ve gelecekte karĢılaĢabileceği problemler için 

sürekli geliĢtirmelerde bulanan sistemler haline gelmiĢtir. Bu bağlamda yapay zeka, 

günümüzde insan zeka ve davranıĢ süreçlerinin makinelerle, özellikle bilgisayar 

sistemleriyle simülasyonu olarak tanımlanmaktadır. Bu sisteme sahip birimlere ise 

yapay zeka birimi veya yapay zeka ajanı (agent) denmektedir. Tez boyunca bu tanıma 

uygun olarak, ajan kavramı yapay zeka birimi anlamı ile çokça kullanılmaktadır. 

Yapay zeka konusunu, tarihi süreçteki geliĢimi, yükseliĢi ve günümüzde geldiği nokta 

düĢünüldüğünde tek baĢına ele almak diğer tüm disiplinler arası bilimlerde olduğu gibi 

yanlıĢ bir önermedir. Günümüzde bu konu makine öğrenmesi, derin öğrenme gibi çeĢitli 

alt konularda incelenmeye baĢlanmıĢtır. Bu kavramlar yapay zekayı oluĢturan kapsayıcı 

terimler olmuĢtur ve bu konular da son zamanlarda oldukça popüler hale gelmektedir. 

Makine öğrenmesi konusu, yapay zeka birimine açıkça programlanmadan otomatik 

olarak deneyimlerden öğrenme, diğer bir deyiĢle makinenin, sağlanan verilerle mantıklı 

ve rasyonel sonuçlar türetmesini sağlayan algoritmalar içermekte olup yapay zeka 

biliminin bir alt konusudur. Derin öğrenme ise yapay sinir ağları denilen ve beynin 

yapısından ve iĢlevinden ilham alan algoritmalarla ilgili bir makine öğrenmesi alt 

sınıfıdır. Ek olarak derin öğrenme yapay sinir ağları kavramının geliĢtirilmiĢ bir modeli 

niteliğindedir de denilebilir. 

Bu tez kapsamında yapay zeka biliminin alt konularından biri olan makine öğrenmesi 

dalına ait çalıĢmalar kullanılmıĢtır. Makine öğrenmesi, son zamanlarda oldukça 

yaygınlaĢır hale gelmiĢ bir yapay zeka disiplini olup büyük veri analizi, otonom arabalar 

ve sezgisel yapay zeka gibi birçok alanda kullanılmaktadır. Bahsi geçen öğrenme 

Ģeklinin insan davranıĢlarını ve öğrenme Ģeklini en iyi simule eden öğrenim Ģekli olduğu 

düĢünülmektedir. Makine öğrenmesi kavramı gözetimli (supervised) öğrenme, 
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gözetimsiz (unsupervised) öğrenme ve pekiĢtirmeli (reinforcement) öğrenme olarak üç 

ana grupta incelenmektedir. Bu üç gruba ait tanımlar aĢağıda belirtilmiĢtir: 

Gözetimli Öğrenme: Gözetimli öğrenme metodunda elde bulunan verilerin (input) 

hangi girdi değerinde hangi çıktıyı (output) vereceği etiketlenmektedir. Bu kapsamda 

eğitime tabi tutulan ağ, gösterilen girdiler için uygun çıktılar üretebilmek adına 

ağırlıklarını değiĢtirmektedir. Ağın tahmin edilen çıktıları ile gerçekte beklenen çıktılar 

arasındaki hata payı hesaplanarak ağın ağırlıkları güncellenmektedir. 

Gözetimsiz Öğrenme: Gözetimsiz öğrenme metodunda öğrenme sürecinde girdilere 

karĢılık gelen çıktı değeri belirtilmemektedir ve ajanın girilen verilere en yakınsak sınıfı 

bulması istenmektedir. Bu girdi değerlerinin çıktı değerleri ağa verilmemektedir. Bu 

yöntemde, gösterilen girdi bilgilerine göre ağ sunulan örneklerin kendi içerisinde 

sınıflandırmasını yapacak Ģekilde bir kural belirlemektedir. 

PekiĢtirmeli Öğrenme: PekiĢtirmeli öğrenme bu iki yaklaĢımın dıĢında üçüncü bir 

yaklaĢım olarak yerini almaktadır. Bu öğrenmede ise ajana birtakım geri bildirimler 

verilmektedir ancak gözetimli öğrenmede olduğu gibi çıktıyı denetleyen etiketler 

yoktur. Ağın eğitim sürecindeki her tekrarında elde edilen çıktının iyi bir tahmin olup 

olmadığı konusunda bilgi sunulmaktadır. Ağa gelen bu bilgiler doğrultusunda ağ 

yeniden düzenlenmektedir. Bu özellik sayesinde, ağ hem eğitimini tamamlar hem de 

çıktı üretir. 

Makine öğrenmesi konusuna ait araĢtırmalar incelendiğinde, son zamanlarda akademik 

alanda özellikle pekiĢtirmeli öğrenme (reinforcement learning) tekniklerine ilgi 

duyulmaktadır (Kaelbling vd. 1996, Sutton vd. 1998). PekiĢtirmeli öğrenme, yapay zeka 

birimini (ajan) bir dizi ödüllendirme/cezalandırma sistemi kullanarak kendi kendine 

düĢünebilmesini sağlayan bir öğrenme disiplinidir. Bu yöntemde ajana hangi eylemlerin 

gerçekleĢtirileceği söylenmez, bunun yerine ajanın hangi eylemlerin en çok ödülü 

verdiğini denemesi gerekmektedir. Bilgisayar bilimleri literatürüne psikoloji biliminden 

kazandırılmıĢtır. Psikoloji dalındaki çalıĢmalarla ünlenen Skinner‟e (1938) göre 

davranıĢlar sonuçlardan etkilenir. Bu bağlamda, pekiĢtirmeli öğrenme, davranıĢların 



4 

 

sonuçlarını kontrol ederek davranıĢı Ģekillendirme sürecidir. Ceza ve ödül ile 

davranıĢları değiĢtirmeyi önerir. Buna göre ödüller, istenilen davranıĢı güçlendirmek 

için kullanılır ve cezalar istenilmeyen davranıĢları önlemek için kullanılır. Bu teori 

bilgisayar bilimlerinde de bahsi geçen prensiplere uygun olarak kullanılmıĢtır. Her 

hareket sonunda bir ceza ya da ödül verilerek bir ajanın belli bir harekete ya da hareket 

dizisine koĢullanabileceği fikrinden esinlenilmiĢtir.  

PekiĢtirmeli öğrenme teknikleri içerisinde özel bir formasyonu olan Q-öğrenme, 

(Watkins, 1989, Dayan vd. 1992) baĢarılı bir modeldir ve Markov karar süreçleri 

teorisinde sağlam bir temele sahiptir. Bu öğrenme metodu ajan ile çevre arasındaki 

etkileĢimi, durumlar, eylemler ve ödüller açısından tanımlamak için Markov karar 

süreçlerinin resmi çerçevesini kullanır. Bu çerçeve yapay zeka probleminin temel 

özelliklerini temsil etmenin basit bir yoludur. (Sutton vd. 2017) Ayrıca uygulanması 

oldukça kolay olup robotik kontrol, bilgisayarla görü, yüz tanıma gibi geniĢ bir 

kullanım alanı bulmuĢtur. Son zamanlarda özellikle video oyunlarında yaygın olarak 

kullanılmakta olup oyunu oynayarak model geliĢtirmek için gerekli verilerin 

toplanmasını sağlar (Mnih vd. 2013). Bu algoritmadaki temel amaç, bir ajanın tanımlı 

olduğu çevrede uygulayacağı hareketleri inceleyip ajanın bu hareketlere göre 

kazanacağı ödülü görmek ve bu ödülü maksimize edip maksimize edilen ödüle uygun 

olarak hareket etmektir. Ajanın tanımlı olduğu çevrede kazanacağı ödüller, gitmesinin 

istendiği veya istenmediği yerler kullanıcı tarafında daha önceden belirlenir ve bu 

değerler bir ödül tablosuna yazılır. Ajanın ileriye dönük tecrübeleri ve uygulayacağı 

hamleler bu ödül tablosuna göre belirlenir. Ajan kullanıcının belirlemiĢ olduğu ödüle 

giderken uyguladığı her hamleye dair edindiği tecrübeleri, uygulayacağı hamleleri 

seçmek için kullanır. Bu tecrübeleri ise Q-Tablosu (Q-Table) adı verilen bir tabloda 

tutar. Bahsi geçen q tablosu ilk durumda ajanın çevre hakkında herhangi bir tecrübesi 

olmadığından sıfıra atanmaktadır. Bu durum ajana tanımlı olduğu çevrede bir ödül 

bulana kadar rastgele hareket edebilmesini sağlamaktadır. Bulunan ilk ödül ile birlikte 

ajan ödüle gelmeden önceki konumunu ve bu yerin değerini Q tablosuna yazmaktadır. 

Böylece ajan her iterasyonda ileriye dönük yapılan hamlelere ait değerleri maksimize 

ederek tahmin etmeye ve ödüle ulaĢmaya baĢlamaktadır. 
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Bütün bunlar değerlendirildiğinde Q öğrenme tabanlı yapay zeka modelleri son yıllarda 

oldukça baĢarılı iĢler çıkartmıĢlardır. Öğrenme modeli oldukça güçlü ve öğrenmede 

kararlı bir yapı sergilemesine rağmen Q-öğrenme algoritması, durum ve eylemlerin 

sayısı çok arttığında; bu durum ve eylemler için oluĢturulacak Q-tablosunun fazla 

büyümesine yol açacağından tabloya eriĢim ve tablonun güncellenmesinde sorunlar 

yaĢatmaktadır. Örneğin; 10 000 durum ve 1 000 eylemli bir çevre için ajanın 

uygulayacağı her eylem için eriĢeceği Q-tablosunun boyutu 10 milyon hücreden 

oluĢması gerekmektedir ki bu büyüklükte bir tablo hem hafıza alanı hem de iĢlem süresi 

açısından sorunlara yol açmaktadır. Bu sorunun çözümü için Q-tablosu ile elde edilen 

değerleri yaklaĢık olarak belirleyebilecek bir yapay sinir ağı kullanılması 

öngörülmüĢtür. Böylece derin öğrenme ile Q-öğrenme algoritmalarının birleĢtirilmesi 

ile derin Q-öğrenme kavramı ortaya çıkmıĢtır (Mnih 2015). Derin Q-öğrenme, ajanın 

belirlenen çevrede uygulayacağı hamleyi kestirebilmesi için gerekli olan Q değerini, 

yaklaĢık olarak belirlemek için derin yapay sinir ağları kullanan Q-öğrenme 

algoritmasıdır. Bahsedilen ağ ile Q değeri tahmini için gözetimli (supervised) öğrenme 

kullanılmaktadır. Derin Q-öğrenme bu sayede, daha istikrarlı bir eğitim ortamında 

pekiĢtirmeli öğrenme yöntemlerini çözmek için Q değerinin öğrenilmesini sağlar. 

Son yıllarda derin Q-öğrenme konseptinin özellikle video oyunlarında kullanıldığı ve 

baĢarılı sonuçlar alındığı görülmüĢtür. Özellikle Mnih ve diğerlerinin (2013) yazmıĢ 

olduğu makale bu konuya öncü niteliğindedir. Bahsi geçen makale kapsamında 7 adet 

popüler Atari 2600 oyunu derin pekiĢtirmeli öğrenme modeli kullanılarak evriĢimli sinir 

ağları (Convolutional Neural network) vasıtasıyla atari oyunlarından gelen görseller ile 

eğitilmiĢ ve 7 oyunu da oldukça yüksek skorlar alarak oynayabilen ajanlar elde 

edilmiĢtir. (ġekil 1.1) Elde edilen sonuçların tatmin edici düzeyde olması ve 

pekiĢtirmeli öğrenme ile evriĢimli sinir ağlarının beraber kullanılması açısından makale 

devrim niteliğinde olmuĢtur. Makalede bahsedilen konsept, sonralarında görüntü iĢleme, 

bilgisayarla görme, robotik gibi çeĢitli alanlarda da kullanılmıĢtır.  
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ġekil 1.1 Mnih ve diğerlerinin (2013) makale kapsamında kullandıkları atari 2600 oyunlarından  

               bazıları. (soldan sağa) Pong, Breakout, Space Invaders, Seaquest, Beam Rider 

Bu tez kapsamında bahsedilen ve son yıllarda baĢarılı olduğu kanıtlanan derin evriĢimli 

Q öğrenme algoritmasının (deep convolutional Q-learning) farklı alanlara 

uygulanabilirliği üzerine çalıĢmalar yapılmıĢtır. Bu kapsamda RoboCode isimli 

simülasyon üzerinde derin evriĢimli q öğrenme algoritması uygulanarak modelin 

performansı test edilmiĢtir. RoboCode IBM tarafından 2001 yılında Java programlama 

dili tabanında geliĢtirilen, açık kaynak kodlu bir savaĢ simülatörü programıdır. Bu 

simülatörde amaç, iki boyutlu ortamda platform tarafından kullanıcılara sunulan sınıfları 

kullanarak bir savaĢ robotu programlamak ve bu robotları, yine bu simülatör tarafından 

sağlanan ve arena ismi verilen ortamda birbirleriyle mücadele ettirerek kullanıcının 

programladığı robotun performansını ölçmektir. Her bir robot gövde, namlu ve radar 

isimleri verilen parçalardan oluĢmakta olup simülasyonda belirli ara yüzlerle 

kullanıcıların bu parçaları kontrol etmesi sağlanmıĢtır. Bahsedilen robotun anatomisi ve 

hareket kabiliyetleri düĢünüldüğünde simülasyonun durum ve eylem sayısı Atari 2600 

oyunlarından daha fazla ve komplekstir. Bu bakımdan çalıĢma boyunca durum ve eylem 

sayısını optimize edecek kurallar belirlenmiĢtir. Belirlenen durum ve eylemler ile 

birlikte ödül ve ceza formülleri de uygulanarak evriĢimli sinir ağları oluĢturulmuĢ ve 

simülasyonun ekran görüntüleri kullanılarak ağ eğitilmiĢtir. Eğitilen ağ ile birlikte 

oluĢan q değerleri ile robotların sonraki hareketleri uygulanarak simülasyondan en 

yüksek puan alması hedeflenmiĢtir. Eğitilen robotlar, RoboCode uygulamasında 

önceden tanımlı olan robotlar ile arenada savaĢtırılmıĢ ve skor ölçümleri yapılarak 

model test edilmiĢtir. 

Bu tez, temel olarak iki kısımdan oluĢmaktadır. Ġlk kısımda pekiĢtirmeli öğrenme, Q-

öğrenme, evriĢimli sinirsel ağlar ve RoboCode hakkında birtakım araĢtırmalar ve 

bilgilendirmeler mevcuttur. Ġkinci kısım ise derin pekiĢtirmeli q öğrenme tabanlı 

robotun implementasyonunu ve oluĢturulan modele ait test sonuçlarını içermektedir. 
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2. PEKĠġTĠRMELĠ ÖĞRENME 

PekiĢtirmeli Öğrenme, sayısal olarak ödüllendirme ile belirlenen çevrede deneme-

yanılma etkileĢimi yoluyla bir görevi yerine getirmeyi öğrenen ajanlar olarak 

tanımlanmaktadır (Sutton vd. 2017). Bu yaklaĢım, bir ajanın ilk etapta çevre ile alakalı 

herhangi bir bilgisi olmamasına karĢın ödüllendirmeler yoluyla çevre ile etkileĢime girip 

belirlenen sorunları çözmek anlamına gelmektedir. Ajan, çevrede uygulamıĢ olduğu her 

eylem sonrasında çevreden bir ödül alır. Bu ödül genellikle bir sayı olarak gösterilir. 

Ajanın her eyleme karĢılık bir ödül alması ajan ve tanımlı çevrenin öğrenme süreci 

boyunca ayrık (discrete) bir zaman içerisinde sürekli olarak birbirleri ile etkileĢim 

halinde olmasını gerektirmektedir. Bu etkileĢime dair tanıtıcı çizim Ģekil 2.1‟de 

gösterilmektedir. ġekil 2.1‟de ajanın sahip olduğu durumlar kümesi S ve ajanın 

uygulayacağı eylem kümesi A ile ifade edilmektedir. Bu kapsamda ajan ve çevre,  t = 0, 

1, 2, 3, .... ile ifade edilen bir dizi kesikli zaman durumu dizisinde etkileĢime girer. Bu 

zaman dizisine ait her t anında ajan St ∈ S ile ifade edilen bir durum setine sahiptir ve bu 

durum seti temelinde At ∈ A(s) eylemini seçer. Bir zaman adımı sonra, gerçekleĢtirdiği 

eylemin bir sonucu olarak, ajan, sayısal bir ödül olan Rt+1 ∈ R‟yi alır ve kendisini yeni 

bir St+1 durumunda bulur. Bu durum, ajanın çevreden aldığı ödül sinyalleri maksimize 

olana kadar devam eder. 

 

ġekil 2.1 Bir PekiĢtirmeli Öğrenme Modeline Ait Ajan Çevre ĠliĢkisi 
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Ajan ve çevre elemanlarından baĢka, bir pekiĢtirmeli öğrenme sisteminin dört ana alt 

ögesi tanımlanabilir: politika (policy), ödül sinyali (reward signal), değer iĢlevi (value 

function) ve opsiyonel olarak tanımlı çevrenin modeli (Sutton vd. 2017). Politika, ajanın 

belirli bir zamandaki davranıĢ Ģeklini tanımlamaktadır. Farklı bir deyiĢle, politika 

tanımlı çevreye ait durumlardan yapılacak eylemlere ait bir karardır. Belirli bir durum 

seti içerisinde ajanın o an içinde bulunduğu durumda olduğu göz önüne alındığında 

eylemlerin gerçekleĢme olasılığını ifade eder. Matematiksel modelde   ile gösterilir ve 

deterministik çevrelerde eylem ( ) üzerine etkisi (2.1), stokastik çevrelerdeki etkisi 

(2.2) ile ifade edilir: 

      ( )                                                       (2-1) 

 ( | )   ,     |     -                                              (2-2) 

 Politika, pekiĢtirmeli öğrenme algoritmalarının çekirdeği konumunda olup ajanın 

tanımlı çevredeki davranıĢını belirlemenin yoludur.  

PekiĢtirmeli öğrenme sisteminin bir diğer alt ögesi olan ödül sinyali, pekiĢtirmeli 

öğrenme problemlerindeki hedefi tanımlar. Ajan kendisine verilen bu ödül sinyalleri 

sayesinde kullanıcının isteklerini algılar. Her bir zaman diliminde ajana ödül olarak 

adlandırılan bir sinyal gönderilir. Burada sinyalden kastedilen rasyonel bir sayı 

değeridir. Ajanın kendisine tanımlanan çevredeki tek amacı uzun vadede eylemlerin 

sonucunda kazandığı toplam ödülleri en üst seviyeye çıkarmaktır. Esasen ödül sinyali 

ajan için iyi ve kötü olayların ne olduklarını tanımlamaktadır. Kullanıcı açısından ödül 

sinyali ajanın belirlemiĢ olduğu politikayı değiĢtirmenin tek yoludur. Ajan, politika 

tarafından seçmiĢ olduğu bir eylemin düĢük ödül alması durumunda seçimlerini daha 

yüksek ödül alabileceği baĢka bir politikaya yakınsayabilir. Mevcut durum göz önüne 

alındığında, gerçekleĢtirilen eylem ile ilgili bir sonraki ödülü öngören ödül iĢlevi   

formül (2.3) ile ifade edilmiĢtir. 

  
    ,     |          -                                            (2-3) 
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PekiĢtirmeli öğrenme sisteminin bir diğer alt ögesi değer iĢlevidir (value function). Ödül 

sinyali ajanın anlık olarak neyin iyi olduğunu söylemekte iken değer iĢlevi uzun vadede 

neyin iyi olduğunu belirtir. Diğer bir deyiĢle, ajanın belirlenen çevrede kendisine uygun 

eylemi uygulayabilmesi için, mevcut durumdan baĢlayarak gelecek boyunca 

biriktirmeyi bekleyeceği toplam ödül tutarına ihtiyacı olmasına rağmen ödül sinyali 

anlık değere sahiptir. Örneğin bir ajan belirlediği politika üzerinde sırasıyla yüksek ödül 

almıĢ olmasına rağmen anlık olarak düĢük ödüllü bir duruma sahip olabilir. Böyle bir 

durumda ajan hala yüksek değere sahip olabilir. Bu sebeple sadece ödül sinyaline 

bağımlı kalmak ajanın yanlıĢ seçim yapmasına yol açmaktadır. Bu açıdan bakıldığında 

ajan için en yüksek değeri elde edebileceği fakat o an için en yüksek ödülü olmayan 

durumları ortaya çıkaran eylemlerin varlığından söz edilebilir, çünkü bu eylemlerin 

uzun vadede ajan için en büyük ödülü alma ihtimali vardır. Bir pekiĢtirmeli öğrenme 

modelinde ödüller temel olarak doğrudan çevre tarafından verilir, ancak bir ajanın tüm 

ömrü boyunca yaptığı gözlemler dizisinden değer iĢlevi yeniden ve yeniden tahmin 

edilmelidir. Hemen hemen tüm pekiĢtirmeli öğrenme algoritmalarının en önemli 

bileĢeni, verimli bir Ģekilde değer iĢlevi tahmininde bulunan metotlardır.  Kısacası değer 

iĢlevi tanımlı durumların iyiliğini / kötülüğünü değerlendirmek için kullanılan 

gelecekteki ödüllerin bir tahminidir, bu nedenle ajanın farklı eylemler arasında seçim 

yapmasını sağlar. Değer iĢlevine ait matematiksel model (2.4) ile gösterilmiĢtir. 

  ( )     ,                      |     -                  (2-4) 

Formül (2-3) ile ifade edilen   değeri indirim faktörü olup ,   - değer aralığında 

tanımlıdır. Geleceğe ait ödüllendirmelerin ne kadar önemli olması gerektiğini belirten 

katsayıdır. Eğer (   ) olursa bu ajanın kısa görüĢlü olduğu manasına gelir ve yalnızca 

ilk ödülü önemser. Eğer (   ) olursa bu ajanın gelecekteki tüm ödülleri önemsediği 

anlamına gelmektedir. Bu değer pekiĢtirmeli öğrenme modellerinde bir hiper-parametre 

olup değeri deneme yanılma yolu ile problem spesifik olarak tespit edilir.  

Bazı pekiĢtirmeli öğrenme sistemlerinin dördüncü ve son elemanı ise çevre modelidir. 

Model, tanımlanan çevrenin davranıĢını taklit eden veya daha genel olarak çevrenin 

nasıl davranacağına dair çıkarımlar yapılmasını sağlayan birimdir. Örneğin; model, 
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ajana bir durum ve eylem verildiğinde, sonuçta ortaya çıkan bir sonraki durumu ve bir 

sonraki ödülü tahmin edebilir. Modeller ajanın yapacağı hamleleri planlama için 

kullanılır, bununla birlikte yaĢanmadan önce gelecekteki muhtemel durumları göz 

önünde bulundurarak ajanın herhangi bir hareket tarzına karar vermektedir. Özetle bir 

model, kullanıcıya Ģu anki durum ve ajan tarafından yapılan iĢlem göz önüne 

alındığında, bir sonraki olası hedefler üzerindeki olasılık dağılımını açıklamaktadır. 

2.1 Markov Karar Süreci 

Tez kapsamında bahsi geçtiği üzere, pekiĢtirmeli öğrenme algoritmalarındaki temel 

amaç ajanların eylemleri (action) için biriken ödülü en üst düzeye çıkaracak bir politika 

(policy) bulmaktır. Bu amaca yönelik olarak pekiĢtirmeli öğrenme algoritmalarının 

temelinde Markov Karar Süreci matematiksel modeli kullanılmaktadır. Markov karar 

süreçleri, eylemlerin sadece o anlık ödüllerini değil, müteakip durumlar için gelecekteki 

ödüller yoluyla etkiledikleri sıralı karar vermenin klasik bir formalizasyonudur. Aynı 

zamanda markov karar süreçleri, kesin teorik açıklamalar yapılabilecek pekiĢtirmeli 

öğrenme probleminin matematiksel olarak idealleĢtirilmiĢ bir Ģeklidir.  

PekiĢtirmeli öğrenme modellerinde ajan ile tanımlı çevrenin sürekli iletiĢim halinde 

olduğu ve ajanın bu çevrede bir eylem seçimi yaptığını buna karĢılık tanımlı çevrenin 

bir ödül döndüğü belirtilmiĢtir. Daha spesifik olarak; ajan ve çevre, bir dizi kesikli 

zaman durumu dizisinde etkileĢime girer. Bu zaman dizisine ait her t anında bir durum 

setine sahiptir. Bir zaman adımı sonra, gerçekleĢtirdiği eylemin bir sonucu olarak, ajan, 

sayısal bir ödül alır ve çevreye ait bulunan durumunu günceller. Bu durum ajanın 

çevreden aldığı ödül sinyalleri maksimize olana kadar devam eder. Markov karar süreci, 

bu bilgiler ıĢığında aĢağıda belirtilen formül ve Ģekil 2.2 ile belirtilen çizelge ile bir dizi 

zaman yörüngesine sahiptir. 
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ġekil 2.2 Markov karar süreci grafik modeli 

Bir Markov karar sürecinde, durum, eylemler ve ödüllerin (S, A ve R) tümü sınırlı 

sayıda öğeye sahiptir. Bu durumda bir t anında Rt ve St rasgele değiĢkenleri yalnızca 

önceki duruma ve eyleme bağlı olan ayrık olasılık dağılımlarına sahiptir. Diğer bir 

deyiĢle t anındaki bu değiĢkenleri değerleri için, bir önceki durumun ve eylemin 

değerlerine bağımlılık söz konusudur ve bu durum göz önüne alındığı takdirde,                        

t zamanında meydana gelen değerlerin gerçekleĢme olasılığından söz edilebilir. Bir 

durumun bir önceki duruma bağlı olma olasılığını ifade eden matematiksel formül (2.5) 

ile gösterilmiĢtir.     

 (     |   )    *           |              +                              (2-5) 

Bu durumda, p olasılığının bütün durum ve ödüller için değeri aĢağıdaki formül ile 

gösterilmiĢtir. 

∑ ∑ (     |    )                ∈  ( )     

 ∈   ∈ 

 

Bunun yanı sıra Markov karar süreçleri için tanımlanan T zaman aralıklarının sonsuza 

gittiği düĢünüldüğünde, ajanın sahip olacağı toplam ödül değeri ıraksamaya 

baĢlayacaktır. Toplam ödül değerinin ıraksamaması için 0 < γ < 1 değer aralığında bir 

indirim faktörü tanımlanmaktadır. Böylece ajanın sahip olacağı ödüller de bu indirim 
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faktörüne göre üssel olarak azaltılmaktadır. Bu durum aĢağıdaki formül (2-6) ile 

modellenmiĢtir. 

         〈∑     
 
   〉                                            (2-6) 

Markov karar süreci yapısı soyut ve esnektir ve birçok farklı soruna farklı Ģekillerde 

uygulanabilir. Bu yapı, birtakım etkileĢimler (ödül) ile hedefe yönelik öğrenme 

probleminin çözüme ulaĢtırıldığı kayda değer bir modeldir. PekiĢtirmeli öğrenme 

uygulamalarının temeli olan hedef odaklı davranıĢ öğrenme probleminin, bir ajan ve 

çevresi arasında ileri geri geçen üç sinyale indirgenebileceğini öne sürmektedir: ajan 

tarafından yapılan seçimleri temsil eden bir sinyal (eylemler), seçimlerin yapıldığı 

temeli temsil eden bir sinyal (durumlar) ve aracının hedefini tanımlamak için sinyal 

(ödüller). Bu yapı, tüm karar öğrenme problemlerini faydalı bir Ģekilde göstermek için 

yeterli olmayabilir, ancak yaygın olarak faydalı ve uygulanabilir olduğu kanıtlanmıĢtır. 

2.2 Q öğrenme 

Q-öğrenme, modelsiz ve değerler tabanlı bir pekiĢtirici öğrenme algoritmasıdır. Bu 

öğrenme modelinin amacı bir ajana hangi Ģartlarda hangi iĢlemi yapması gerektiğini 

söyleyen bir politika öğrenmektir. Çevrenin bir modelini gerektirmez (dolayısıyla 

“modelsiz” denilmektedir) ve uyarlama gerektirmeden Stokastik geçiĢler ve ödüller ile 

ilgili sorunları çözebilir. Herhangi bir sonlu Markov karar süreci için, Q-öğrenme, 

mevcut durumdan baĢlayarak, tüm ardıĢık adımların toplam ödülünün beklenen değerini 

en üst düzeye çıkarması anlamında optimal olan bir politika bulur. Q-öğrenme, sınırsız 

keĢif süresi ve kısmen rastgele bir politika göz önüne alındığında, herhangi bir markov 

karar süreci için en uygun eylem seçim politikasını belirleyebilmektedir. Q-öğrenme 

algoritmasında kullanılan q-fonksiyonu Bellman eĢitliğini kullanır ve durum ( ) ve 

eylem ( ) olmak üzere iki girdi almaktadır. Q-fonksiyonu formül (2.7) ile gösterilmiĢtir. 

Formülde ifade edilen eĢitlik t anındaki bir durum ve eylem için indirim faktörü 

uygulanmıĢ, beklenen toplam ödülü ifade etmektedir.  
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  (     )   [                      |      ]                   (2.7) 

Formül (2.6) ile elde edilen q-değerleri, q-tablosu denilen durum-eylem boyutlu bir 

tabloda tutularak ajanın uyguladığı her harekete karĢılık aldığı ödül değerine göre ilgili 

tablo değerleri güncellenmektedir (formül (2.8)). Ajan, belirli durumda yapacağı 

eylemin hangisi olacağına q tablosundaki değerlere bakarak en optimal değere göre 

karar vermektedir. 

      (   )   (   )    , (   )          (     )   (   )-   (2.8) 

Burada   ile belirtilen değer öğrenme katsayısı olup yeni edinilen bilgilerin ne kadar 

eski bilgileri geçersiz kıldığını belirleyen bir hiperparametredir.  (   ) değeri o anki q-

değerini ifade etmektedir.  , indirim faktörüdür.  (   ) ifadesi belirtilen durumda bu 

eylemi gerçekleĢtirmenin ödülünü ifade eder.      (     ) ifadesi o anki durum için 

bütün olası eylemler kümesinde, her bir eyleme ait kazanılan ödüller içerisindeki en 

yüksek ödül değerini tanımlar. 

2.3 Derin Q-öğrenme 

Q-öğrenme algoritması ile ajan elde ettiği q-tablosu ile çevrede tanımlı durumlar için en 

büyük ödülü alabileceği eylemi bulabilmektedir. Bu basit ama oldukça güçlü bir 

algoritma olmasına rağmen, her durum ve eylem için               boyutlu bir q-

tablosu oluĢturulması küçük veri setlerinde bir problem oluĢturmasa da çok sayıdaki 

durum ve eylem için hafıza ve iĢlem süresi problemi meydana getirmektedir. Bu sorun q 

değerlerinin hesaplanıp q-tablosunda saklanması yerine, q değerlerinin derin sinir ağları 

gibi makine öğrenmesi modellerini kullanarak elde edilmesi fikri ile çözüme ulaĢmıĢtır. 

Derin Q-öğrenmede, q-değer fonksiyonunu yaklaĢık olarak belirlemek için derin sinir 

ağı modeli kullanılmıĢtır. Bu ağa, durum girdi olarak verilmekte ve olası tüm iĢlemlerin 

Q-değeri çıktı olarak oluĢturulmaktadır. Elde edilen Q değerleri arasından en yüksek 

veriler seçilerek ajanın öğrenmesi sağlanmaktadır. Q-öğrenme ve derin Q-öğrenme 

algoritmaları arasındaki karĢılaĢtırma ġekil 2.3 ile gösterilmiĢtir. Derin Q-öğrenme ile 
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Q-öğrenme algoritmasına ait dezavantajlardan arındırılmıĢ, oldukça güçlü ve baĢarı bir 

öğrenme modeli elde edilmiĢtir. 

 

ġekil 2.3 Derin Q-öğrenme ve Q-öğrenme arasındaki karĢılaĢtırma 
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3. ROBOCODE 

Tez kapsamında geliĢtirilen pekiĢtirmeli öğrenme tabanlı model için RoboCode savaĢ 

simülatörü kullanılmıĢtır.  

RoboCode, Java programlama dili tabanında geliĢtirilen, IBM AlphaWorks tarafından 

2001 yılında ilk sürümü çıkartılan, belirlenen bir savaĢ arenasında düĢman robotlara 

karĢı mücadele edebilmek için yapılması gerekenin bir robot savaĢ tankını kodlamak 

olduğu bir savaĢ simülatörüdür. Bu simülatörde oyuncu, robotun programcısıdır ve 

kurallar gereği simülatörde robotun üzerinde doğrudan bir etkiye sahip değildir. Bunun 

yerine, oyuncu, robotun yapay zeka kabiliyetlerini diğer bir deyiĢle, savaĢ alanında 

meydana gelen robotun olaylara nasıl davranacağını ve nasıl tepki vereceğini 

kodlayarak arena ismi verilen tanımlı çevrede geliĢtirdiği modeli diğer robotlara karĢı 

çalıĢtırmaktadır. Arenada gerçekleĢtirilen savaĢlar gerçek zamanlıdır ve sonuçları 

ekranda anlık olarak yayınlanmaktadır. 

RoboCode simülatörüne, günümüzde 2001'deki ilk sürümden bu yana, çok fazla 

geliĢtirme yapılmıĢ ve bugün robot tasarım fikirlerinin ve kaynak kodlarının paylaĢıldığı 

büyük topluluklar meydan gelmiĢtir. Bu topluluklarda turnuvalar ve devam eden ligler 

düzenlenmekte ve robot sıralamalarına sahip web siteleri sürekli güncellenmektedir. 

Son zamanlarda bu uygulama üniversitelerde yapay zeka konularına ait çalıĢmalar için 

de kullanılmaktadır (Morten vd 2017). Simülatördeki robotların arena üzerindeki 

hamlelerini  ġekil 3.1‟deki gibi gerçek zamanlı olarak izlemek mümkündür. Alternatif 

olarak, hesaplama süresini azaltmak için savaĢları arabirimsiz çalıĢtırmak da 

mümkündür. 



16 

 

 

 ġekil 3.1 RoboCode savaĢ simülatörüne ait arenadan bir ekran görüntüsü 

3.1 OynanıĢ 

RoboCode robot simülatöründeki bir robot, ġekil 3.2‟de gösterildiği gibi gövde taret ve 

radar olmak üzere üç ana parçadan oluĢmaktadır. Robotların eklendiği çevreye arena 

denmektedir. Eklenen robotlar arenada son robot kalana kadar birbirleriyle mücadele 

etmektedirler. Bir savaĢ birkaç turdan oluĢmaktadır ve tur sonunda savaĢan robota 

simülatör tarafından bir puan verilir. Oyunun galibi olan robot savaĢ sonunda en çok 

puanı alan robottur. Arenadaki robotlar baĢlangıçta 100 enerji seviyesine sahiptir ve 

enerji seviyesi sıfırın altına düĢtüğünde ölürler. Robotlar gövdeye monte edilmiĢ taretler 

sayesinde birbirlerine mermi atıĢları ile savaĢabilirler. Robotlar 1200 piksel uzaklığa 

kadar diğer robotları tarayabilen bir radar ile donatılmıĢtır. Herhangi bir robot, radarı ile 

tarama alanına giren diğer bir robot hakkında, uzaklık, rota, hız, isim ve enerji hakkında 

bilgi alabilir.  
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ġekil 3.2 RoboCode simülatöründeki bir robotun anatomisi 

Radar, taret ve robot gövdesi birbirinden bağımsız olarak 360 derece dönebilmektedir. 

Ġstenirse taret aracın rotasyonlarını veya radar, taret ve araç rotasyonlarını takip etmek 

için birbirlerine kilitlenebilir. Taretin sahip olduğu ateĢ gücü değiĢken olabilir. Bu 

sayede taret, oyuncu tarafından ayarlanan ateĢ gücüne bağlı olarak hedef robotlara farklı 

değerlerde hasarlar verebilmektedir. Simülasyona ateĢ gücünün arttırılmasının bir 

dezavantajı olarak taretin ısınma özelliği de eklenmiĢtir. Yüksek ateĢ gücüne sahip 

mermiler robotun taretinin daha fazla ısınmasına sebep olmaktadır ve bu ısınma robotun 

bir süre atıĢ yapamaması manasına gelmektedir. Bunun yan ısıra düĢük güçlü mermiler 

daha hızlı hareket ederlerken yüksek güçlü mermiler daha yavaĢ hareket etmektedirler. 

Tüm savaĢlar, değiĢken büyüklükte, dikdörtgen, duvarlarla çevrili bir arenada 

gerçekleĢir. Varsayılan boyutu 800 × 600 pikseldir. Robotların boyutu 36 × 45 pikseldir. 

Bir robot, radarı çevirirken aynı anda sabit hızlanma ve değiĢken hızda (ileri ve geri) 

arenada hareket edebilir. RoboCode simülatöründe pozitif hız ileri bir harekettir ve 

negatif hız geriye doğru harekettir. Hız değerinin negatifliği yön belirtmekte olur hızın 

büyüklüğü değerin mutlak değeridir. Bir robotun maksimum hızı her tur için 8 pikseldir. 

3.2 Oyun Dinamikleri 

RoboCode, robotların bazı olası eylemlerini sınırlayan bir fizik modeline de sahiptir. 

Örneğin robot dönerken tam hızda hareket edemez. Silahı ateĢlemek, bir robotun atıĢ 

gücüyle aynı miktarda enerjiyi kaybetmesine neden olur. Eğer mermi bir hedefi vurursa 

kaybedilen enerji mermi gücünün 3 katı ile geri kazanılır. RoboCode tek bir iĢ parçacığı 
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(thread) üzerinde çalıĢtırıldığından robotların çalıĢması sıraya dayalıdır. Her sırada 

robotun hamlelerini gerçekleĢtirebilmesi için sınırlı bir süre verilir. Tüm robotlar 

sırasını tamamladığında eylemlerin gerçekleĢtirilmesi iĢlemi tekrar eder. Bu, bir robotun 

uygulayacağı eylemlerinin karmaĢıklığı ile geçen zaman arasında bir uzlaĢma olması 

gerektiği anlamına gelir. Bu sebeple, aĢırı karmaĢık hesaplamalara sahip olan bir robotu, 

kendisine ayırılan zaman dilimini yapacağı eyleme ait hesaplamalar ile geçirmesi, 

RoboCode tarafından hamlenin ihmal edilmesine sebebiyet vereceğinden robot arenada 

kaybedecektir.  

RoboCode, bir maçın kazananını belirlemek için bir puanlama sistemi kullanır. Bir 

robotun kazanan olabilmesi için bütün turlarda hayatta kalması Ģart değildir, çünkü 

robotlar birtakım hücum eylemleri sebebi ile kazanandan daha fazla puan 

kazanabilmektedirler. RoboCode simülatörüne dair birtakım kurallar aĢağıda 

belirtilmiĢtir:  

 Arena ölen her robot için bütün canlı robotlara 50 puan eklenir.  

 Hayatta kalan son robota her ölü robot için 10 puanlık ekstra ödül verilir.  

 Verilen her hasan puanı 1 puan ile ödüllendirilir.  

 Hedef robot bir düĢmanı öldürürse, düĢman robota vermiĢ olduğu toplam hasarın 

%20'si kadar miktar puan ile ödüllendirilir.  

 Bir rakibe çarpma, çarpmadan kaynaklanan hasar baĢına 2 puan ile ödüllendirilir.  

 Rakibe çarparak bir rakibi öldürmek, o robotun verdiği toplam hasarın %30'u kadar 

miktar puan ile ödüllendirilir.  

 Oyunda son kazanan tüm turlar oynandıktan sonra en çok puanın sahibi olan 

robottur. 

RoboCode oyunu tek bir iĢ parçacığı üzerinde çalıĢtırıldığından her tur için oyunda bir 

dizi iĢlemler sırasıyla gerçekleĢtirilir. Her turu yönetebilmek için RoboCode motoru 

tarafından kullanılan iĢlem döngüsü aĢağıda belirtilmiĢtir. ĠĢlem döngüsüne ait akıĢ 

diyagramı ise ġekil 3.3 ile gösterilmiĢtir: 
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 Tüm robotların kodları RoboCode'un öngördüğü maksimum iĢlem zamanı içerisinde 

ise iĢlem bitene kadar çalıĢtırılır.  

 Oyun zamanı güncellenir.  

 Tüm mermilerin hareketleri kontrol edilir ve konum güncellemeleri yapılır.  

 Mermi çarpıĢmaları kontrol edilir.  

 Tüm robotların hareketleri kontrol edilir ve rota, hız, mesafe bilgileri ıĢığında 

konum güncellemeleri yapılır.  

 Tüm robotların radar taramaları yapılır ve radar mesajları ilgili robotlara iletilir.  

 SavaĢ alanı yeniden çizilir. 

Arenadaki 

Robotlara Ait 

Kodlar İşletilir

Oyun Zamanı 

Güncellenir

Mermi Hareketleri 

Güncellenir

Robot Hareketleri 

Güncellenir

Robot Radar 

Taramaları 

Güncellenir.

Savaş Alanı 

Güncellenir 

 

ġekil 3.3 RoboCode motoru tarafından kullanılan iĢlem döngüsüne ait akıĢ diyagramı 

RoboCode, her robotun kendi baĢına bir olay kuyruğuna (örneğin bir mermiye 

çarptığında veya baĢka bir robotu tararken) sahip olduğu olaya dayalı bir sisteme 

dayanmaktadır. Bu olayları gerçekleĢtiren robotlar Robot veya AdvancedRobot sınıfı 

geniĢletilerek oluĢturulur. AdvancedRobot Java sınıfını temel alan robotlar asenkrondur; 

bu, engelleme yapmayan yöntemler kullanarak aynı anda eylemler gerçekleĢtirmenin 

mümkün olduğu anlamına gelir. AdvancedRobot, temel olarak aĢağıdaki olayları alır:  
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BulletHitEvent: Robotun mermilerinden biri baĢka bir robota çarptığında olay 

aktifleĢir. Merminin çarptığı rakibin adını, sahibini, gücünü, hızını, merminin hala aktif 

olup olmadığını belirten bir durum bayrağını tutan bir Bullet nesnesiyle birlikte rakibin 

adı ve kalan enerjisi hakkında bilgi verir.  

BulletHitBulletEvent: Robota ait mermilerinden biri baĢka bir mermiye çarptığında ve 

imha edildiğinde olay aktifleĢir. Fonksiyon iki kurĢun nesnesini de getirebilir.  

BulletMissedEvent: Robotun mermilerinden biri bir duvara çarptığında olay aktifleĢir  

HitByBulletEvent: Bir mermi tarafından vurulduktan sonra olay aktifleĢir ve atıcının 

ismi, merminin doğrultusu, gücü ve hızı gibi bilgileri bulundurur.  

HitRobotEvent: BaĢka bir robotla çarpıĢtığında olay aktifleĢir ve diğer robotun adını, 

enerjisini, yönünü ve robotun diğer robota doğru gidip gitmediği bilgisini verir.  

HitWallEvent: Robot bir duvarla çarpıĢtığında alınır. Robotun duvara olan açısını 

verir.  

ScannedRobotEvent: Radar arenadaki herhangi bir robotu taradığında olay aktifleĢir. 

Diğer robotun adını, enerjisini, yönünü, mesafesini, doğrultusunu ve hızını verir.  

WinEvent: Robot arenada oynanan tur kazandığında olay aktifleĢir. Bu fonksiyon 

herhangi bir bilgi dönmez. Genellikle savaĢa ait bilgilerin kaydedilmesi iĢlemlerin 

kullanılır.  

DeathEvent: Robot arenada oynanan tur esnasında öldüğünde olay aktifleĢir. Bu 

fonksiyon herhangi bir bilgi dönmez. Genellikle savaĢa ait bilgilerin kaydedilmesi 

iĢlemlerin kullanılır.  
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SkippedTurnEvent: Robot, o tur için belirli bir süre içerisinde bir eyleme karar 

vermemiĢse olay aktifleĢir. Fonksiyona herhangi bir bilgi dönüĢü yoktur.  

RobotDeathEvent: BaĢka bir robot öldüğünde olay aktifleĢir. Ölen robotun adını 

bilgisine ulaĢılabilir. 

3.3 SavaĢ Stratejileri 

SavaĢlarda, stratejiler belirli bir durumda nasıl hareket edileceğine dair kılavuz 

ilkelerdir. RoboCode savaĢ simülatörüne ait her yıl uygulanmakta olan uluslararası 

turnuvalar ile birlikte arenada uygulanacak etkili stratejiler büyük önem taĢımaktadır.  

Bu sebeple tez kapsamında problemin çözümünde fayda sağlayacağından RoboCode 

solüsyonu ile ilgili bir dizi strateji araĢtırmalarına yer verilmiĢtir.  

Ġlk olarak robot arenasında 1-1 savaĢlar ve çoklu robota ait savaĢa ait farklı stratejiler 

benimsenmelidir. Bir robot birebir savaĢta iyi sonuç verebilir, ancak yakın dövüĢler için 

baĢka stratejiler gerekir. RoboCode savaĢ arenasında yakın dövüĢ savaĢında iyi bir 

stratejinin, savaĢ alanından uzak durmaya ve hiç dikkat çekmemeye yönelik olması 

genel kanıdır. (Kobayashi vd. 2013) Bu metot ile, diğer robotların birbirlerini öldürmesi 

beklenir. Sonrasında, kalan robotları aldığı muhtemel hasarlardan dolayı öldürmek 

kolaylaĢmaktadır. Rakip tam enerjiye sahip olduğunda, bu strateji birebir savaĢlarda eĢit 

derecede iyi çalıĢmamaktadır. Bu stratejiye karĢı diğer bir argüman RoboCode „da 

kullanılan puanlama sistemidir. RoboCode simülatörünün prensipleri gereği savaĢ, 

sadece ayakta kalan son kiĢi olmaya dayanılarak kazanılmamaktadır. Simülatörde ek 

olarak, verilen hasarın ve robotların öldürdüğü robot miktarı parametrelerinin de 

oldukça büyük etkisi olmaktadır.  

AĢağıda, bir robotu kontrol etmek için çeĢitli stratejiler, görünen her avantaj ve 

dezavantaj ile birlikte sunulmuĢtur: 
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3.3.1 Radar 

En basit yol olarak rakip robotları taramanın temel yolu, radarı sürekli olarak 360 derece 

döndürmek ve diğer tüm rakiplerin konumlarını kaydetmektir. Bu yola alternatif olarak 

bir diğer yön tarama stratejisi, robotun bir yönde taradığı ve diğer tüm robotlar 

bulunduğunda, tarama yönünün tersine çevrildiği bir stratejidir. Fikir, robotların küçük 

alanlarda savaĢmaya meyilli olduğu ve bunun rakipleri bulmak için harcanan zamanı 

azaltmak için kullanılabileceği yönündedir.  

Birebir savaĢlarda robot taraması için farklı stratejiler kullanılmaktadır. Özellikle bire 

bir savaĢlarda, radarın tek bir hedefte sabit kaldığı kilitli bir tarama stratejisi çok 

etkilidir. Bu, hedefin kaybedilmemesi için radarı her turda biraz ileri geri hareket 

ettirerek yapılabilmektedir. Bahsedilen strateji çoklu robotlu arenalar düĢünüldüğünde 

iyi bir strateji olmayacaktır, çünkü bu savaĢlarda enerjisi daha düĢük olan robotlara 

hamle yapma daha avantajlı olmaktadır. Bu sebeple radarı bir robota kilitlemek yakında 

bulunan düĢük güçlü robotun göz ardı edilmesine yol açacaktır.  

RoboCode yapısında baĢka bir robotun bir mermi fırlattığını gösteren herhangi bir olay 

(event) olmadığından, radar bunu tahmin etmek için kullanılabilmektedir. Bir rakip 

robotun iki tarama arasında belirli miktarda enerji kaybetmesi eyleminden çıkarımla, 

rakibin bir atıĢ yapmıĢ olduğu belirlenebilmektedir. Rakip robotun yapmıĢ olduğu bu 

atıĢtaki ateĢ gücü, kaybedilen enerjinin miktarına göre de tahmin edilebilmektedir. 

Elbette, atıĢ yapmak enerji kaybının tek nedeni olmayabilir fakat bu kestirim, eğitimli 

bir tahminde bulunmanın etkili bir yoludur. 

3.3.2 Hedef Planlama 

Hedefleri elimine etmeden galip gelme ihtimali olsa da RoboCode'daki öncelikli hedef, 

arenadaki rakiplere saldırarak ve onları öldürerek kazanmak olduğundan, arenadaki bir 

robot, eğer saldırmak isterse hangi rakibe saldıracağına karar vermelidir. Bu konuda 

kullanılan en temel yaklaĢım, basitçe arenadaki en düĢük enerjili robota saldırmak veya 
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tüm rakipler robottan daha yüksek enerjiye sahipse saklanmaya çalıĢmaktır. Fakat 

bununla birlikte, bahsi geçen stratejiye göre tayin edilen hedef robot arenanın diğer 

ucunda olabilmesi durumunda, robotun hedefi vurmak için oldukça uzağa hareket 

etmesi gerekmektedir. Bu durum belirlenen hedef üzerinde yol alırken, seçili olan 

hedefi baĢka bir rakibin öldürmesine yol açabilmektedir. Ayrıca, yine en düĢük enerjiye 

sahip olan uzak hedefe doğru ilerlerken baĢka bir robot bu süreç içerisinde daha da 

zayıflama ihtimali vardır. Bu durumda makul olan eylem robotun düĢük enerjili yeni bir 

hedef seçmesi ve ona doğru hareket etmeye baĢlaması olmalıdır. Bahsi geçen stratejiye 

sahip robot bu sebeplerden ötürü arenada öldürülene kadar stratejiyi tekrar edebilir ve 

hiçbir zaman tek bir mermi ateĢleyemeyebilir.  

BaĢka bir yaklaĢım olarak robotun hedef robot olarak kendisine en yakın hedefi seçmesi 

gösterilebilir. Fakat bu yaklaĢımın da birtakım dezavantajları olmaktadır. Örneğin, en 

yakın hedef gerçekten savaĢta en iyi performans gösteren robot olabilir ve bu sebeple 

seçilecek en iyi hedef olmayabilir.  

Üçüncü bir yaklaĢım bahsedilen iki yaklaĢımına hibrit bir model niteliğinde olup, hedef 

mesafe ile hedef enerji arasında bir dengeden söz edilmektedir. Ancak, doğru oranı 

bulmak karmaĢık bir problemdir ve kararın verilmesi gereken duruma bağlıdır. 

RoboCode, taramanın aksine, robot sınıflarının hiçbirinde planlamada yardımcı olacak 

bir yöntem sunmadığından bu stratejiler için kullanıcının birtakım matematiksel 

modeller geliĢtirmesi gerekmektedir.  

3.3.3 Hareket 

Robotların sahip olduğu hareket kabiliyetini etkili kullanmak, arenadaki saldırılardan 

korunmak ve hedeflenen robotlara saldırılarda bulunmak için büyük önem taĢımaktadır.  

Ġlk olarak, arenada bulunan herhangi bir robotun aynı yerde hareket etmeden kalması, 

saldırı anında mermilerden kaçamaması gibi durumlardan dolayı kötü bir fikirdir.  
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Robotu arenada düz çizgilerle hareket ettirmek de kötü bir stratejidir; çünkü böyle bir 

robotun rakibinin rotasını tahmin etmekte zorlanmayacak ve böylece gelecekteki 

pozisyonları hedeflemesi kolay olacaktır. Bu Ģekilde hareket eden robotların 

rakiplerinden çok fazla vuruĢ alması oldukça yüksek ihtimallidir.  

Arenada bahsi geçen düz çizgi üzerine hareketten faklı olarak dairesel hareket, düz 

çizgiler halinde hareket etmekten daha avantajlıdır; fakat sürekli konumları bir hızda 

verilen bir çember hareket stratejisinin, rakip robotlar tarafından fark edilip 

hesaplanması zor değildir. Bu nedenle bu strateji arenadaki geliĢmiĢ robotlara karĢı 

dezavantajlı olmaktadır.  

Rakip robotların, kullanılan hareket desenlerini tahmin etmeye çalıĢmasını zorlaĢtırmak 

amacı ile rastgele hareketler kullanılması bir diğer hareket stratejisidir. Fakat bu 

kapsamda tamamen rastgele hareket etmenin faydasından çok zararı olmaktadır, çünkü 

bu diğer robotları takip etmeyi zorlaĢtırmakta ve robotun duvarlara çarpma riskini 

arttırmaktadır.  

Anti-yerçekimi birçok robotta uygulanan ve basit ve etkili bir çözüm olarak gösterilen 

genel bir hareket stratejisidir. Robotu birçok robotun olduğu tehlikeli bölgelerden 

uzaklaĢtırmak ve güvenli veya diğer avantajlı alanlara çekmek için kullanılır. 

Mermilerin ve diğer robotların olduğu bölgelerde negatif çekim kuvveti varmıĢ gibi 

davranılır ve bu bütün çekim kuvvetlerinin bileĢkesi alınarak sıcak temasın olduğu 

bölgeden kaçmak amaçlanır. Hareketin gerekli olduğu her durumda kullanılabilir ve 

algoritmalar yoluyla savaĢlarda dinamik olarak kaçınılması gereken alanlara karar 

verilmesi mümkündür.  

RoboCode hareket stratejilerinden bir diğeri toslama tekniğidir. Toslama, hedef robotun 

rakip robotun bulunduğu konuma gidip robota çarparak yüksek mermi gücü ile ateĢ 

etme eylemine denilmektedir. Özellikle bire bir savaĢta toslamak rakibinden daha fazla 

enerjiye sahip bir robot için iyi bir atıĢ desteği sağlayabilir, çünkü böyle bir düelloda 

arenada ilk olarak ölecek robot rakip robottur.  
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3.3.4 Hedefleme ve AtıĢ 

Hedeflemenin görevi, silah taretinin döndürme açısını hesaplamak ve böylece bir 

düĢman robotunu vurmak için doğru yöne iĢaret etmektir. Hedefleme yaparken 

meydana gelen baĢlıca komplikasyonlardan biri, Arenada atılan bir merminin hedefe 

ulaĢabilmesi için bir mesafe kat etmesini gerektirdiğinden, silah taretini sadece 

düĢmanın yönüne doğrultmanın yeterli olmamasıdır. Bu durum merminin uçuĢ süresi 

boyunca, düĢmanın orijinal konumundan uzaklaĢması ihtimalini hesaplamayı 

gerektirmektedir. Bu konudaki diğer bir komplikasyon, kurĢunların atıĢ gücüne göre 

farklı hızlara sahip olmasıdır.  

Basit bir strateji rakipleri taramak ve bir rakip bulunduktan hemen sonra tam güçle 

rakibin yönünde atıĢ yapmaktır. Fakat bu teknik hareket eden robotlarla iyi 

çalıĢmamaktadır.  

Bir diğer teknik, yapılacak atıĢların en azından bir kısmının rakibe çarpacağı 

ihtimalinden hareketle robotun düĢük mermi gücü ile her yöne ateĢ ettiği, basit bir 

stratejidir.  

Daha geliĢmiĢ bir strateji ise, hedefin gelecekteki konumlarını radar taramasından 

döndürülen bilgilerden hareketle, robot doğrultusu ve hız değerlerinden tahmin etmeye 

çalıĢmaktır. Bu strateji rakip robotun hareket desenlerini takip etmeyi de beraberinde 

getirmektedir. Rakip düz çizgiler halinde hareket ederse, nasıl ateĢ edileceğini 

belirlemek oldukça kolaydır. Ek olarak rakip bu yöntem ile arena duvarlarını takip etme, 

köĢelerde gizleme veya dairesel hareket etme gibi belirli bir davranıĢ sergileyen 

robotların gelecekteki konumları tahmin edilebilir. Desen eĢleĢtirme, hangi stratejilerin 

kullanılacağına karar vermede yardımcı olabilecek rakipler tarafından kullanılan mevcut 

stratejiyi belirlemek için de kullanılabilmektedir.  
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4. LĠTERATÜR 

Yapay zeka ile ilgili geliĢmeler daha eski tarihlere dayanmasına rağmen makine 

öğrenmesi ve özellikle tezin ana konusunu oluĢturan pekiĢtirmeli öğrenme tabanlı 

araĢtırmaların oldukça yeni olduğu gözlemlenmektedir. Bu alanındaki ilk projelerden 

birisi Arthur Samuel‟in (1959) dama oyunu için modellediği ajanlardır. Arthur Samuel, 

çalıĢmasında kendi kendisiyle dama oynayan bir ajana yer vermiĢtir. Bu çalıĢmanın 

sonunda ajanın dama hakkında makale sahibinden daha fazla Ģey öğrendiği 

belirtirmiĢtir.  

PekiĢtirmeli öğrenmenin belki de en baĢarılı uygulaması, tamamen pekiĢtirmeli 

öğrenme ve kendi kendine oynama ile öğrenilen ve insanüstü bir oyun seviyesine ulaĢan 

bir tavla oyun programı olan TD-gammon'dur (Tesauro 1995). TD-gammon ajanında, 

Q-öğrenmeye benzer bir modelsiz takviye öğrenme algoritması kullanılmıĢ ve gizli 

katmanı olan çok katmanlı bir algılayıcı kullanarak değer iĢlevine (value function) 

yaklaĢılmıĢtır.  

TD-gammon'da uygulanan yöntemin baĢarılı olmasının ardından aynı yöntem satranç, 

Go ve dama da dahil olmak üzere diğer bilinen oyunlara da uygulanmıĢ ancak bu ajanlar 

tavla oyunundan daha az baĢarılı olmuĢlardır. Bu durum, tavla oyunundaki zarların 

stokastik oluĢunun ajan tarafından durum uzayının keĢfedilmesine yardımcı olduğunu 

düĢündürmüĢtür ve TD-gammon yaklaĢımının sadece tavlada çalıĢan özel bir durum 

olduğuna dair yaygın bir inanca yol açmıĢtır. (Pollack vd. 1996 )  

Son zamanlarda derin öğrenmeyi pekiĢtirmeli öğrenme ile birleĢtirmeye yönelik bir ilgi 

canlanmıĢtır. Öne sürülen bu hibrit modelde tanımlı çevreyi tahmin edebilmek için derin 

sinir ağları mimarisi ve değer iĢlevini (Sallans vd 2004) veya ilgili politikayı (Hess vd 

2012) tahmin edebilmek için ise kısıtlı Bolztmann makineleri kullanılmıĢtır.  

Özellikle robotik ve sensor teknolojilerindeki geliĢmelerle birlikte ajanları doğrudan 

görme ve konuĢma gibi yüksek boyutlu duyusal girdilerden kontrol etmeyi öğrenmek, 
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pekiĢtirmeli öğrenmenin uzun zamandır karĢılaĢtığı zorluklardan biridir. Bu alanlarda 

çalıĢan en baĢarılı pekiĢtirmeli öğrenme uygulamaları, doğrusal değer iĢlevleri veya 

politika gösterimleriyle birlikte el yapımı özelliklere dayanmaktadır. Günümüzde derin 

öğrenmedeki son ilerlemeler ile birlikte ham duyusal verilerden yüksek düzeyde 

özelliklerin çıkarılması mümkün kılınarak, bilgisayarla görü (Krizhevsky vd. 2012), 

(Sermanet vd. 2013), (Mnih vd. 2013) ve konuĢma tanımada (Dahl vd. 2012), (Graves 

vd. 2013) büyük atılımlara yol açmaktadır. Bahsi geçen çalıĢmalarda kullanılan 

yöntemlerde evriĢimli ağlar, çok katmanlı algılayıcılar, sınırlı Boltzmann makineleri ve 

tekrarlayan sinir ağları dahil olmak üzere bir dizi sinir ağı mimarisi kullanılmakta ve 

hem denetimli hem de denetimsiz öğrenmeden yararlanılmaktadır.  

Belirtilen çalıĢmalarla birlikte derin öğrenme ve pekiĢtirme öğrenmedeki geliĢmeler, 

doğrudan ham girdilerden (örneğin, görüntülerden) yapılacak eylemler dağılımına 

eĢleyen uçtan uca politikaları öğrenmeyi mümkün kılmıĢtır. Bu konudaki öncü 

niteliğindeki çalıĢma evriĢimsel sinir ağları modelini pekiĢtirmeli öğrenme algoritmaları 

ile birlikte kullanılarak olmuĢtur (Mnih vd. 2013). EvriĢimsel sinir ağları alt yapısı ilk 

kez Fukushima tarafından önerildi (1988). Ancak, ağı eğitmek için gerekli olan 

donanımların o yıllardaki yetersizliği nedeniyle yaygın olarak kullanılmadı. Sonrasında 

LeCun ve diğerleri (1998) ESA'na gradyan tabanlı bir öğrenme algoritması uygulamıĢ 

ve el yazısı basamaklı sınıflandırma problemi için baĢarılı sonuçlar elde etmiĢtir. 

EvriĢimsel sinir ağlarının, Derin sinir ağlarına kıyasla, insan görsel iĢleme sistemine 

benzer olası, 2D ve 3D görüntüleri iĢlemek için yüksek oranda optimize edilmiĢ olması 

ve 2D özelliklerinin soyutlamasını öğrenmek ve çıkarmak için etkili olması gibi birçok 

avantajı vardır. Mnih ve diğerleri (2013) bu ağ yapısı ile pekiĢtirmeli öğrenme modelini 

beslemiĢ ve klasik Atari 2600 video oyunlarında insanüstü performans sağlayan 

politikaların üretilmesi ile alakalı çalıĢmalar yapmıĢlardır. Bu çalıĢma ile görüntü 

tabanlı derin öğrenme modeli ile pekiĢtirmeli öğrenme modelinin beraber çalıĢması ile 

klasik Atari oyunlarını oynayan ajanların insandan daha baĢarılı olduğu görülmüĢtür. 

Öncü niteliğindeki bu çalıĢmanın sunmuĢ olduğu bu baĢarılı öğrenme modeli, 

sonrasında Go isimli geleneksel masa oyununda da denenmiĢ ve oyunu en iyi oynayan 

oyunculara karĢı bilgisayar galip gelmiĢtir (Silver vd. 2016).  
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Her ne kadar pekiĢtirmeli öğrenme tabanlı algoritmalarının genel bir baĢarı gösterdiği 

düĢünülse de bu alanda olumsuz örnekler mevcuttur. Hung ve diğerlerinin (2017) 

yaptığı bu çalıĢmada Atari çalıĢmasında kullanılan hedef video oyunlarında ajanı 

olumsuz etkilere sebep oldurtabilecek resimler ile karıĢtırmalar yapılmıĢ, bu sayede 

oyundaki ajan hipnotize edilmiĢ ve ajanın gelecekte daha kötü sonuçlar elde etmesinin 

mümkün olduğu gösterilmiĢtir.  

Bu makale kapsamında yapılan çalıĢma, bahsedilen Atari çalıĢmasında (Mnih vd. 2013) 

kullanılan evriĢimsel bir sinir ağının, karmaĢık pekiĢtirmeli öğrenme ortamlarındaki 

ham fotoğraf verilerinden baĢarılı kontrol politikaları öğrenmek için bu zorlukların 

üstesinden gelebileceğini göstermektedir. Bu kapsamda Atari oyunlarından farklı olarak 

RoboCode savaĢ simülatörü kullanılmıĢ, bu simülatör vasıtası ile savaĢ verilerinden 

ham fotoğraf verileri alınarak evriĢimsel sinir ağı tabanlı pekiĢtirmeli öğrenme modeli 

eğitilmiĢtir. Eğitilen bu model ile robotlar arenada savaĢılmıĢ ve RoboCode savaĢ 

arenasında performans testleri yapılmıĢtır.  

Günümüzde RoboCode savaĢ simülasyonu, ciddi oyun kategorisinde olup, dünyanın 

birçok yerinde yapay zeka eğitim aracı olarak kullanılmaktadır. Kullanıcılar tarafından 

geliĢtirilen bu robotlar RobotRumble isimli platformda yayınlanmakta, arenalarda 

savaĢtırılarak puanlandırılmakta ve en iyiler tablosu oluĢturulmaktadır. Bu turnuvalarda 

en yüksek skorlu robotlar yapay zeka destekli ajanlar olmaktadır. RobotRumble isimli 

platforma ait robotların birkaçı haricinde büyük bir çoğunluğu akademik olarak 

belgelenmemiĢ uygulamalardan oluĢmaktadır. Bu alandaki ilk akademik makaleler 

RoboCode simülatörünün çıkıĢ tarihinden birkaç yıl sonrasına dayanmaktır. Ġlk olarak 

Eisenstein (2003) genetik algoritmalar tabanlı bir robot üzerine çalıĢmalar yapmıĢ ve 

REX gibi varsayım ve davranıĢ yönelimli dilleri temel alarak en iyi Ģekilde savaĢ 

robotunun nasıl uygulanabileceğini üzerine araĢtırmalar yapmıĢtır.  

Sonraki yıllara bakıldığında RoboCode savaĢ simülatörü için geliĢtirilen yapay zeka 

robotlarının çoğunun genetik algoritmalar tabanlı olduğu görülmektedir. Shichel ve 

diğerleri (2005), evrimsel olarak tasarlanan robotları uluslararası bir RoboCode 

yarıĢmasına tanıtmak için ilk giriĢimde bulunmuĢlardır. Amaç, bu genetik evrilmiĢ 
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robotların, insan yapımı “zor kodlanmıĢ” robotlara karĢı nasıl bir güç alacağını 

görmekti. Ekstra bir meydan okuma olarak, robotlara ait kodların sadece 4 satır ile 

sınırlı olduğu bire bir HaikuBot mücadelesini seçmiĢlerdir. Tasarladıkları robotları 

geçmiĢ HaikuBot mücadelelerinin en iyi oyuncularına karĢı savaĢtırmıĢlar ve bu robot 

27 robot içerisinde üçüncü sırada yer almıĢlardır.  

Makine öğrenmesi tabanlı ilk RoboCode tankı Gade ve diğerleri (2003) tarafından 

RoboCode'un ana özelliklerinin her biri için doğru makine öğrenmesi tipini (yapay zeka 

algoritması) seçerek modüler bir hibrid ajan mimarisi ile geliĢtirilmiĢtir. Amaç, yakın 

dövüĢ savaĢında iyi performans gösteren bir robot geliĢtirmekti. Bu hibrit mimari, 

durum uzayı, tüketim katmanları ve hakem bileĢeni olmak üzere üç katmandan 

oluĢmaktadır. Alt katmanların her biri, her modülde bulunan bir modül kümesi 

kullanarak, RoboCode'un belirli bir kontrol probleminin üstesinden gelmek için 

tasarlanmıĢtır. Örnek olarak, Hedefleme ve Hedef Seçimi problemleri iki farklı 

katmandır. Bu katmanların her biri bir istekte bulunmaktadır. Örneğin “A Robotunu 

öldür”. Bu dilek, her katman tarafından düzenlendikten sonra, hakem bileĢenine 

sunulmaktadır. Hakem bileĢeni ise, RoboCode robot yapısının çözümleyebileceği 

komuta çevirmektedir.  

Aalborg üniversitesinden belgelenen bir baĢka uygulama Frøjhær ve diğerleri (2004) 

tarafından yine çeĢitli AI yöntemlerini uygulamak için bir baĢka hibrit hiyerarĢik 

mimarisi kullanmaktadır. Aalbot'tan farklı bir yönüyle Frøkjær ve diğerleri tarafından 

bir robot ekibi içinde diğer robotlar ile takım halinde çalıĢabilecek Ģekilde 

uygulanmıĢtır. Robot, her makine öğrenme yöntemini, yöntemin en uygun olduğu 

sıradüzensel düzeyde kullanmak üzere tasarlanmıĢtır. Model, Genel Strateji, Strateji 

Modülleri ve EtkileĢim Modülleri olmak üzere üç genel katmana sahiptir. Genel 

Strateji, saldırgan veya savunmacı bir strateji arasında seçim yapmak için bir Bayesian 

ağı kullanır. Bunu, Bayesian ağına belirli faktörlerin olasılığını söyleyen Strateji 

Modüllerinden (Geri Çekilme, Saldırı, Hedef Alma) geri bildirimle yapar. Son olarak, 

gerçek davranıĢ her parçanın (Radar, Silah, gövde ve takım) etkileĢim modülleri 

tarafından belirlenir.  
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Sonuç olarak, Yapılan araĢtırmalar neticesinde RoboCode simülasyonunda genetik 

algoritmalar, yapay sinir ağları ve makine öğrenmesi gibi konularda birtakım çalıĢmalar 

ve bu modeller ile birtakım robotlar geliĢtirilmiĢ olsa da bu tezin konusu dahilinde olan 

derin evriĢimsel sinir ağları kullanılarak RoboCode simülatöründen alınan görüntülerin 

iĢlenip pekiĢtirmeli öğrenme modeli ile beraber kullanıldığı bir çalıĢmaya ve bu yönde 

geliĢtirilmiĢ bir robota rastlanmamıĢtır. Bu sebeple Mnih ve diğerleri (2013) tarafından 

baĢarısı kanıtlanan modelin Atari oyunları tanımlı çevresi ek olarak RoboCode gibi 

durum ve eylem uzayı daha büyük ve kompleks bir çevrede uygulanması bu bakımdan 

akademik bir yenilik taĢımaktadır. 
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5. METODOLOJĠ 

Bilgisayarla görü ve konuĢma tanıma alanındaki son geliĢmeler ile birlikte derin sinir 

ağlarının çok geniĢ bir eğitim setinde etkili bir Ģekilde eğitildiği görülmüĢtür. En baĢarılı 

yaklaĢımlar, stokastik geriye gradyan iĢlemine dayanan hafif güncellemeler kullanılarak 

doğrudan ham girdilerden eğitilir. Derin sinir ağlarına yeterli veri besleyerek, el yapımı 

özelliklerden daha iyi sunumlar öğrenmek çoğu zaman mümkündür (Krizhevsky vd 

2012). Bütün bunlara ek olarak pekiĢtirme öğrenme algoritmasını doğrudan RGB 

görüntüleri üzerinde çalıĢan derin sinir ağına bağlayarak ve stokastik geriye gradyan 

güncellemeleri kullanarak eğitim verilerini verimli bir Ģekilde iĢleyen ve bu sayede 

video oyunlarını insanüstü performans ile oynayabilen ajanlar geliĢtiren çalıĢmalar da 

oldukça baĢarılı olmuĢtur (Mnih vd. 2013). Bahsi geçen bu çalıĢmalar ve bu 

çalıĢmalarda alınan baĢarılar, tez kapsamında RoboCode simülasyonuna ait robotların 

eğitilmesi için simülatöre ait RGB görüntüleri üzerinde çalıĢan derin sinir ağına bağlı 

pekiĢtirici öğrenme modeli kullanma fikrini doğurmuĢtur.  

Tesauro'nun (1995) TD-Gammon ve Mnih'in (2013) Atari mimarileri, tez kapsamındaki 

yaklaĢım için bir baĢlangıç noktası olmaktadır. Bu mimariler değer iĢlevini tahmin eden 

bir ağın parametrelerini, algoritmanın çevre ile olan etkileĢimlerini kullanarak 

güncellemektedirler. Atari mimarisinde TD-Gammon'dan farklı olarak, ajanın geçmiĢ 

deneyimlerine ait değerlerin saklanarak ağın eğitildiği deneyim tekrarı konsepti 

kullanılmıĢtır (Lin. 1993). Deneyim tekrarı ile algoritmanın iç döngüsü sırasında, Q-

öğrenme güncellemeleri veya parçalı (minibatch) eğitim güncellemeleri, saklanan bu 

deneyim tekrarı örnekler havuzunda rastgele çekilen deneyim örneklerine uygulanarak 

ağ eğitilmektedir. Eğitim sonrasında ajan epsilon greedy politikasına uygun olarak bir 

eylem seçmekte ve bu eylemi yürütmektedir. Deneyim tekrarı yönteminin birçok 

avantajı bulunmaktadır (Sutton vd. 2017). Ġlk olarak, deneyim tekrarı yönteminin 

aksine, ardıĢık girdiler kullanılarak doğrudan öğrenme modelinde, girdiler arasındaki 

güçlü korelasyonlar nedeniyle çeĢitlilik yetersizdir. Girdilerin randomize edilmesi bu 

korelasyonları kırmakta ve bu nedenle ağ güncellemelerinin varyansını azaltmaktadır. 

Bu sayede deneyim tekrarı, önceki durumlara ait davranıĢ dağılımlarının birçoğunun 

ortalamasını almakta ve öğrenmeyi yumuĢatarak parametrelerde salınım veya sapmaları 
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önlemektedir. Bahsi geçen konseptin Atari mimarisinde baĢarılı sonuç verdiği 

görülmüĢtür. Bu sebeple bu tez kapsamında da derin sinir ağı yapısının öğreniminde 

deneyim tekrarı kullanılmıĢtır. Bu kapsamda kullanılan algoritma sadece son    sayıda 

deneyim dizisini hafızada saklar ve güncellemeleri gerçekleĢtirirken rastgele olarak 

 ‟den örnekler alır. Bu yaklaĢım bazı açılardan problemlidir, çünkü bellek tamponu 

önemli geçiĢleri ayırt edememekte ve bellek boyunun ( ) sonlu olması nedeniyle her 

zaman son geçiĢlerin üzerine yazılmaktadır.(Mnih vd. 2013).  

Tez kapsamında RoboCode simülatörü kullanılarak derin sinir ağları tabanlı 

pekiĢtirmeli öğrenme algoritması uygulanması hedeflenmiĢtir. PekiĢtirmeli öğrenme 

modellerinden Q-öğrenme tekniği kullanılmıĢ ve derin öğrenme tekniklerinden evriĢimli 

sinir ağları ile q-tablosu oluĢturulmuĢtur. EvriĢimli sinir ağları eğitimi için RoboCode 

simülatörü kullanılarak arenadaki robotların ekran görüntüleri ağa girdi olarak verilmiĢ 

ve ödül fonksiyonları ile ağın istendik yönde eğitilmesi sağlanmıĢtır. RoboCode arenası 

ön tanımlı olarak 800 piksel geniĢlik ve 600 piksel yükseklik çözünürlüğüne sahiptir. 

Robotların mücadele ettiği arenanın çözünürlük değerleri için bu ön tanımlı ayarlara 

sadık kalınmıĢtır. 

5.1 Model Mimarisi 

ÇalıĢma kapsamında evriĢimli sinir ağları girdisi için ilk olarak arenaya ait ekran 

görüntüleri periyodik olarak kaydedilmiĢ ve bu görüntüler üzerinden iĢlem yapılmaya 

karar verilmiĢtir. RoboCode uygulamasına ait herhangi bir periyodik ekran görüntüsü 

alma özelliği olmadığından ilk olarak RoboCode programını çalıĢtırarak ekran 

görüntülerini periyodik alabilen bir program geliĢtirilmiĢtir. GeliĢtirilen programın 

sonucundan bahsedilen iĢlemin birkaç dezavantajı olduğu görülmüĢtür. Ġlk olarak ekran 

görüntüsü alan program ile RoboCode arenasındaki kare hızı (fps) farklılığından dolayı 

arenaya ait bütün karelerin kaydedilememesi sorunu meydana gelmiĢtir. Ġkinci olarak, 

uygulama grafik arayüzü olmadan çalıĢabilmektedir ve bu sayede arenadaki savaĢlar 

çok hızlı sonuçlanabilmektedir. Uygulamanın görsel arayüzü kullanılarak ekran 

görüntüsü alınması ile modelin eğitilmesi, modelin öğrenme süresini ciddi miktarda 

uzatmaktadır. Bu sebeple RoboCode arenasındaki robotların konum ve doğrultu bilgileri 
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ile arenada atılan mermilerin konum bilgileri kullanılarak ağa girdi olarak verilecek 

görüntünün üretilmesini sağlayan bir program yazılmıĢtır. Bu program ile arenanın 

gösterimine benzer görüntüler elde edilmiĢ olup ekran görüntüsü almanın getirmiĢ 

olduğu dezavantajlar elimine edilmiĢtir.  

Bir sinir ağı kullanılarak eğitilecek q-öğrenme algoritmasında q değerinin elde 

edilebilmesi için ağa verilecek girdiler için birkaç olası yol vardır. Tarih ve eylem, Q-

değerlerinin skaler tahminlerine eĢleĢtiği için, önceki bazı yaklaĢımlar tarafından iki 

değer birden sinir ağına girdi olarak kullanılmıĢtır (Riedmiller 2005). Bu tür mimarinin 

ana dezavantajı, her bir eyleme ait Q değerini hesaplamak için ağa ayrı bir ileri geçiĢ 

yapılması gerektiği ve bu iĢlemin de eylem sayısıyla doğrusal olarak ölçeklenen bir 

maliyete yol açmasıdır. Bu modelin yerine proje kapsamında, her olası eylem için ayrı 

bir çıkıĢ biriminin bulunduğu bir mimari kullanılmakta ve sadece ajanın durumu sinir 

ağına girdi olarak verilmektedir. Böylece ağa ait her bir çıkıĢ değeri, giriĢ durumu için 

bireysel eylemin öngörülen q değerlerine karĢılık gelir. Bu tür tanımlanan bir mimarinin 

temel avantajı, belirli bir durumda tüm olası eylemler için q değerinin ağda yalnızca bir 

ileri geçiĢle hesaplayabilme yeteneğidir.  

EvriĢimsel sinir ağları mimarisine girdi olarak verilecek ekran görüntüleri RoboCode 

arenasına ait o anki durumu ifade etmekte olup ağın eğitilmesi için kısıtlı bir bilgiye 

sahiptir. Farklı bir deyiĢle t anındaki ekran görüntüsü girdisi için robotların ve 

mermilerin bulunduğu konumlar algılanabilir fakat mermilerden kaçabilmek ve etkili 

saldırılar yapabilmek için robot ve mermilerin hareket yönleri bilgisine de ihtiyaç 

vardır. Bu bilginin elde edilebilmesi için t+1 anındaki ekran görüntüsü kullanılabilir. 

Birden fazla kareyi aynı anda iĢleyerek tanımlanacak evriĢimsel sinir ağına girdi olarak 

vermek bu kareler arasındaki akıĢ bilgisini de koruyacak ve ağın daha güçlü 

kestirmelerde bulunmasını sağlayacaktır. Bu sebeple oluĢturulan modelde bir t anına ait 

kare ile birlikte t+1, t+2, t+3 kareleri de kullanılmıĢ ve ağa girdi olarak verilmiĢtir.  

Her ne kadar RoboCode arenada istenilen sayıda robot ile savaĢmaya izin verse de, tez 

kapsamında yapılan araĢtırmalar ve oluĢturulan öğrenme modellerinin geliĢtirilmesi için 

sadece bire bir savaĢlar tercih edilmiĢtir. Ġlk olarak ağın eğitimi için herhangi bir mermi 
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atıĢında bulunmayan ve hareket etmeyen SittingDuck isimli önceden tanımlı robot 

kullanılmıĢtır. Bu görev basit görünmesine rağmen ajana baĢarılı bir politikaya 

yaklaĢmayı öğretmek için birkaç temel uygulama detayına sahiptir. Ġlk olarak bu robotla 

mücadele ile yumurtlama noktaları her bölümde rastgele olan RoboCode‟da, ağın rakip 

robota yönelmeyi, uygun bir mesafeye girmeyi öğrenmesi amaçlanmaktadır.  

RoboCode uygulamasında pekiĢtirmeli öğrenme ajanı yetiĢtirme konusundaki 

zorluklardan birisi de, ajanın oyunlar arasında paylaĢılması garanti edilmeyen ağır kum 

havuzunda (sandbox) çalıĢtığıdır. Robotlar güvenlik ve robotların oyunda hile 

yapılmasını önlemek nedeni ile ana bilgisayardaki kaynaklara sınırlı eriĢime sahiptir ve 

dıĢarıdan herhangi bir Java kütüphanesi kullanılamamaktadır. Bu sebeple, robotların 

anlık konumları, sağlık durumları, kazandıkları puanlar ve ödüller gibi derin sinir ağları 

modeli için gerekli bilgileri ana bilgisayardaki herhangi bir konuma raporlayabilmesi 

mümkün değildir. Bu sorunun çözümü için yapay sinir ağı modelinin eğitiminin ve 

eğitilen modelin kaydedilmesi iĢlemlerinin, robot geliĢtirme sürecinin dıĢında 

gerçekleĢtirilmesi sonucuna varılmıĢtır.  

ÇalıĢma kapsamında bahsi geçen sorunun çözümü için, http veri protokolü kullanılarak, 

savaĢ esnasında ajandan edinilen deneyim örneklerini sürekli dinleyen, bunları bellekte 

saklayan, öğrenim modelini robottan gelen girdilere göre güncelleyen, robotun 

kendisine gönderdiği durum bilgilerini kullanarak optimal eylemin ne olduğuna karar 

vererek robota geri bildirimde bulanan, periyodik olarak ağdan gelen bilgileri bir 

dosyaya kaydeden iĢlem dıĢı bir Python programı geliĢtirilmiĢtir. Bu program ile ağın 

eğitilmesi ve en uygun eylemin uygulanabilmesi için robot ile gerekli olan iletiĢim http 

sunucusu üzerinden gerçekleĢmektedir. Ajan, oyuna baĢladıktan sonra sunucu ile 

arasında bir UDP bağlantısı açmakta ve modeli besleyecek girdileri sunucuya 

göndermektedir. Ajan aynı zamanda arenada savaĢın baĢlamasından itibaren her durum 

için modelin verdiği eylem kararını sunucudan sorgulayarak dönen cevabı 

uygulamaktadır. RoboCode simülasyonuna ait kısıtlamaların nasıl üstesinden 

gelindiğine dair çalıĢma ġekil 5.1 ile gösterilmiĢtir. ġekilde ifade edilen senaryoda ajan 

çevre ile ilgili verileri anlık olarak sunucuya göndermektedir. Sunucu, ajanın göndermiĢ 

olduğu bu verileri kullanarak evriĢimli sinirsel ağ modelinin ihtiyaç duyduğu görüntüyü 
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üretmekte ve modele girdi olarak vermektedir. Verilen girdi sonucunda modelin 

sunduğu en optimal eylem sunucu üzerinden UDP bağlantısı ile ajana gönderilir. Ajanın 

sunucuya eğitim için gönderdiği savaĢ ile ilgili veriler aĢağıda açıklanmaktadır: 

 

ġekil 5.1 Ajan ve sunucu arasındaki iliĢkiyi gösterir akıĢ Ģeması 

 X ve Y koordinatları: Ajan kendisinin ve radar taraması sonucunda bulduğu 

rakip robotun bulunduğu x ve y koordinatlarını sunucuya gönderir. 

 Doğrultu: Ajan Kendisinin ve radar taraması sonucunda bulduğu rakip robotun 

doğrultularını sunucuya gönderir. 

 Mermi: Ajan düĢmana ait mermilerin konumlarını sunucuya gönderir. Ajanın 

fırlatmıĢ olduğu mermilerin koordinatları sunucuya gönderilen bilgiler içerisinde 

yer almamaktadır.  

 Enerji: Ajan kendisinin ve radar taraması sonucunda bulduğu rakip robotun 

sahip olduğu enerjileri sunucuya gönderir. Bu bilgiler görüntü üretimi için değil, 

ödül sinyali için kullanılmaktadır. 

Model sunucusuna robotun gönderdiği bilgiler, görüntü üreteci yardımcı programı ile 

evriĢimsel sinir ağları modeline uygun olan görüntülere dönüĢtürülmektedir. Ajanın 

arenada galip gelmesini sağlayacak robotların ve mermilerin konumları ile robotların 

doğrultuları bilgilerinin üretilen görüntünün içerisinde bulunması gerekmektedir. 
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Projede arenadaki robotlara ait doğrultu bilgilerini resim içerisinde ifade edebilmek için 

RoboCode uygulamasının aksine; robot nesnelerinin kare formasyonunda değil üçgen 

formasyonunda üretilmesine karar verilmiĢtir. RoboCode arenasının sunduğu görüntü 

ve bu görüntünün evriĢimsel sinir ağı girdisi olarak kullanılacak hale getirilmiĢ durumu 

ġekil 5.2 ile gösterilmiĢtir. 

 

ġekil 5.2 RoboCode arenasına ait bir ekran görüntüsü (solda) ve bu görüntüye ait sinir ağı 

girdisi (sağda) 

Görüntü üretecinin elde ettiği resimlere ait 128 renk paleti ve 800 × 600 piksel görüntü 

olan ham savaĢ görüntüleri ile doğrudan çalıĢmak ve ağı bu görüntüler ile eğitmek çok 

fazla hesaplama yükü getirmektedir. Bu nedenle girdiyi evriĢimli sinir ağları modeline 

uygun hale getirebilmek için girdi boyutlandırmasını azaltmayı amaçlayan temel bir ön 

iĢleme adımı uygulanmaktadır. Ham görüntüler önce RGB renk yelpazesinden gri 

skalaya dönüĢtürülmüĢ, boyutlandırma için 80x60 çözünürlükler kullanılmıĢtır. 

EvriĢimli sinir ağları modeline uygun resim girdileri için gerekli matris operasyonlarının 

kolaylığı ağ tasarımını kolaylaĢtırdığı için kare çerçeveye sahip resimler ile çalıĢılması 

daha avantajlı olmaktadır.(Krizhevsky vd 2012) Bu sebeple belirlenen boyutlandırma 

ölçüleri kare olacak Ģekilde tekrar düzenlenmektedir. Arenada bulunan her noktaya 

robotların eriĢimi olduğundan resmin kırpılması bilgi kaybına yol açmaktadır. Bu 

sebeple bu iĢlem resmi kıparak değil resme ait küçük kenarı gererek çözülmüĢtür. Bu 

iĢlem sonucunda hedef resim çözünürlüğü 80x80 olmuĢtur. 
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RoboCode arenasındaki bir ajan rakip robotlara ait doğrultu, konum ve mermi 

bilgilerine yalnızca rakip robotu radarı ile taradığında ulaĢabilmektedir. Görüntü 

üretecinin rakip robotlara ait bilgiler ile görüntü oluĢturduğu ve ağı eğittiği 

düĢünüldüğünde ajan yalnızca rakip robotu radarı ile yakaladığında sunucuya bilgi 

gönderebilmektedir. Robotun sunucuya rakip hakkında olabildiğince çok veri 

gönderebilmesi için projede robot radarı kendi ekseni etrafında sürekli hareket 

ettirilmektedir. Bu sayede ajan radar görüntüsü ile rakip robotu yakaladığı anda 

sunucuya gerekli bilgileri göndermektedir. Bu durum toplanacak bilgi miktarını 

azaltmakta iken rakip robotun olmadığı görüntülerin üretilmesinden doğacak 

tutarsızlıkların meydana gelmesini engeller. 

RoboCode arenasında bir ajan için belirlenecek eylem setleri çok çeĢitli olabilmektedir. 

Bu tez kapsamında aĢağıdaki eylem setleri belirlenmiĢtir.  

• Sağa 10 derece dön  

• Sola 10 derece dön  

• 5 piksel ileriye git  

• 5 piksel geriye git  

• 1 atıĢ gücü ile ateĢ et 

RoboCode ortamı sağa-sola dönüĢler, ileri-geri hareketler ve merminin gücü için farklı 

değerlere izin verse de bu değerler problemi basitleĢtirebilmek için sabitlenmiĢtir.  

Her ne kadar RoboCode ortamı savaĢ sonunda yapılan eylemlere göre bir puan veriyor 

olsa da bu puanı doğrudan almak ve ağa iletmek mümkün olmamaktadır. RoboCode 

doğrudan bir ödül sinyali sağlayamadığından yapay olarak bir ödül sinyali oluĢturulması 

gerekmektedir. Bu konuda akla gelebilecek en standart yaklaĢım, ajanın savaĢı kazanıp 

kazanmadığına bağlı olarak sadece terminal durumlarında +1 veya -1 ödül vermektir. 

Ağ ilk bahsedilen yaklaĢım ile eğitilmeye çalıĢılmıĢ fakat bu yöntem ile ödül sinyalinin 

oldukça seyrek frekansa sahip olduğu ve ajanın makul bir politika öğrenebilmesi için 

yeterince sinyal alamadığı görülmüĢtür.  
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RoboCode ortamında galip gelebilmek için uygulanan genel kazanma stratejileri 

incelendiğinde, bir arenada robotlara karĢı üstün olabilmenin temel yolunun rakip 

robottan daha fazla enerjiye sahip olmasından geçtiği genel kanıdır. Bu sebeple ödül 

sinyali için temel odağın robotların sahip olduğu enerjilere bağlı bir iĢlev olması 

gerektiği düĢünülmüĢtür. Sahip olunan enerjiler düĢünüldüğünde robotların t anındaki 

enerjileri arasındaki farklar o an hangi robotun kazanma yolunda daha önde olduğuna 

dair bilgiler verse de robotların t-1 anındaki enerjilerin de ödül iĢlevine dahil olması 

düĢünülmüĢtür. Bu durum ödül iĢlevinin, robotların merminin isabetinden kaynaklanan 

mermi düĢüklüğü bilgisini de içermesi anlamına gelmektedir. Robotlara ait t ve t-1 

anındaki enerjilerini içeren ödül iĢlevi aĢağıdaki gibi belirlenmiĢtir: 

                       

Fonksiyonda    ajanı    ise rakibi ifade etmektedir. Bu formül zamana bağlı olarak 

ajanın ilerledikçe tutarlı bir pozitif ödül almasını sağlamaktadır.  

Ġndirim faktörü ( ) değeri 0.99 olarak tanımlanmıĢ, bu değer ile ilk gelen ödüllere daha 

hafif bir öncelik verilmiĢtir. 

Mnih ve diğerleri (2013)‟nin Atari projesinde kullandığı gibi proje kapsamında ajanın 

eğitiminde epsilon-açgözlü politika uygulanmıĢtır. Bu kapsamda sinir ağı modeli bir 

eylemi seçerken uyguladığı maksimum q değerine ait eylemi seçmesi iĢlemi 1-epsilon 

seçim ihtimali ile sınırlandırılmaktadır. Bu sayede model epsilon ihtimali kadar rastgele 

eylem seçebilmektedir. Bu sayede ajanın öğrenimi sırasında epsilon değerine göre 

rastgelelik ile bir noktaya yakınsamasının önüne geçilmektedir. Projede yapılan 

deneyler sonucunda ilk 40.000 eğitim güncellemesinde epsilon değeri 1 ile 0.1 arasında 

oranlanmıĢ ve daha sonra 0.1‟de sabitlenmiĢtir. Bu durum ağın eğitim erken dönemde 

durum uzayını iyice keĢfetmesine ve sonrasında doğru stratejiyi daha da geliĢtirebilmek 

için öğrendiği politikayı kullanmaya daha fazla odaklanmasına izin vermektedir. 

Ağ yapısı 80x80 ekran görüntüleri ile ardıĢık 4 kare ile üretilen 80 x 80 x 4 lük girdi le 

oluĢturulmuĢtur. EvriĢimli sinirsel ağa ait ilk gizli katman, giriĢ görüntüsüyle 4 adımlık 
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(stride) 16 adet 8×8 filtrelerden oluĢmakta olup her biri doğrusal olmayan bir 

doğrultucu (nonlinear rectifier ) uygular (Nair vd. 2010). Ġkinci gizli katman 32 adet 4 x 

4 filtreleri 2 adım ile tekrar birleĢtirmekte ve ardından bir kez daha doğrusal olmayan 

doğrultucu uygulamaktadır. Ağa ait son gizli katman birbirlerine tamamen bağlanmıĢ 

256 doğrultucu ünitesinden oluĢan sinir ağları modelinden oluĢmaktadır. ÇıkıĢ katmanı, 

her geçerli iĢlem için tek bir çıkıĢa sahip, tam olarak bağlanmıĢ bir doğrusal katmandır. 

Ağa ait çıktılar daha önce belirtilen 5 aksiyondan (Sağa 10 derece dön, Sola 10 derece 

dön, 5 piksel ileriye git, 5 piksel geriye git, 1 atıĢ gücü ile ateĢ et) oluĢmaktadır.  

Belirtilen modelin yapısı ġekil 5.3 ile gösterilmiĢtir. 

 

ġekil 5.3 EvriĢimsel derin Q ağı model 
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6. DENEYLER 

Ağ eğitimi kapsamında ilk olarak SittingDuck isimli hareket etmeyen ve herhangi bir 

mermi ateĢlemesi eyleminde bulunmayan önceden tanımlı robot seçilerek evriĢimli sinir 

ağı eğitilmesi amaçlanmıĢtır. Bahsedilen derin sinir ağları hücrelerine ait ağırlık 

değerleri, ajanlardan gelen girdiler ile her tur sonunda kaydedilmektedir. Kaydedilen bu 

değerler tur baĢlangıcı ile yeniden yüklenmekte ve robotlar daha önce eğitilmiĢ 

modeller ile eğitilmektedir. Bu sayede eğitilen modele ait tecrübelerin kümülatif artması 

ve ajanın arenada oynadığı her savaĢta daha iyi skorlar elde etmesi amaçlanmıĢtır.  

Denetimli öğrenme algoritmalarına ait uygulamalarda bir modelin eğitim sırasındaki 

performansı, eğitim ve validasyon setleri değerlendirilerek kolayca izlenebilmektedir. 

Ancak, pekiĢtirmeli öğrenme algoritmalarında, bir ajanın eğitimi sırasındaki ilerlemesini 

doğru bir Ģekilde değerlendirebilmek denetimli öğrenme kadar kolay olmamaktadır. 

Genel bir ölçüt olarak (Bellemare vd 2013) pekiĢtirmeli öğrenme algoritmalarındaki 

baĢarının, ajanın bir turda veya oyunun genelinde topladığı toplam ödül miktarı ile 

orantılı olduğu düĢünülmektedir. Bu düĢünceye uygun olarak toplam ödül miktarı 

eğitim sırasında periyodik olarak toplanarak performans ölçümü yapılmıĢtır. Toplam 

ödül metriği çok gürültülü olma eğilimindedir, çünkü bir politikanın ağırlığındaki küçük 

değiĢiklikler, politikaların ziyaret ettiği durumların dağılımında büyük değiĢikliklere yol 

açabilmektedir. 

Deney kapsamında modelin eğitimine ilk olarak SittingDuck robotuyla baĢlanmıĢtır. Bu 

sayede bahsi geçen rakip robot ile savaĢan ve galip gelmeye baĢlayan robotun, eğitim 

sonunda doğru mermi atıĢı eylemini öğrenme eğiliminde olacağı düĢünülmüĢtür. Bu 

sebeple SittingDuck robotu ajan robot tarafından %100 baĢarı elde edilinceye kadar 

arenada savaĢtırılmıĢ ve ajan 4000‟in üzerinde mücadele sonrasında nihayet baĢarıyla 

hedeflenen politikayı öğrenmiĢtir. Eğitim sırasında  -açgözlü strateji izlenmiĢ ve   

değeri 0.1 de tutulmuĢtur. Eğitim boyunca tur baĢına elde edilen toplan ödüllere ait 

grafik ġekil 6.1 ile gösterilmiĢtir.  
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ġekil 6.1 SittingDuck isimli robotla yapılan mücadeleye ait ajanı öğrenme performansı 

Öğrenme boyunca dikkat çekici bir diğer nokta ise hedeflenen Ģekilde robotun zaman 

içerisinde mermi ateĢlemesi eylemine ağırlık vermeye ve sonrasında mermi atıĢ 

eylemini giderek arttırmaya baĢlamasıdır. Bu durumu raporlayabilmek için ajanın 

uyguladığı bütün eylemler depolanmıĢ ve sonrasında görselleĢtirilmiĢtir. Ajanın 

öğrenim boyunca uyguladığı eylemlerin miktarları ġekil 6.2 ile ve bu eylemlerin 

iterasyonlar aralığındaki dağılımları ġekil 6.3 ile verilmiĢtir.  

Eğitilen ajanın SittingDuck robotunun ardından Corners isimli, arenada köĢelere 

yönelerek radar ile tarama yapabilen ve radar alanına giren robota mermi atıĢında 

bulunan baĢka bir ön tanımlı robot ile savaĢtırılması hedeflenmiĢtir.  
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ġekil 6.2 SittingDuck isimli robotla savaĢta model eğitimi boyunca seçilen eylemlerin yüzdesi 

 

ġekil 6.3 Eğitim 1‟inci, 2‟nci, 3‟üncü ve 4‟üncü çeyreklerindeki seçilen eylemlerin yüzdesi 
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Hedeflenen eğitim için SittingDuck robotu ile önceden eğitilmiĢ ağ ve değerler 

kullanılarak arenada Corners robotu ile yaklaĢık 4000 savaĢ yapılmıĢ ve ġekil 6.4 ve 

Ģekil 6.5 de görüldüğü gibi modelin var olan yaklaĢımlar ile Corners gibi agresif 

rakiplere karĢı baĢarısız olduğu gözlemlenmiĢtir. 

 

ġekil 6.4 Corners robotu ile yapılan savaĢlar sonucunda elde edilen RoboCode skorları. 

 

Eğitim sonucunda, ajan mermi ateĢleyen rakiplerine karĢı eğitilmediğinden, Corners 

robotuna karĢı baĢarısız olmuĢtur. ÇalıĢma kapsamında robotun SittingDuck robotuna 

karĢı almıĢ olduğu baĢarının sonrasında var olan eğitim modeli ile Corners robotuna 

karĢı baĢarısızlığı üzerine yoğunlaĢılmıĢtır. Bu sebeple ağın eğitimi için birtakım 

optimizasyonlar uygulanmıĢtır. Bahsedilen optimizasyonlar aĢağıda belirtilmiĢtir: 

Bir RoboCode ajanın en büyük öğrenme zorluklarından biri, robotun ödüle daha 

önceden belirlenmiĢ bir ödül sinyalinin varlığında bile seyrek ulaĢmasıdır. Bunun 

nedeni belirlenen ödül iĢlevi düĢünüldüğünde, robotun herhangi bir olumlu ödül 

görebilmesi için rakip robotu rastgele yönlerde ateĢ ederek vurması gerektiğidir. Benzer 

olarak belirlenen ödül iĢlevi düĢünüldüğünde robotun attığı mermi kendisinin de 
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enerjisini düĢüreceğinden hedefe çarpmayan her mermi ajanın negatif ödül almasına 

sebep olacaktır. Sonuç olarak ajan erken dönemde sadece epsilon değeri 1 iken 

rastgelelik sayesinde olumlu birkaç ödül geçiĢi görebilecektir. Ajanın baĢlarda etkisi 

altına kalacağı rastgeleliği arttırabilmenin sonrasında ödüle ulaĢmasında olumlu etkisi 

vardır. Bu sebeple epsilon değerinin eğitim baĢında 1 değeri ile baĢlayıp sonrasında 

doğrusal olarak azalarak her 100 iterasyonda 0.2 değerine sıçraması öngörülmüĢtür. 

Iterasyon boyunca epsilon değerinin zamanla değiĢimi ġekil 6.5 ile gösterilmiĢtir. 

 

ġekil 6.5 Corners robotu için uygulanan epsilon stratejisi, baĢlangıçta lineer azalma devam 

etmekte ve sonrasında her 100 iterasyonda epsilon değeri güncellenmektedir 

Bütün bunlara ek olarak robotun SittingDuck isimli robot ile öğrendiği ateĢ etme ve ileri 

gitme aksiyonlarının, saldırgan olan Corners robotu için baĢarıya ulaĢılamaması sebebi 

ile ağın bahsedilen optimizasyonlar ile baĢtan eğitilmesine karar verilmiĢ bu sayede 

ajanın öğrenme süreci boyunca önceki modele kıyasla daha dengeli aksiyonlar 

üretebilmesi hedeflenmiĢtir. Corners robotu ile önceden yapılan 4000 savaĢ tekrar 

yapılarak ağ eğitilmiĢtir. Eğitilen bu ağa ait skor değerleri ve uygulanan aksiyon 

dağılımları Ģekil 6.6 ve Ģekil 6.7 ile gösterilmiĢtir. 
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ġekil 6.6 Corners robotu ile yapılan savaĢlar sonucunda elde edilen yeni RoboCode skorları. 

 

ġekil 6.7 Eğitim 1‟inci, 2‟nci, 3‟üncü ve 4‟üncü çeyreklerindeki seçilen eylemlerin yüzdesi 

ġekil 6.6 ve Ģekil 6.7 grafiklerinin ıĢığında, Corners robotu ile yeniden eğitilen ajanın 

eğitim sonucunda vermiĢ olduğu dengeli karaların RoboCode skoruna da yansıdığı ve 
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elde edilen modelin daha baĢarılı olduğu yorumu yapılmıĢtır. Elde edilen hedef eğitimi 

modeli kaydedilerek RoboCode simülatöründe önceden tanımlı robotlar ile arenada 

savaĢtırılmaya devam edilmiĢtir. Ajanın dengeli eğitilmesi için ön tanımlı robotların her 

biri ile ilk olarak 100‟er iterasyon savaĢ yapılmıĢ ve bu sayede modelin bütün robotlara 

ait tecrübelerden yaralanarak kümülatif olarak eğitilmesi amaçlanmıĢtır. Bahsedilen bu 

model sonraki her 100 iterasyon için uygulanarak robotun kümülatif öğrenmesi 

sağlanmıĢtır. Yapay zeka ajanı RoboCode simülatörüne ait ön tanımlı robotlardan her 

biri farklı savaĢ stratejisine sahip Walls, Corners, Traker, SpinBot, RamFire isimli 

robotlar ile ayrı ayrı 2800‟er adet mücadeleye katılmıĢ ve yapılan bu mücadelelere ait 

RoboCode skorları Ģekil 6.8 ile gösterilmiĢtir. 
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ġekil 6.8 Ajanın farklı ön tanımlı Robotlara karĢı göstermiĢ olduğu performans 

2800‟er mücadele sonucu elde edilen model Ģekil 6.8 de görüldüğü gibi, ön tanımlı 

robotlar karĢısında yüksek puanlar almayı baĢarabilmiĢtir. Modelin elde etmiĢ olduğu 

baĢarı sonrasında, tez kapsamında bahsedilen RobotRumble isimli, kullanıcıların 

geliĢtirmiĢ oldukları robotları yükleyebilmesine imkân tanınan platformda bulunan 

robotlar ile mücadele etmesi hedeflenmiĢtir. Bu kapsamda eğitilen model ile, 

RobotRumble platformunda halihazırda bulunan makine öğrenmesi tabanlı Bl4ck, QBot, 

Net isimli 3 farklı robot ayrı ayrı mücade etmiĢtir. Bu mücadelelere ait ilk 400 

karĢılaĢmanın sonucunu gösteren grafik ġekil 6.9 ile gösterilmiĢtir. 
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ġekil 6.9 Eğitilen ajanın Bl4ck, Net ve QBot isimli robotlara karĢı almıĢ olduğu skorlar 

Bahsedilen makine öğrenmesi tabanlı Bl4ck, Net ve QBot isimli robotların, bir diğer 

deney kapsamında, eğitilen ajanın daha önce eğitimi esnasında karĢılaĢmıĢ olduğu ön 

tanımlı Walls, Corners, Traker, SpinBot, RamFire isimli robotlar ile mücadele 

ettirilmesi kararlaĢtırılmıĢtır. Bu kapsamda makine öğrenmesi tabanlı robotlar, arenada 

ayrı aynı ön tanımlı robotlar ile birebir olacak Ģekilde 100 iterasyon boyunca mücadele 

ettirilmiĢtir. Bütün bunlara ek olarak tez kapsamında elde edilen ajan da 100 iterasyon 

boyunca ön tanımlı robotlar ile mücadele ettirilmiĢ ve diğer robotlar ile skorları 

karĢılaĢtırılmıĢtır. Elde edilen skorlara ait grafik ġekil 6.10 ile gösterilmiĢtir. 

 

ġekil 6.10 Makine öğrenmesi tabanlı robotların ön tanımlı robotlar ile mücadelesiyle elde edilen 

skorlar 
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7. SONUÇ 

Teknolojik geliĢmelerin hızla ilerlediği günümüzde, yapay zeka, makine öğrenmesi ve 

robotik konularındaki araĢtırmalar sektörün istekleri ile birlikte önceki senelere göre 

dikkate değer geliĢmeler göstermiĢtir.  Bu konu akademik araĢtırmalarda da kendine 

oldukça fazla yer bulmuĢ ve bu konulara artan ilgi logaritmik hızda artarak devam 

etmektedir. 

Tez kapsamında yapay zeka konusunun alt konularından olan makine öğrenmesi konusu 

dahilinde çalıĢmalar yapılmıĢ, son zamanlarda derin sinir ağlarının eriĢilebilir ve güçlü 

bir araç haline gelmesi ile birlikte önemli atılımların olduğu pekiĢtirmeli öğrenme 

modellerinden Q öğrenme metodu kullanılarak RoboCode savaĢ simülasyonuna ait 

robotların eğitilmesi amaçlanmıĢtır. Bu konu ile alakalı literatür taraması yapıldığından 

q öğrenme modelinin güçlü varyasyonlarından olan derin evriĢimsel q öğrenme ile 

herhangi bir RoboCode robotunun geliĢtirilmediği görülmüĢ ve bu metot kullanılarak 

RoboCode savaĢ arenasında baĢarılı olabilecek robotun eğitilmesi hedeflenmiĢtir.  

Bu makale, pekiĢtirmeli öğrenme modeli için daha önce kullanılan (Mnih vd. 2013) 

evriĢimsel sinir ağları mimarisini RoboCode simülasyonu için ortaya koymuĢ ve girdi 

olarak sadece arenadan gelen ham pikselleri kullanarak Atari 2600 bilgisayar oyunlarına 

ait çalıĢmaya benzer Ģekilde zor kontrol politikalarında ustalaĢabildiğini göstermiĢtir. 

Atari oyunlarına kıyasla RoboCode, oldukça geniĢ eylem ve durum kümesine sahiptir. 

Ek olarak simülasyonun güvenlik sebebi ile bilgisayara ait kaynaklara eriĢimi 

konusunda çeĢitli kısıtlamaları mevcuttur. Bu kısıtlamaların önüne geçebilmek için 

robotla haberleĢebilen ve robotun gelecekte yapacağı eylemleri iletebilen bir sunucu 

modeli kurulmuĢ ve robotun bu sunucu ile sürekli konuĢması sağlanmıĢtır. Robottan 

elde edilen bilgiler ıĢığında hedef evriĢimli sinirsel ağ modeli arenayı sürekli 

deneyimlemiĢ ve ajanı yönlendirmiĢtir.  

Bahsi geçen geniĢ eylem ve durum kümesine rağmen proje kapsamında Atari 2600 

oyunlarında kullanılan modele ait hiperparemetreleri kullanarak evriĢimsel sinir ağı 

modeli oluĢturulmuĢtur. Model eğitimi esnasında sinir ağına girdi olarak verilen oyun 
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içi görüntülerin oldukça gürültü olması sebebi ile ajanın baĢarısız olduğu tespit edilerek 

oyun içi görüntüler yerine arenada savaĢ esnasında ajan tarafından elde edilen bilgiler 

kullanılarak görüntü üretme yoluna gidilmiĢtir. Bu sebeple ajan, arenada ilk doğduğu 

andan itibaren; kendi ekseni etrafında sürekli dönerek rakip robot hakkında bilgi elde 

etmekte, elde ettiği bütün bilgileri sunucuya göndererek sunucudan kendisi için ağ 

tarafından en optimal olduğu düĢünülen eylemi beklemektedir. 

EvriĢimli sinir ağı ile oluĢturulan model ilk olarak, arenada üstünlük kurmanın diğer 

robotlara kıyasla çok daha kolay olduğu, herhangi bir hareket ve mermi atıĢında 

bulunmayan SittingDuck isimli ön tanımlı robotlarda denenmiĢ ve  %100 baĢarı elde 

edilmiĢtir. Bu baĢarı ile ajanın Q değerlerine bağlı kalmadan rassal olarak seçim 

yapmasını sağlayan epsilon açgözlü algoritmasının ajanın baĢarısına olan etkisi 

görülmüĢtür. Ajanın bahsi geçen robota karĢı elde ettiği savaĢ deneyimlerini daha 

agresif robotlar için kullanması baĢarısız sonuçlar almasına yol açmıĢtır. Bu olay ajana 

öğrenme yolunda bir takım optimizasyonlar yapılamadan basit pekiĢtirmeli öğrenme 

görevlerinin bile özellikle seyrek ödül koĢulları altında eğitilmesinin zor olabileceğini 

göstermiĢtir. Tespit edilen sorunların çözümü olarak yapılan birtakım optimizasyonlar 

ile birlikte ajan ön tanımlı robotlardan Corners, RamFire ve Walls, SpinBot, Tracker 

isimli farklı karakterlere ait robotlar ile savaĢtırılmıĢ ve tez kapsamında performansları 

ölçülmüĢtür. Robotların eğitilmesi sırasında uygulanan kümülatif öğrenme yöntemi ile 

birlikte eğitim modelinin bahsi geçen ön tanımlı robotlara karĢı önemli ölçüde baĢarı 

sağladığı görülmüĢ ve arenada aldığı skorlar raporlanmıĢtır. Eğitilen model sonrasında 

literatürde bulunan makine öğrenmesi tabanlı robotlar ile mücadele ettirilmiĢtir. Bu 

mücadelelerden elde edilen sonuçlar ile birlikte tez kapsamında önerilen modelin 

literatürde bulunan makine öğrenmesi tabanlı modellere yakın veya daha baĢarılı 

sonuçlar verdiği görülmüĢtür. Bu raporlar ıĢığında evriĢimsel sinirsel ağ tabanlı derin Q-

öğrenme algoritmasının Atari 2600 oyunlarında olduğu gibi RoboCode oyununda da 

baĢarılı olduğu kanıtlanmıĢtır. 
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8. ÖNERĠLER 

Tez kapsamında RoboCode simülatörüne ait ajanlar sadece birebir savaĢlar için 

eğitilmiĢtir. RoboCode arenasına birden fazla robot eklenebilmekte, eklenen robotlar 

birbirleriyle takım halinde veya bireysel mücadele edebilmektedir. Takım oyununun 

karmaĢıklığı ve birden fazla düĢman robota karĢı belirlenecek aksiyonların fazlalığı 

düĢünüldüğünde birebir savaĢlar harici senaryolar tez kapsamı dıĢına çıkarılmıĢtır. Tez 

kapsamında eğitilen mevcut model birden fazla robotlar için de test edilmiĢ olsa da, 

ajanın eğitilen model ile tutarlı eylemlerde bulunamadığı ve oldukça baĢarısız olduğu 

görülmüĢtür. Fakat birden fazla robot için yapılan akademik çalıĢmaların azlığı 

düĢünüldüğünde bu durum bir sonraki çalıĢmalarda üzerinde durulacak önemli bir köĢe 

taĢı olarak belirlenmiĢtir.  

Yapay zeka biriminin kendi kendileri ile oynatılarak devamlı surette eğitilmesi de son 

yılların oldukça popüler bir kavramı olarak göze çarpmaktadır. Bu konu modelin 

geliĢtirilmesi sırasında denenmiĢse de robotun deterministik davranıĢlarından dolayı 

baĢarı sağlanamamıĢtır. Bu kavrama uygun olarak tez kapsamında bulunmayan fakat 

sonraki çalıĢmalarda üzerine durulacak önemli bir konu olan robotun kendi kendine 

eğitilmesi de oldukça önemli bir kazanım olarak gelecek çalıĢmalarda yerini alacaktır. 
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