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Uluslararası ÇalıĢma Örgütü (ILO)’nun yayınladığı son rapora göre yılda 374 milyon 

iĢçi ölümcül olmayan kazalara maruz kalırken, 2,78 milyon iĢçi ise hayatını 

kaybetmektedir. YaĢanan kazaların çoğu, insan hatası, eksik bilgi, eksik hazırlık, 

rahatsız ya da yorgun iken çalıĢma ve güvenlik prosedürlerinin tam olarak 

uygulanmamasından kaynaklanmaktadır. Son yıllarda çok önemli geliĢmeler gösteren 

makine öğrenmesi çalıĢmalarının katkıları ile insan tarafından kolaylıkla tespit 

edilemeyecek iĢyeri güvenliği ihlallerini tespit edecek, raporlayacak, alarm üretip 

gerekli önlemleri alabilecek modeller eğitilerek bu alanlarda kullanılmakta, böylece 

yaralanma ve ölümlerin önüne geçilebilmektedir. Bu çalıĢmada iĢ sağlığı ve güvenliği 

alanında makine öğrenmesi uygulamaları ve çeĢitleri ile kullanım alanları incelenmiĢ, 

kiĢisel koruyucu ekipman modellerinin eğitiminde kullanılan dört farklı özellikte veri 

seti seçilerek bu veri setleri üzerinde YOLOv5, YOLOv7 ve YOLOv8 mimarileri ile 

aktarımlı olarak eğitilen modeller karĢılaĢtırmalı olarak incelenmiĢtir. Farklı veri setleri 

üzerinde YOLO mimarileri ile gerçekleĢtirilen eğitimler sonucunda YOLOv8 

mimarisinin genel olarak YOLOv5 ve YOLOv7 mimarilerinden daha iyi sonuçlar 

verdiği, YOLOv7 modelinin ise yüksek çözünürlüklü görüntüler içeren veri setinde 

daha iyi sonuçlar verdiği tespit edilmiĢtir.  Makine öğrenmesi modellerinin baĢarısını 

etkileyen en önemli etmenlerden olan hiper-parametrelerin, optimizasyon 

problemlerinin çözümünde etkili olarak kullanılan genetik algoritma kullanılarak 

YOLOv5 ve YOLOv7 mimarisinde CHV veri seti üzerinde optimize edilmiĢ ve 

YOLOv5 için standart hiper-parametrelere göre insan tespitinde mAP doğruluk değeri 

%96.3’ten %97.4’e, precision değeri % 92.1’den %92.6’ya ve YOLOv7 için AP 

ortalama doğruluk değeri %93.4’ten %96.3’e, F1-Skor değerinin %90’dan %94’e 

yükseltilmiĢ ve tüm değerlerde ortalama %3.34 daha baĢarılı sonuçlar elde edilmiĢtir. 
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According to the latest report published by the International Labor Organization (ILO), 

374 million workers are exposed to non-fatal accidents, while 2.78 million workers die 

annually. Most of the accidents are caused by human error, lack of experience, 

incomplete preparation, working while feeling uncomfortable or tired and failure to 

fully implement safety procedures. With the contributions of machine learning studies, 

which have shown very important developments in recent years, injuries and deaths can 

be prevented by training models that can detect and report workplace safety violations 

that cannot be easily detected by humans, generate alarms and take the necessary 

precautions. In this study, machine learning applications and types and usage areas in 

the field of occupational health and safety were examined, four personal protective 

equipment datasets with different features selected and models trained on these datasets 

with YOLOv5, YOLOv7 and YOLOv8 architectures and results are compared. As a 

result of the trainings carried out with YOLO architectures on different datasets, it was 

determined that YOLOv8 architecture generally gave better results than YOLOv5 and 

YOLOv7 architectures, while the YOLOv7 model gave better results in the dataset 

containing high resolution images. Hyper-parameters, which are one of the most 

important factors affecting the success of machine learning models, were optimized on 

the CHV data set in YOLOv5 and YOLOv7 architectures by using the genetic algorithm 

used effectively in the solution of optimization problems, for YOLOv5 person detection 

mAP value changed from %96.3 to %97.4, precision value changed from %92.1 to  

%92.6 and for the YOLOv7 the average accuracy value of mAP was changed from 

93.4% to 96.3%, F1-Score value was increased from 90% to 94% and average 3.34% 

more successful results were obtained in all values than standard hyper-parameters. 
 

September 2023, 41 pages 
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1. GĠRĠġ 

Endüstrinin en önemli yapı taĢı olan iĢçilerin sağlığının ve güvenliğinin sağlanması bu 

alanda her zaman önemli bir konu olmuĢtur. GeçmiĢte bu alanda alınan belirli tedbirler 

olsa da bunlar iĢletme özelinde kalması ve denetlenmemesi nedeniyle iĢ kazaları ve 

yaralanmalar kaçınılmaz olmuĢtur. ĠĢ sağlığı ve güvenliğinin tüm dünyada önem 

kazanması ve iĢ sağlığı ve güvenliği konusunda kuralların ve prosedürlerin uluslararası 

kuruluĢlar tarafından belirlenip kontrol edilmesiyle bu alanda hızlı bir ilerleme 

sağlanmıĢtır. ĠĢletmeler çalıĢanları için güvenli ve sağlıklı bir çalıĢma ortamı sağlamak 

için gerekli tedbirleri alarak sorumluluklarını yerine getirmeye baĢlamıĢlardır. Önceleri 

iĢ sağlığı ve güvenliği ile ilgili çabalar daha çok el emeği iĢlerine yoğunlaĢmıĢtır, ancak 

günümüzde tüm çalıĢanların fiziksel sağlığından, zihinsel sağlığına kadar kısa ve uzun 

vadeli tüm çevresel tehlikeleri kapsayacak Ģekilde geniĢletilmiĢtir. ĠĢ sağlığı ve 

güvenliği uygulamaları her geçen gün artmakla birlikte alınan tedbirler her zaman 

yeterli olmamaktadır. Tedbirlerin tam zamanlı olarak denetlenmesi ve olası tehlikelerin 

tespit edilmesi personelin gözle denetlenmesiyle sağlanamayacak kadar karmaĢık ve 

zaman alan bir iĢlem haline gelmiĢtir. Bu nedenle tedbirlerin takip ve kontrolünün 

otomasyon ve bilgisayar sistemleri yapılması önem kazanmıĢtır. 

  

Makine öğrenmesinin son zamanlardaki hızlı geliĢimi birçok sektör ve alanda 

kullanılmaya baĢlaması ile birlikte daha da artmaktadır. Tüm alanlarda olduğu gibi iĢ 

sağlığı ve güvenliği alanında da makine öğrenmesi teknikleri kullanılarak bu alandaki 

ihtiyaçların da karĢılanması mümkün hale gelmiĢtir. Makine öğrenmesi metotları ve alt 

dalları kullanılarak iĢyerinde ortaya çıkabilecek ve iĢçinin sağlık ve güvenliğini 

etkileyebilecek durumların hem tahmin edilerek gerekli tedbirlerin çok daha önceden 

alınabilmekte, hem de kısa sürede tespit edilerek oluĢabilecek riskler ortadan 

kaldırılabilmekte veya en kısa sürede gerekli destek ve yardım sağlanabilmektedir. 

Ġnsan gözü ile tespit edilemeyebilecek riskler gerçek zamanlı olarak izlenerek eksik ve 

hatalar tespit edilip personel uyarılabilmekte, gerektiğinde iĢ makineleri durdurularak 

kazaların oluĢması engellenebilmektedir. Makine öğrenmesi ile birlikte geçmiĢte 

yaĢanan kazalar ve hatalar ayrıntılı olarak analiz edilerek risk yönetimi yapılabilmekte 

ve riskler oluĢmadan yöneticilerin tedbir almalarına imkan sağlanabilmektedir. Bu 
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alanda oluĢan ihtiyaçlar da değerlendirilerek bir çok çalıĢma yapılmıĢ olup, çalıĢmaların 

inĢaat alanında yoğunlaĢtığı görülmektedir. 

 

Bu tez çalıĢmasında iĢ sağlığı ve güvenliği alanında kullanılan kiĢisel koruyucu 

ekipmanlar nesne tespit algoritmaları ile ölçülüp ölçülemeyeceği araĢtırma sorusundan 

yola çıkarak, iĢ sağlığı ve güvenliği maksadıyla kullanılan kiĢisel koruyucu ekipmanlar 

makine öğrenmesi tabanlı modellerle tespit edilebilir, hipotezi iĢlenmiĢtir. Tezin amacı, 

tehlikeli olabilecek iĢ alanlarında çalıĢanların iĢ sağlığı ve güvenliği tedbiri olarak 

çalıĢanları ve kiĢisel koruyucu ekipmanlarının tespit edilmesinde güncel nesne tespit 

algoritmalarından olan YOLOv5, YOLOv7 ve YOLOv8 algoritmaları ile dört farklı veri 

seti üzerinde eğitilen modellerin baĢarı, avantaj ve dezavantajlarının ortaya konulması 

ve örneklem olarak seçilen bir veri seti üzerinden,  YOLOv5 ve YOLOv7 

algoritmalarının hiper-parametreleri üzerinde genetik algoritma kullanılarak  hiper-

parametre optimizasyonunun yapılması ile kiĢisel koruyucu ekipman tespit baĢarısının 

artırılmasıdır. 
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2. KURAMSAL TEMELLER VE KAYNAK ÖZETLERĠ 

2.1 ĠĢ Sağlığı ve Güvenliğinde Makine Öğrenmesi Uygulamaları 

2.1.1 KiĢisel koruyucu ekipman izleme uygulamaları 

KiĢisel koruyucu ekipmanlar, çalıĢanı çalıĢma ortamında oluĢabilecek risklere ve 

kazalara karĢı koruyan, kazanın yaralanma ve ölümle sonuçlanmasının önüne geçmeyi 

hedefleyen ekipmanlardır. Bunlar iĢin yapısına göre belirlenmekle birlikte, koruyucu 

baĢlık, eldiven, gözlük, yelek, bot vb. ekipmanlardan oluĢurlar. ĠnĢaat alanlarında 

kullanılan ve çalıĢanların kafalarını muhtemel darbelerden koruyan koruyucu baĢlık, 

inĢaat alanlarında ölümle sonuçlanan kazaların en sık karĢılaĢılan tramvatik beyin 

yaralanmalarının önüne geçmek için kullanılmaktadır. Bu nedenle tüm inĢaat alanlarına 

giriĢte koruyucu baĢlık kullanımı inĢaat alanına giren herkes için zorunlu tutulmaktadır. 

Ancak bilinçli yada bilinçsiz olarak gerçekleĢebilecek ihmallere karĢı, personelin 

gerekli ekipmanları sürekli kullandığı takip ve kontrol edilmelidir. Bu amaçla özellikle 

inĢaat alanlarında gerçek zamanlı olarak personeli izleyerek koruyucu ekipman 

kullanımını kontrol edecek ve ihlal durumunda sorumlu personeli ikaz edecek 

sistemlere ihtiyaç duyulmaktadır. Bu alanda yapılan çalıĢmalarda, kamera görüntüleri 

kullanılarak etiketlenen görüntüler ile makine öğrenmesi yöntemleri ile eğitilen 

modeller kullanılarak gerçek zamanlı koruyucu ekipman kontrolü 

gerçekleĢtirilebilmektedir. Bu çalıĢmalar makine öğrenmesi teknikleri kullanılarak 

personelin sağlığı ve güvenliği için kullanması zorunlu olan ekipmanları sürekli 

kullandığının, dalgınlık ve ihmal sonucunda bu ekipmanların eksikliğinin tespit 

edilmesine dayanmaktadır. 

 

Yu vd. (2022) tarafından yapılan, iĢçinin kiĢisel koruyucu ekipmanlarını gerçek zamanlı 

olarak hibrit makine öğrenmesi teknikleri kullanarak tespit etmeyi hedefleyen 

çalıĢmada, üç farklı CNN (Convolutional Neural Network) tabanlı derin öğrenme 

tekniği iĢçinin yerinin tespiti, nesne sınıflandırma ve ince özelliklerin tespiti için 

kullanılmıĢtır. Bu teknikler Faster-R CNN, YOLO ve DenseNet’tir. Yapılan testlerde 
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%95 oranında Hatırlama ve %90 oranında kesinlik ile yüksek bir tespit oranına 

ulaĢılmıĢtır. 

 

Nath vd. (2020) tarafından yapılan, derin öğrenme teknikleri ile kiĢisel koruyucu 

ekipman tespiti yapmayı amaçlayan çalıĢmada YOLO mimarisine bağlı üç ayrı derin 

öğrenme yöntemi kullanılarak yapılan çalıĢmada, ilk yaklaĢımda önce iĢçileri, ve kiĢisel 

koruyucu ekipmanları tespit edip ardından iĢçinin kiĢisel koruyucu ekipmanları uygun 

bir Ģekilde giydiğinin kontrolü yapılmıĢ. Ġkinci yaklaĢımda algoritma eĢ zamanlı olarak 

hem iĢçiyi tespit edip hem de kiĢisel koruyucu ekipman uygunluğunu tek bir CNN 

yapısı kullanarak kontrol etmektedir. Üçüncü yaklaĢımda ise görüntüde önce sadece 

iĢçiler tespit edilip kırpılarak, CNN tabanlı sınıflandırıcılar kullanılarak görüntülerin 

kiĢisel koruyucu ekipman varlığına göre sınıflandırılmaktadır. ÇalıĢmada ikinci 

yaklaĢımın %72.3 ortama hassaslıkla tespit yapabildiği görülmüĢtür. 

2.1.2 Tehlike tespiti uygulamaları 

ĠĢ yerlerinde, çalıĢan iĢçilerin sağlığını tehdit edebilecek bir çok risk faktörü 

bulunmaktadır. ĠĢ makineleri, tezgahlar, kesici ekipmanlar, yüksekte çalıĢma, uygun 

olmayan zeminler ve araçlar bu risklerden bazılarıdır. ĠĢ yerlerinde iĢçinin güvenliğinin 

sağlanması için bu risklerin oluĢturabilecekleri tehlikelerin gerçek zamanlı olarak 

izlenebilmesi ve tespit edilebilir olması, iĢçi sağlığının korunması için büyük önem 

taĢımaktadır. Bu maksatla tehlikeli olabilecek durumların izlenmesi ve tespit 

edilebilmesi için makine öğrenmesi metotları kullanan sistemler geliĢtirilmekte ve 

kullanılmaktadır. Tehlike tespiti kapsamında, makinelerin hareket alanında bulunan 

bölgelere canlı geçiĢinin tespiti, yüksekte yada iskele üzerinde  çalıĢan personel için 

güvensiz olan davranıĢların tespiti gibi alanlarda geliĢtirilmiĢ metotlar kullanılmaktadır. 

 

Isleyen vd. (2021) tarafından yapılan çalıĢmada madenlerde tavan çökmesi konusunu 

ele alınmıĢ olup, jeolojik nedenlerle madenlerde sıklıkla karĢılaĢılabilen ve can ve mal 

kayıplarına yol açabilecek tavan çökmesinin önceden tespit edilebilmesi için, tehlikeli 

ve tehlikeli olmayan koĢullara ait görüntüler kullanılarak bir CNN mimarisi 
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geliĢtirilmiĢtir. Bu mimari ile yapılan testlerde tehlikeli görüntüleri tespit edilmesinde 

%86.4 baĢarı sağlanmıĢtır. 

 

ĠnĢaat endüstrisinde meydana gelen kazaların büyük çoğunluğu yüksekte çalıĢmaktan 

kaynaklı, yüksekten düĢme problemidir. Yüksekte iskele üzerinde çalıĢanların 

durumlarının izlenmesi ve tehlikeli davranıĢların tespit edilmesi kazaların önüne 

geçebilir. Khan vd. (2021) tarafından yapılan çalıĢmada güvenli olmayan davranıĢların 

tespit edilebilmesi için korelasyon tabanlı bir yaklaĢım önerilmiĢtir. Derin sinir ağı ve 

mask R-CNN (Recursive Convolutional Neural Network) metotları ile iĢçinin tespit 

edilmesi ve ayrıĢtırılması sağlanırken aynı zamanda Nesne Korelasyon Tespit (OCD) 

Modülü ile güvenli ve güvenli olmayan davranıĢları tespit edilmektedir. Bu çalıĢmada 

iĢçinin güvenli olmayan davranıĢlarının tespit edilmesinde %86 baĢarı sağlanmıĢtır. 

2.1.3 Sağlık izleme uygulamaları 

ĠĢ sağlığı ve güvenliği uygulamalarının temelini oluĢturan iĢçilerin sağlığının korunması 

konusunda önemli hususlardan birisi de iĢçinin beden sağlığının korunması ve takip 

edilmesidir. ĠĢ esnasında vücuda fazla yük binmesi, hava ve oksijen koĢullarının 

sağlıksız olması, kas yapısı ve fiziksel yapıyı zorlayacak hareketlerde bulunulması, aĢırı 

yorgunluk gibi iĢçinin sağlığını ve hayatını tehlikeye düĢürecek durumların izlenmesi de 

iĢ sağlığı ve güvenliğini pekiĢtirecek uygulamalardır. Bu maksatlarla kullanılacak 

makine öğrenmesi tabanlı izleme ve tespit uygulamaları, birçok tehdit ve tehlikenin 

erken önlenmesine fayda sağlayacaktır. Sağlık izleme çalıĢmaları genel olarak iĢçinin 

üzerinde bulunabilecek giyilebilir teknolojiler olabileceği gibi, görüntü tabanlı tespit 

yapabilen kamera sistemleri de kullanılabilmektedir.  

 

Papoutsakis vd. (2022) tarafından yapılan, otomobil montaj fabrikasında çalıĢan 

iĢçilerinin maruz kaldığı fiziksel yük ve yorgunluğunu tespit edilmesini amaçlayan 

çalıĢmada, görsel veriler kullanılarak iĢçilerin bedensel duruĢlarının ergonomik olarak 

uygunluğunun tespiti ile senkronize olarak kalp atıĢ hızı ile korelasyonu 

değerlendirilerek, sağlıksız beden pozisyonlarının tespiti sağlanmıĢtır. Görsel verilerin 

sınıflandırılmasında beden pozisyonlarının tespit edebilmek için kullanılan ST-GCN 
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(Spatial-Temporal Graph Convolutional Network) modeli kullanılmıĢtır. Kalp atıĢ 

hızının tahmin edilmesinde ise LSTM (Long Short-Term Memory) sinir ağları 

kullanılmıĢtır. 

 

Wu vd. (2021) tarafından yapılan, eğitim ve müsabakalarda sporcuların sakatlıklarının 

önlenmesi için sağlık durumlarının gerçek zamanlı olarak izlenmesi ve 

değerlendirilmesi için deep learning tabanlı bir izleme ve tespit sisteminin önerildiği 

çalıĢmada, giyilebilir sağlık cihazlarından alınan veriler derin sinir ağları algoritmaları 

kullanılarak analiz edilip gerektiğinde uygun tedavi ve tespitlerin yapılmasına yardımcı 

olmaktadır. 

2.1.4 Makine koruması uygulamaları 

ĠĢ makinesi ve tezgahları endüstrinin neredeyse tüm alanlarında kullanılmakta ve 

üretime sürat ve kolaylık sağlamaktadır. Ancak bu  araçlar aynı zamanda birçok 

tehlikeli parça ve ekipmanı da üzerlerinde bulundurmaktadır. Bu makineler ile birlikte 

çalıĢan iĢçilerin sebep olabileceği insan hatası veya makinelerde meydana gelebilecek 

arızalardan kaynaklanan hatalar iĢ sağlığı ve güvenliği tehditleri oluĢturabilmektedir. Bu 

maksatla her makinenin kendine özgü güvenlik önlemleri ve kullanım prosedürleri 

bulunmaktadır. Ancak bu prosedürlerin doğru olarak uygulandığının kontrol edilmesi ve 

izlenmesi insan hatasından kaynaklanabilecek kazaların önüne geçebilecektir. Kesici ve 

yaralayıcı parçalar bulunduran makinelerin emniyetsiz bölgelerinin izlenmesi, hareketli 

parçaların hareket alanlarının izlenmesi, insan sağlığına zarar verebilecek ıĢık ve gaz 

üreten makinelerin tehlikeli bölgelerinin izlenmesi bu durumlara örnek olarak 

gösterilebilir. 

 

Moreno-Rabel (2016) tarafından yapılan çalıĢmada, makine eriĢim kontrolü ve makine 

devir takibi yaparak makine güvenliği sağlanması amaçlanmıĢtır. Gerçek zamanlı 

güvenlik alanı görüntülerinden CVS (Computer Vision System) kullanılarak analizinin 

yapılması ile, izlenen alana giren canlı ve nesnelerin tespit edilmesi, makinenin devir 

takibi, uyarı ve alarm sinyal yönetimi yapılarak, makinenin yalnızca tüm iĢyeri koĢulları 



7 

sağlandığında çalıĢmasına devam etmesinin sağlanması görevlerini yerine 

getirmektedir. 

2.1.5 Yangın ve termal izleme uygulamaları 

ĠĢ sağlığı ve güvenliği açısından en büyük tehditlerden biri de tüm çalıĢanların 

hayatınını olumsuz etkileyebilecek can ve mal kaybına sebep olabilecek olan 

yangınlardır. Yangınların erken tespit edilmesi olası zararları engelleyebilecektir. Bu 

amaçla yapılmıĢ birçok yangın tespit ve söndürme sistemleri yaygın olarak 

kullanılmaktadır. Bu alanda makine öğrenmesi uygulamaları ile verilerin analiz edilmesi 

ile karar verme sistemlerinin yönetimi ile yangının gerçek mi yoksa yanlıĢ alarm mı 

olduğunun tespit edilmesi, yangının büyüklüğü ve ilerleme yönü gibi klasik sistemlerin 

sağlayamayacağı verilerin analiz edilerek karar verilmesi ve önlemlerin alınması 

açısından önem taĢımaktadır. 

 

Lee (2010) tarafından yapılan çalıĢmada GRNN (General Regression Neural Network) 

ile oluĢturulan model ile yangının karakteristiklerinin tespit edilmesinde %94.5 baĢarı 

elde edilmiĢtir.  

 

Yang vd. (2019) tarafından yapılan çalıĢmada, güvenlik kameralarından alınan gerçek 

zamanlı görüntüler kullanılarak CNN ile geliĢtirilen model ile yangın tespit ve uyarı 

sistemi oluĢturulmuĢtur. Pahalı sensörlerin kullanılması yerine mevcut kamera 

görüntülerinden renk spektrumlarından yangın tespiti amaçlanarak geliĢtirilen model ile 

gerçek zamanlı görüntülerde  %95.4 baĢarı ile yangın tespiti gerçekleĢtirilmiĢtir. 

2.1.6 Mesafe izleme uygulamaları 

Özellikle geniĢ inĢaat alanlarında büyük iĢ makineleri ve kamyonlar kullanılmaktadır. 

Bu iĢ makineleri büyük boyutları ve hareket kabiliyetleri nedeniyle hem diğer araçlar 

hemde iĢçiler için tehlike arz etmektedirler. Aynı zamanda görüĢ alanlarının kısıtlı 

olması da bu tehlikeyi artırmaktadır. Kazaların önlenmesi için gerekli iĢ sağlığı ve 

güvenliği önlemleri alınmıĢ olsa dahi, bir anlık dikkatsizlik can ve mal kayıplarına yol 
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açabilmektedir. ĠnĢaat alanında bu hareketlerin izlenmesi ve tehlikeli hareketlerin tespit 

edilmesi ile kazaların önüne geçilebilecektir. Makine öğrenmesi teknikleri ile inĢaat 

alanları görüntülerinden iĢçi-makine ve makine-makine mesafe izlemesi ve hareket 

tespiti yapılarak olumsuz durumlar önceden tespit edilerek kazalar önlenebilmektedir. 

 

Bang vd. (2021) tarafından yapılan çalıĢmada, insansız hava aracı kullanılarak alınan 

video görüntülerinden mask R-CNN ile nesne ayrıĢtırması ve LSTM ile future frame 

tahmini yapılarak, hem gelecek hareketlerin tahmini hem de mesafe izlemesi yapılarak 

tehlikelerin önceden tahmin edilmesi ve erken uyarı yapılabilmesi amaçlanmıĢtır. Video 

görüntülerinden alınan görüntülerle eğitilen modelin nesneleri %94.3 baĢarı ile tespit 

ettiği ve % 81.2 baĢarı ile future frame tahmini yaptığı ve önleyici güvenlik bilgisi ve 

uyarı için etkili bir yöntem olduğu görülmüĢtür. 

 

Mesafe izlemenin son dönemde önemli sağlık sorunlarından olan Covid-19 için de iĢ 

sağlığı ve güvenliği açısından kullanıldığı çalıĢmalar bulunmaktadır. Hızla yayılabildiği 

için kalabalık iĢyerlerinde alınan koruyucu tedbirlerin yanı sıra korunmak için gerekli 

mesafenin korunduğunun izlenmesi de ihtiyaç olmuĢtur. Kaiser vd. (2021) tarafından 

yapılan çalıĢmada bir cep telefonu uygulaması geliĢtirilmiĢ ve telefonlarda bulunan 

bluetooth teknolojisi kullanılarak K-Nearest Neighbor ve K-Means teknikleri ile 

personelin birbirine olan mesafesi  ve temasları takip edilmesine imkan sağlanmıĢtır. 

Toplanan veriler ile test sonuçları ve sağlık durumları da eklenerek etkili bir takip ve 

önleme sistemi oluĢturulmuĢtur. 

2.2 Derin Öğrenme  

Derin öğrenme, karmaĢık yapıya sahip sorunların modellenmesi ve çözülmesi için 

yapay sinir ağlarını (YSA) kullanır ve makine öğreniminin hızla geliĢen bir alt alanıdır. 

YSA'lar, kendisine girdi olarak verilen bilgiyi insan beynindeki nöronların bilgiyi 

iĢleme biçimine benzer Ģekilde iĢleyen birbirine bağlı düğümlerden oluĢur. Derin 

öğrenme, çoklu iĢlem katmanlarından oluĢan hesaplamalı modellerin, birden çok 

soyutlama düzeyine sahip verilerin temsillerini öğrenmesine olanak tanır (LeCun vd. 
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2015). Bir derin öğrenme sinir ağı giriĢ, gizli ve çıkıĢ katmanı olmaz üzere üç 

katmandan oluĢur (ġekil 2.1). 

 

ġekil 2.1 Genel derin öğrenme sinir ağı yapısı 

 

Derin öğrenmenin en önemli faydalarından biri ham verilerden özellikleri otomatik 

olarak çıkarma yeteneğidir. Krizhevsky vd. (2012) tarafından yapılan bir araĢtırma, 

derin öğrenme algoritmalarının görüntü sınıflandırma, konuĢma tanıma ve doğal dil 

iĢleme dahil olmak üzere çeĢitli alanlarda son teknoloji sonuçlara ulaĢtığını buldu. Bu, 

sürücüsüz arabalar, sanal asistanlar ve kiĢiselleĢtirilmiĢ tıbbi teĢhis gibi birçok yenilikçi 

uygulamanın geliĢtirilmesine yol açmıĢtır. 

 

Derin öğrenme modellerinin eğitimi genellikle büyük miktarda etiketlenmiĢ veri ve 

güçlü bilgi iĢlem kaynakları gerektirir. Derin öğrenme algoritmalarının baĢarısı, büyük 

ölçüde, büyük miktarlarda etiketlenmiĢ verinin bulunmasına ve eğitim için güçlü iĢlem 

kaynaklarının kullanılmasına bağlıdır (Goodfellow vd. 2016). Bu zorluğun üstesinden 

gelebilmek için derin pekiĢtirmeli öğrenme, denetimsiz öğrenme ve transfer öğrenme 

dahil olmak üzere derin öğrenme modellerini eğitmek için birçok yeni teknik geliĢtirildi. 

2.3 Yapay Sinir Ağları 

Yapay sinir ağları (YSA), insan beyninin iĢlevinden ve çalıĢma Ģeklinden ilham alan bir 

makine öğrenimesi algoritmasıdır. YSA'lar, girdiler ve çıktılar arasındaki iliĢkilere göre 
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bilgileri iĢleyen ve ve bunlarla ilgili tahminler yapan, birbirine bağlı düğüm veya yapay 

nöronlardan oluĢmaktadır. Yapay sinir ağlarının geliĢtirilmesindeki birincil motivasyon, 

beynin nasıl çalıĢtığını anlama ve bu bilgiyi akıllı makineler oluĢturmak için kullanma 

arzusudur (Rumelhart vd. 1986). 

 

YSA'lar, baĢta görüntü sınıflandırma, konuĢma tanıma ve doğal dil iĢleme dahil olmak 

üzere çok çeĢitli sorunların çözümünde kullanılabilir. YSA'ların en önemli güçlerinden 

biri, verilerden öğrenebilmesi ve zamanla tahminlerini geliĢtirerek iyileĢtirme 

yetenekleridir. Sinir ağlarını eğitmek için kullanılan öğrenme algoritmaları, girdi 

verilerinin yararlı temsillerini otomatik olarak keĢfederek ağın büyük miktarda eğitim 

verisinden görevleri nasıl gerçekleĢtireceğini öğrenmesine olanak tanımaktadır (LeCun 

vd. 2015). 

 

BaĢta ileri beslemeli ağlar, tekrarlayan ağlar ve evriĢimli ağlar dahil olmak üzere birkaç 

çeĢit yapay sinir ağı bulunmaktadır. Ġleri beslemeli ağlar, YSA'nın en temel türüdür ve 

konuĢma tanıma ve görüntü sınıflandırma gibi görevlerin uygulanmasında kullanılır. 

Tekrarlayan ağlar, sıralı verileri iĢleyebildikleri ve zaman içinde bilgileri 

koruyabildikleri için dil modelleme ve konuĢma sentezi gibi görevler için kullanılır. 

Özelliklerin uzamsal hiyerarĢilerini otomatik olarak öğrenmek için tasarlandıklarından, 

evriĢimli ağlar görüntü tanıma görevleri için kullanılır. 

2.4 EvriĢimli Sinir Ağları 

EvriĢimli Sinir Ağları (CNN'ler), özellikle görüntü tanıma görevleri için çok uygun olan 

bir tür yapay sinir ağıdır. CNN'lerin arkasındaki ana fikir, giriĢ verilerinin özelliklerini 

otomatik olarak öğrenmek için evriĢimli katmanları kullanmaktır. Bu özellikler daha 

sonra bir tahmin yapmak için ek katmanlardan geçirilir (ġekil 2.2). 
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ġekil 2.2 Genel evriĢimli sinir ağları yapısı(Sasha S. 2018) 

 

Girdi verilerini taramak ve önemli özellikleri çıkarmak için filtreler kullanan evriĢimli 

katmanların kullanılması CNN’lerin en önemli özelliklerindendir. Bu filtreler girdi 

verileri boyunca ilerler ve bir görüntüdeki kenarlar ve dokular gibi yerel özellikleri 

ayıklamak için bir nokta çarpım iĢlemi uygular. EvriĢimli ağlar, girdinin verilerde 

bulunan yapıyı tanımak için yerel iĢlemeyi gerektiren bir görüntü olduğu gerçeğini 

hesaba kattıkları için diğer derin ağlara biyolojik olarak daha makul bir alternatiftir 

(Krizhevsky vd. 2012). 

 

CNN'lerin bir diğer önemli özelliği, verilerin mekansal boyutunu azaltmak için 

kullanılan havuzlama katmanlarının kullanılmasıdır. Bu, hesaplama maliyetini azaltır ve 

fazla uyumu önlemeye yardımcı olur. Havuz katmanları, ağdaki parametre ve 

hesaplama miktarını azaltmak için temsilin uzamsal boyutunu kademeli olarak 

azaltmaya ve dolayısıyla genellemeyi kolaylaĢtırmaya hizmet eder (Zeiler vd. 2014). 

2.5 YOLO Algoritması 

YOLO (Yalnızca Bir Kez Bakarsın), nesne algılamayı gerçek zamanlı olarak 

gerçekleĢtirmek için tek bir sinir ağı kullanan bir nesne algılama algoritmasıdır. YOLO, 

2016 yılında Redmon ve diğerleri tarafından tanıtılmıĢtır.  (Redmon vd, 2016). Tek bir 

sinir ağı olması ve bölgesel teklif ağını (RPN) atlaması, Mask R-CNN ile YOLO 

çerçevesi arasındaki en önemli farktır. Bu RPN, her konumdaki nesnelerin konumlarını 

ve sınıflarını tahmin etmek için kullanılır. Bu nedenle Mask R-CNN, çok aĢamalı bir 
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nesne algılama algoritmasıdır. Algoritma, bir görüntüyü bir hücre ızgarasına bölerek ve 

görüntüdeki nesnelerin varlığını ve konumunu tahmin etmek için her bir hücreyi 

kullanarak çalıĢır. Bu, YOLO'nun tek bir geçiĢte tahmin yapmasına izin vererek, tahmin 

yapmak için birden fazla geçiĢ gerektiren diğer nesne algılama algoritmalarından daha 

hızlı olmasını sağlar. Çok aĢamalı Mask R-CNN algoritmasından farklı olarak YOLO, 

algılanan nesneler için sınırlayıcı kutuların hem sınıflandırılmasını hem de 

hesaplanmasını tek bir aĢamada gerçekleĢtirmesi nedeniyle YOLO, Mask R-CNN gibi 

çok aĢamalı nesne algılama ağlarından önemli ölçüde daha hızlıdır (Zhang vd., 2021). 

 

YOLO'nun değiĢen boyut ve en boy oranlarındaki nesneleri algılamasını sağlamak için, 

giriĢ görüntüsü bir hücre ızgarasına bölünür. Her hücre, o hücrede ortalanmıĢ olan 

nesnelerin algılanmasından sorumludur. YOLO daha sonra hücrenin konumu ve 

boyutuna göre sınırlayıcı kutu koordinatlarının yanı sıra o hücredeki her nesne için sınıf 

olasılıklarını tahmin eder. Ek olarak YOLO, tahmin edilen nesnellik olasılığının ve 

tahmin edilen sınırlayıcı kutunun yer gerçeği sınırlayıcı kutusuyla birleĢim üzerinden 

kesiĢiminin (IoU) ürünü olan güven puanını tahmin eder. YOLO mimarisi Ģekil 2.3’te 

gösterilmiĢtir. 

 

 

 

ġekil 2.3 YOLO Mimarisi (Redmon vd. 2016) 

 

YOLO'nun ana avantajlarından biri hızıdır. Ağ üzerinden tek bir geçiĢte nesne algılama 

ve sınıflandırma gerçekleĢtiren YOLO, yüksek doğrulukla gerçek zamanlı nesne 
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algılama yeteneğine sahiptir. Ancak YOLO, küçük nesneleri veya yoğun bir Ģekilde 

paketlenmiĢ nesneleri algılamada sınırlamalara sahiptir. Bu sınırlamalar, birkaç 

kıyaslama veri setinde YOLOv5 dahil olmak üzere, algoritmada yapılan çeĢitli 

güncellemeler ve iyileĢtirmelerle giderilmiĢtir. 

 

YOLO'nun beĢinci sürümüdür ve YOLOv4’ten bir kaç ay sonra 2020'de Ultralytics 

tarafından kullanıma sunulan  YOLOv5, YOLO'nun önceki sürümlerine kıyasla 

doğruluğu ve hızı iyileĢtirmiĢtir bir versiyonudur (Jocher 2020). YOLOv5'teki önemli 

iyileĢtirmelerden bazıları, modelin sağlamlığını artıran mozaik veri büyütme ve modelin 

doğruluğunu artıran AutoAnchor adlı algoritmanın kullanılmasıdır. 

 

YOLOv7 ise YOLO'nun yedinci versiyonudur ve 2022'de yayınlanmıĢtır (Wang vd. 

2022). Wang’a (2022) göre YOLOv7, YOLOv5'e kıyasla daha iyi doğruluk ve hıza 

sahiptir. YOLOv7'deki önemli iyileĢtirmelerden bazıları, daha verimli ve daha küçük bir 

bellek alanına sahip olan yeni bir omurga ağının kullanımını ve modelin doğruluğunu 

artıran yeni bir bağlantı tasarımının kullanılmasıdır. 

 

YOLOv8 ise önceki sürümlerin güçlü yanlarını kullanarak nesne tespitinin doğruluğunu 

ve hızını artırmak için geliĢtirilmiĢ bir YOLO algoritmasıdır. YOLOv8'in temel 

geliĢtirmelerinden biri, özellikle daha küçük nesneler için nesne tespitinin hassasiyetini 

artıran daha büyük ve daha derin bir sinir ağı mimarisi kullanmasıdır. Ayrıca, YOLOv8, 

farklı sinir ağı katmanlarından özellikleri birleĢtirerek nesne tespit doğruluğunu artıran 

yeni bir özellik birleĢtirme tekniği olan Path Aggregation Network (PAN) içerir. 

 

YOLOv8'in performansını değerlendirmek için, COCO (Common Objects in Context) 

veri kümesi üzerinde YOLOv7 ile bir karĢılaĢtırma yapılmıĢtır. COCO veri kümesi, 

nesne tespiti sistemleri için yaygın olarak kullanılan bir referans noktasıdır. Yapılan 

karĢılaĢtırma, YOLOv8'in 47.8% ortalama hassasiyet (mAP) elde ettiğini, YOLOv7'nin 

ise 45.6% mAP elde ettiğini gösterdi. Ayrıca, YOLOv8'in tek bir GPU üzerinde 90 

kare/saniye iĢleme yapabilmesiyle %20 oranında bir hız artıĢı gösterdiği görülmüĢtür. 

Bu sonuçlar, YOLOv8'in hem doğruluk hem de hız açısından YOLOv7'ye kıyasla 



14 

önemli bir geliĢme temsil ettiğini göstermektedir. YOLOv5, v7 ve v8 algoritmalarının 

temel özellikleri çizelge 2.1’de gösterilmiĢtir. 

 

Çizelge 2.1 YOLOv5, v7 ve v8 temel özellikleri 

Versiyon ÇıkıĢ Yılı Anchor Framework Backbone 
AP(%) 

(COCO 2017) 

YOLOv5 2020 var Pytorch YOLOv5CSPDarknet 55.8 

YOLOv7 2022 yok Pytorch YOLOv7Backbone 56.8 

YOLOv8 2023 yok Pytorch YOLOv8CSPDarknet 53.9 

 

 

YOLOv8'deki iyileĢtirmelere rağmen, bazı araĢtırmacılar algoritmanın hala küçük 

nesneleri veya karmaĢık Ģekilleri olan nesneleri tespit etmede sınırlamaları olduğunu 

belirtmiĢlerdir. YOLOv8'in, EfficientDet ve DETR gibi diğer en son nesne tespiti 

sistemleriyle karĢılaĢtırılması, YOLOv8'in küçük nesneleri ve karmaĢık Ģekilleri olan 

nesneleri tespit etmede zorlandığını göstermiĢtir. Bu bulgular, YOLOv8'in nesne tespiti 

teknolojisinde önemli bir ilerleme temsil ettiği halde, küçük ve karmaĢık nesnelerin 

tespitiyle ilgili zorlukları ele almak için daha fazla araĢtırmanın gerekliliğini 

göstermektedir. 

2.6 Genetik Algoritma 

Genetik algoritmalar, geniĢ bir uygulama alanına sahip küresel optimizasyon 

yöntemlerine ait bir sınıftır. Genetik algoritmalar yapay sinir ağlarının yanı sıra 

matematik ve bilgisayar bilimlerinde disiplinler arası yaklaĢımın kullanılmasına bir 

örnektir. Genetik algoritmanın temeli biyolojide evrim ve doğal seçilim ve sürecini 

temel alır. Genetik algoritma konusu ilk olarak J. D. Bagley'nin bir çalıĢmasında ortaya 

çıkmıĢtır (Bagley, 1967). Genetik algoritmaların asıl teorisi ve uygulanabilirliği bu 

alanın öncüsü olarak kabul edilebilecek olan J. H. Holland’ın çalıĢmalarından 

etkilenmiĢtir (Holland, 1992). Genetik algoritmanın temellerinin atıldığı zamandan 

günümüze bu alanda ciddi geliĢmeler yaĢanmıĢ, genetik algoritmalar birçok alanda 

uygulanmaya baĢlanmıĢtır. Genetik algoritmanın en önemli uygulama alanı sinir ağları 
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öğrenimi ve bulanık bilgi tabanı üretimi olsa da genetik algoritmalar; kontrol sistemleri, 

robot uygulamaları, görüntü ve ses tanıma, yapay zeka uygulamaları, yol bulma 

problemleri, süreç kontrolü, oyun teorisi, görüntü analizi, küme analizi, sosyal 

planlama, ekonomi ve finans gibi çok geniĢ alanlarda kullanılmaktadır.  

 

Genetik algoritmaları sinir ağlarıyla kullanmanın, ağırlık öğrenme, mimari 

optimizasyonu ve öğrenme prosedürü optimizasyonu olmak üzere üç yolu vardır 

(Sharapov, 2007). 

 

Genetik algoritmalar, genetik yapıyı örnek alan bir yaklaĢımdır. Rastgele çözümler 

kümesi ile aramaya baĢlayıp baĢarılı olan aday çözümler tespit edilir ve bu aday 

çözümler geliĢtirilerek daha baĢarılı aday çözümler üretilir. Bu nedenle optimizasyon ve 

arama problemlerinin çözümünde sıklıkla kullanılır. 

 

Bir genetik algoritma seçim, çaprazlama ve mutasyon olmak üzere üç operatöre sahiptir. 

Seçim yeni aday çözümler geliĢtirmek için aday çözümlerin seçilmesidir. Çaprazlama 

iki aday çözümün operatörlerini birleĢtirerek, bu iki çözümün iyi özelliklerini taĢıyan 

yeni bir aday çözüm üretilmesidir. Mutasyon ise aday çözüm içerisindeki bazı 

değerlerin değiĢtirilmesidir. Böylece daha farklı aday çözümler ortaya 

çıkarılabilmektedir. Genetik algoritma çalıĢma Ģeklini gösteren genel akıĢ Ģeması Ģekil 

2.4’te gösterilmiĢtir. 
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ġekil 2.4 Genetik algoritma genel çalıĢma Ģeması 

 

Genetik algoritmalar basit, etkili ancak zaman alan bir yöntemdir ve araĢtırma 

problemlerinin çözümünde yoğun olarak kullanılmaktadır. Model hiper-

parametrelerinin en iyi değerlerini bulmak için de giderek daha popüler hale gelen bir 

yöntemdir. Makine öğrenmesinde kullanılan birçok modelin birden fazla hiper-

parametresi olduğu düĢünüldüğünde, bu yöntem yüksek boyutlu arama alanlarında 

verimli bir Ģekilde araĢtırma yapma kabiliyeti sayesinde tercih edilmektedir. 
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3. MATERYAL VE YÖNTEM 

3.1 Veri Setleri 

EğitilmiĢ bir modelin baĢarılı ve doğru sonuçlar vermesinde en önemli etken doğru ve 

beklenen hedef ile uyumlu veri setinin oluĢturulması ya da seçilmesidir. Bu nedenle veri 

setinin seçilmesi ve beklenen hedefe uyumlu hale getirilmesi modelin baĢarısı açısından 

büyük önem taĢımaktadır. 

 

KiĢisel koruyucu ekipman tespitinde kullanılan birçok seti oluĢturulmuĢtur. Bu veri 

setlerinin birbirine benzer ve farklı yanları bulunmaktadır. Bu tezde kullanılan veri 

setleri ve temel özellikleri çizelge 3.1’de gösterilmiĢtir 

 

Çizelge 3.1 Veri setleri ve temel özellikleri 

Veri 

Seti 

Görüntü 

Sayısı 

Nesne 

Sayısı 
Açıklama Görüntü Boyutu 

SODA 19846 286201 
ĠnĢaat sahasında bulunan 15 

nesne sınıfından oluĢmaktadır. 

1920*1080 ve 

benzer boyutlar 

CHV 1330 9209 

Ġnsan, koruyucu yelek ve 4 

farklı renkte koruyucu baĢlık 

sınıfından oluĢmaktadır. 

608*608 

GDUT-

HWD 
3174 18893 

4 farklı renk koruyucu baĢlık 

ve insan sınıflarından 

oluĢmaktadır. 

4256 × 2832 ve 

180 × 180 aralığında 

değiĢken boyutlarda 

Harvard 7065 26889 
Kafa ve koruyucu baĢlık 

sınıflarından oluĢmaktadır. 
512*X 

 

 

Bu tezde veri seti tercih edilirken, insan ve çeĢitli koruyucu ekipmanları içermesi ve 

yüksek çözünürlüklü olması ve eğitimin verimli olabilmesi için yeterince nesne 

içermesidir. Bu kriterler değerlendirilerek bu 4 veri seti tercih edilmiĢtir. 

 

SODA(Site Object Detection dAtaset) veri seti gerçek inĢaat sahasından alınan 19,846 

görüntü ve bu görüntülerde bulunan 286,201 nesneden oluĢmaktadır (Duan vd. 2022). 



18 

Veri setinde insan, materyal, makine ve çevresel nesnelerden oluĢan 15 ayrı nesne sınıfı 

bulunmaktadır.  

 

Hedeflenen veri setinde insan ve kiĢisel koruyucu ekipmanlar bulunması gerektiğinden 

kullanılan veri setinden insan, koruyucu yelek ve koruyucu baĢlık olan görüntüler 

seçilerek ve seçilen görüntülerden diğer nesnelere ait etiketler kaldırılarak hedeflenen 

kullanıma uygun bir veri seti oluĢturulmuĢtur, ayrıca hedeflenen tespit için yukarıdan 

çekilen görüntülerin karıĢıklık yaratacağı değerlendirilerek havadan ve vinç üzerinden 

alınan görüntüler çıkarılmıĢtır. SODA veri seti sadeleĢtirilerek 10594 görüntüden oluĢan 

bir veri seti oluĢturulmuĢtur. SODA veri setinin etiketlenmesinde Visual Object Classes 

(VOC) formatı kullanılmıĢtır. Ancak YOLOv5 ve YOLOv7 algoritmalarında txt uzantılı 

dosyalardan oluĢan bir YOLO etiketleme formatı kullandığı için seçilen görüntülerin 

etiket formatları istenilen formata dönüĢtürülmüĢtür. 

 

CHV(Color Helmet and Vest) veri seti ise KKE (KiĢisel Koruyucu Ekipman) tespiti için 

insanı, yeleği ve dört kask rengini tespit etmek için internetten ve açık veri setlerinden 

alınan 10.000 görsel arasından sadece yüksek kaliteli 1.330 tanesi seçilerek 

oluĢturulmuĢtur. Görüntülerde toplam 9209 adet nesne bulunmaktadır. (Wang vd. 2021) 

 

GDUT-HWD (GDUT Hardhat Wearing Detection) veri setinde ise KKE tespiti için 

insan ve 4 farklı renk koruyucu baĢlık sınıflarından oluĢan 3174 görselde 18893 

nesneden oluĢmaktadır (Jixiu vd. 2019). 

Harvard Hardhat veri seti ise Harvard Dataverse veri seti kütüphanesinde bulunan  ve 

7065 görüntüde 26889 nesneden oluĢmaktadır(Xie 2019). Veri setinde koruyucu baĢlık 

ve kafa sınıfları bulunmaktadır.  

 

Her veri seti farklı çözünürlüklerde ve iĢ sahalarında bulunabilecek çeĢitli KKE’ları 

içeren, yeterli sayıda nesne ve görüntüye sahip olması nedeniyle, çeĢitli YOLO 

modellerinin eğitilerek karĢılaĢtırılmasında kullanılmıĢ olup her veri setinden örnek 

görüntüler Ģekil 3.1 ‘de gösterilmiĢtir. 
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       (a)           (b) 

 

         (c)                 (d) 

ġekil 3.1 Veri setleri görüntü örnekleri; (a) SODA, (b) CHV, (c) GDUT-HWD, (d) 

Harvard Hardhat 

3.2 Modellerin Eğitilmesi 

Bu tezde insan ve kiĢisel koruyucu ekipmanların tespit edilmesi amacıyla farklı 

mimarideki modellerin eğitilmesi hedeflenmiĢtir. Bu hedef için kullanılacak dört adet 

veri seti belirlenmiĢ, veri setleri ve etiketleri uygun hale getirilmiĢtir. Bu aĢamadan 

sonra insan ve kiĢisel koruyucu ekipmanların tespiti için YOLO modellerinin eğitilmesi 

ve precision, recall, F1 and mean average precision değerlerinin hesaplanması 

açıklanacaktır. 

  

Nesne tespiti için kullanılan bir çok algoritma bulunmakta ve her geçen yıl daha yüksek 

baĢarı sağlayan algoritmalar ortaya çıkmaktadır. Bu tezde son yıllarda hızlı bir geliĢim 

gösteren ve nesne tespitinde önemli baĢarılar sağlayan YOLO algoritması kullanılmıĢ, 
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YOLO algoritmasının son yıllarda öne çıkan versiyonları olan YOLOv5, YOLOv7 ve 

YOLOv8 versiyonları kullanılarak eğitilen modeller ve baĢarıları hesaplanmıĢtır. 

 

Eğitim ortamı olarak, kullanılan görüntülerin çözünürlükleri ve sayısı değerlendirilerek 

Colab Pro ortamı kullanılmıĢtır. Colab pro ortamında Intel(R) Xeon(R) CPU @ 2.30 

GHz CPU, Tesla A100 16 GB grafik iĢlemci, 32 GB RAM özellikleri sağlanmıĢtır.  

 

Nesne tespitinde en önemli aĢamalardan biri modelin eğitilmesidir. Her veri setinde 

bulunan görüntüler %80 eğitim %10 doğrulama ve %10 test olacak Ģekilde ayrılmıĢtır. 

YOLOv7 algoritması 640 piksel çözünürlük için YOLOv7, YOLOv7-X modellerinden 

oluĢmaktadır. YOLOv5 ise 640 piksel çözünürlük için YOLOv5n, YOLOv5s, 

YOLOv5m, YOLOv5l, YOLOv5x modellerinde oluĢmakta olup, bu çalıĢmada 

YOLOv5x, YOLOv7 ve YOLOv8x modeli kullanılmıĢtır. 

 

Bundan sonraki kısımda her veri seti için eğitilen modellere ait sonuçlar ve grafikler 

üzerinden karĢılaĢtırması gösterilmiĢtir. 

3.2.1 SODA veri seti 

SODA veri seti ile model eğitimlerinde elde edilen sonuçlar çizelge 3.2’de, YOLOv5x 

model eğitim grafiği Ģekil 3.2’de, YOLOv7 model eğitim grafiği Ģekil 3.3’te, YOLOv8x 

model eğitim grafiği Ģekil 3.4’te gösterilmiĢtir. SODA veri seti, kullanılan veri setleri 

arasında çözünürlük bakımından en yüksek çözünürlüğe sahip ve tamamı gerçek iĢ 

sahasından elde edilmiĢ görüntülerden oluĢan veri setidir. Eğitim sonuçları 

değerlendirildiğinde YOLOv7’nin tüm değerlendirmelerde YOLOv5 ve YOLOv8’e 

göre daha baĢarılı sonuçlar verdiği görülmektedir.   
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Çizelge 3.2 SODA veri seti model eğitim sonuç değerleri 

Algoritma 

mAP(%) 

Precision Recall F1 FPS 

KiĢi BaĢlık Yelek Ortalama 

YOLOv5-x 91.7 78.4 74.5 81.5 89.7 72.6 0.80 21,3 

YOLOv7 94 79.7 89.6 87.4 86.5 85.4 0.86 52,2 

YOLOv8-x 92.8 75.8 84.6 84.4 85.5 79.4 0.82 24,6 

 

 

ġekil 3.2 YOLOv5x model eğitim grafikleri 

 

 

ġekil 3.3 YOLOv7 model eğitim grafikleri 
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ġekil 3.4 YOLOv8x model eğitim grafikleri 

3.2.2 CHV veri seti 

CHV veri seti ile model eğitimlerinde elde edilen sonuçlar çizelge 3.3’te, YOLOv5x 

model eğitim grafiği Ģekil 3.5’te, YOLOv7 model eğitim grafiği Ģekil 3.6’da, YOLOv8x 

model eğitim grafiği Ģekil 3.7’de gösterilmiĢtir. CHV veri setinde elde edilen sonuçlara 

göre tüm modellerde birbirine çok yakın sonuçlar çıkmıĢ olsa da YOLOv5x modelinin 

diğer modellerden daha iyi sonuçlar elde ettiği görülmüĢtür. YOLOv8x ise YOLOv5x 

ile çok yakın sonuçlara sahip olduğu görülmüĢtür. 

 

Çizelge 3.3 CHV veri seti model eğitim sonuç değerleri 

Algoritma 

mAP(%) 

Precision Recall F1 FPS 

KiĢi BaĢlık Yelek Ortalama 

YOLOv5-x 96.3 97.5 93.3 95.7 92.1 93.5 0.93 19,1 

YOLOv7 94.4 93.3 92.4 93.4 91 89.1 0.90 54,6 

YOLOv8-x 95.7 97.1 93 95.7 92.4 92.7 0.93 20,1 
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ġekil 3.5 CHV, YOLOv5x model eğitim grafikleri 

 

 

ġekil 3.6 CHV, YOLOv7 model eğitim grafikleri 
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ġekil 3.7 CHV, YOLOv8x model eğitim grafikleri 

 

3.2.3 GDUT-HWD veri seti 

GDUT-HWD veri seti ile model eğitimlerinde elde edilen sonuçlar çizelge 3.4’te, 

YOLOv5x model eğitim grafiği Ģekil 3.8’de, YOLOv7 model eğitim grafiği Ģekil 

3.9’da, YOLOv8x model eğitim grafiği Ģekil 3.10’da gösterilmiĢtir. GDUT-HWD veri 

seti ile modellerin eğitiminden elde edilen sonuçlara göre YOLOv8x ile YOLOv5x 

modellerinin çok yakın sonuçlara sahip olduğu görülmüĢtür. YOLOv8 modeli %1 

altındaki değerlerle YOLOv5 modelinden daha baĢarılı sonuçlar göstermiĢtir. YOLOv7 

modeli ise daha düĢük ve çeĢitli çözünürlüğe sahip görüntülerden oluĢan bu veri setinde 

daha düĢük baĢarı gösterdiği görülmüĢtür.  

 

Çizelge 3.4 GDUT-HWD veri seti model eğitim sonuç değerleri 

Algoritma 

mAP (%) 

Precision Recall F1 FPS 
Mavi 

baĢlık 

Beyaz 

baĢlık 

Sarı 

baĢlık 

Kırmızı 

baĢlık 
Ort. 

YOLOv5-x 71.1 91.7 87.5 73.2 81,7 86.8 75.2 0.80 12,4 

YOLOv7 55.7 82.5 72.1 52.3 64.8 81.8 57.9 0.67 47,8 

YOLOv8-x 72.3 90.0 85.2 78.5 81.9 86.9 75.4 0.80 15,6 
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ġekil 3.8 GDUT-HWD, YOLOv5x model eğitim grafikleri 

 

 

ġekil 3.9 GDUT-HWD, YOLOv7 model eğitim grafikleri 
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ġekil 3.10 GDUT-HWD, YOLOv8x model eğitim grafikleri 

 

3.2.4 Harvard Hardhat veri seti 

Harvard Hardhat veri seti ile model eğitimlerinde elde edilen sonuçlar çizelge 3.5’te, 

YOLOv5x model eğitim grafiği Ģekil 3.11’de, YOLOv7 model eğitim grafiği Ģekil 

3.12’de, YOLOv8x model eğitim grafiği Ģekil 3.13’da gösterilmiĢtir. Harvard Hardhat 

veri setinde elde edilen sonuçlara göre tüm modellerde birbirine çok yakın sonuçlar 

çıkmıĢ olsa da YOLOv5x modelinin diğer modellerden daha iyi sonuçlar elde ettiği 

görülmüĢtür. YOLOv8x ise YOLOv5x ile çok yakın sonuçlara sahip olduğu 

görülmüĢtür. 

 

Çizelge 3.5 Harvard Hardhat veri seti model eğitim sonuç değerleri 

Algoritma 

mAP(%) 

Precision Recall F1 FPS 

Kafa BaĢlık Ortalama 

YOLOv5-x 97.5 98.5 98 95.3 94.4 0.95 17,9 

YOLOv7 96 92.7 94.3 92.2 92.9 0.93 46,1 

YOLOv8-x 96.9 98.4 97.7 94.5 95.1 0.95 21,6 
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ġekil 3.11 Harvard Hardhat, YOLOv5x model eğitim grafikleri 

 

 

ġekil 3.12 Harvard Hardhat, YOLOv7 model eğitim grafikleri 
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ġekil 3.13 Harvard Hardhat, YOLOv8x model eğitim grafikleri 

 

3.2.5 Genetik algoritma ile hiper-parametre optimizasyonu 

Genetik algoritma ile hiper-parametre optimizasyonu yapılarak, ilgili veri setinde daha 

baĢarılı sonuçlar veren bir model oluĢturmak mümkündür. Bu süreçte ilgili veri seti 

model ile değiĢken hiper-parametreler kullanılarak eğitilmekte ve her jenerasyon 

sonucunda elde edilen değerlendirmeler ile değiĢen hiper-parametrelerle veri setinin 

baĢarısı ölçülmekte ve daha iyi sonuçlar veren hiper-parametre değerleri tespit 

edilebilmektedir. Bu tezde yukarıda model eğitim sonuçları verilen CHV veri seti 

üzerinde YOLOv5 ve YOLOv7 algoritmaları kullanılarak, genetik algoritma ile hiper-

parametre optimizasyon çalıĢması yapılmıĢtır. YOLOv8 algoritması için genetik 

algoritma ile hiper-parametre optimizasyonu özelliği geliĢtirme aĢamasında olduğundan 

YOLOv8 için optimizasyon çalıĢması yapılamamıĢtır.  

 

YOLOv5 algoritması ile 300 jenerasyon üzerinden yapılan eğitim sonucunda oluĢan 

hiper-parametre optimizasyon grafiği Ģekil 3.14’te gösterilmiĢtir.  
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ġekil 3.14 CVH veri seti YOLOv5 genetik algoritma ile hiper-parametre optimizasyonu 

eğitim grafikleri 

 

Elde edilen yeni hiper-parametreler çizelge 3.6’da gösterilmiĢtir. 
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Çizelge 3.6 YOLOv5 için ilk ve optimize edilmiĢ hiper-parametre değerleri 

Hiper-Parametre Ġlk Değer 
Genetik Algoritma ile optimize 

edilmiĢ değer 

lr0 0.01  0.012 

lrf 0.1  0.102 

momentum 0.937  0.934 

weight_decay 0.0005  0.00054 

warmup_epochs 3.0  2.96 

warmup_momentum 0.8  0.785 

warmup_bias_lr 0.1  0.105 

box 0.05  0.0377 

cls 0.3  0.32 

cls_pw 1.0  0.981 

obj 0.7  0.679 

obj_pw 1.0  0.981 

iou_t 0.20  0.20 

anchor_t 4.0  3.67 

fl_gamma 0.0  0.0 

hsv_h 0.015  0.0154 

hsv_s 0.7  0.656 
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Çizelge 3.6 YOLOv5 için ilk ve optimize edilmiĢ hiper-parametre değerleri (devam) 

Hiper-Parametre Ġlk Değer 
Genetik Algoritma ile optimize 

edilmiĢ değer 

hsv_v 0.4  0.408 

degrees 0.0  0.0 

translate 0.1  0.0833 

scale 0.9  0.865 

shear 0.0  0.0 

perspective 0.0  0.0 

flipud 0.0  0.0 

fliplr 0.5  0.5 

mosaic 1.0  0.966 

mixup 0.1  0.0842 

copy_paste 0.0  0.0 

anchors 0.0  2.44 

 

 

YOLOv7 algoritması ile 300 jenerasyon üzerinden yapılan eğitim sonucunda oluĢan 

hiper-parametre optimizasyon grafiği Ģekil 3.15’te gösterilmiĢtir.  
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ġekil 3.15 CVH veri seti YOLOv7 genetik algoritma ile hiper-parametre optimizasyonu 

eğitim grafikleri 

 

Elde edilen yeni hiper-parametreler çizelge 3.7’de gösterilmiĢtir. 
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Çizelge 3.7 YOLOv7 için ilk ve optimize edilmiĢ hiper-parametre değerleri 

Hiper-Parametre Ġlk Değer 
Genetik Algoritma ile optimize 

edilmiĢ değer 

lr0 0.01  0.00902 

lrf 0.1  0.13 

momentum 0.937  0.929 

weight_decay 0.0005  0.00071 

warmup_epochs 3.0  2.61 

warmup_momentum 0.8  0.95 

warmup_bias_lr 0.1  0.165 

box 0.05  0.04 

cls 0.3  0.295 

cls_pw 1.0  0.801 

obj 0.7  0.416 

obj_pw 1.0  1.3 

iou_t 0.20  0.2 

anchor_t 4.0  4.44 

fl_gamma 0.0  0.0 

hsv_h 0.015  0.015 

hsv_s 0.7  0.64 
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Çizelge 3.7 YOLOv7 için ilk ve optimize edilmiĢ hiper-parametre değerleri (devam) 

Hiper-Parametre Ġlk Değer 
Genetik Algoritma ile optimize 

edilmiĢ değer 

hsv_v 0.4  0.268 

degrees 0.0  0.0 

translate 0.2  0.136 

scale 0.5  0.614 

shear 0.0  0.0 

perspective 0.0  0.0 

flipud 0.0  0.0 

fliplr 0.5  0.513 

mosaic 1.0  1.0 

mixup 0.0  0.0 

copy_paste 0.0  0.0 

paste_in 0.0  0.0 

anchors 0.0  2.26 

 

 

Hiper-parametre optimizasyonu sonucunda elde edilen yeni hiper-parametreler 

kullanılarak yapılan model eğitimi sonucunda oluĢan yeni YOLOv5 modeli eskisine 

göre ortalama olarak benzer sonuçlar verse de kiĢi tespitinde ve Precision değerlerinde 

daha baĢarılı sonuç vermiĢ, YOLOv7 modeli ise eskisinden ortalama %3,34 daha 

baĢarılı sonuç vermiĢtir. CHV veri seti üzerinde elde edilen sonuçlara genetik algoritma 

ile hiper-parametre optimizasyonu yapılmıĢ sonuçların da dahil edildiği sonuçlar çizelge 

3.8’de gösterilmiĢtir. 
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Çizelge 3.8 CHV veri seti model eğitim sonuç değerleri(optimize) 

Algoritma 

mAP(%) 

Precision Recall F1 FPS 

KiĢi BaĢlık Yelek Ortalama 

YOLOv5-x 96.3 97.5 93.3 95.7 92.1 93.5 0.93 19,1 

YOLOv5-x 

(optimize) 
97.4 95.2 92.3 95 92.6 92.7 0.93 21,8 

YOLOv7 94.4 93.3 92.4 93.4 91 89.1 0.90 54,6 

YOLOv7 

(optimize) 
97.5 95.9 95.4 96.3 94.5 93.4 0.94 57.3 

YOLOv8-x 95.7 97.1 93 95.7 92.4 92.7 0.93 20,1 

 

 

Hiper-parametre optimizasyonu yapılmıĢ YOLOv7 modelinin baĢarısının diğer iki 

modelin üzerine çıktığı görülmektedir. Böylece genetik algoritma kullanılarak yapılan 

hiper-parametre optimizasyonu ile daha baĢarılı bir model geliĢtirilmiĢtir. 
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4. TARTIġMA VE SONUÇ 

4.1 Modellerin KarĢılaĢtırılması 

Bu tezde YOLO algoritmasının son yıllarda yayınlanan son üç versiyonu olan YOLOv5, 

YOLOv7 ve YOLOv8 modelleri kiĢisel koruyucu ekipman tespitinde kullanılan farklı 

özelliklerde dört ayrı veri seti üzerinden eğitilerek karĢılaĢtırılmıĢtır. 

 

Yapılan karĢılaĢtırmada, YOLOv7 modelinin eğitiminin diğer modellere göre daha çok 

zamanda tamamlandığı ancak yüksek çözünürlüklü verilerde daha yüksek baĢarı 

sağladığı görülmüĢtür. YOLOv7 modelinin diğer modellerden çok daha hızlı olduğu 

tespit FPS değerleri tespit edilmiĢtir. 

 

YOLOv5 modelinin sonuçlarının, en son yayınlanan model olan YOLOv8 ile çok yakın 

sonuçlar verdiği, bazı veri setlerinde küçük farklar ile de olsa daha baĢarılı sonuçlar 

verdiği görülmüĢtür. 

 

YOLOv8 modelinin ise Ocak 2023 tarihinde yayınlanması nedeniyle halen 

geliĢtirmelerinin devam ettiği ve YOLOv5 modeli ile çok yakın sonuçlara sahip olduğu 

görülmüĢtür. 

 

Genetik algoritma kullanılarak gerçekleĢtirilen hiper-parametre optimizasyonu ile 

geliĢtirilen YOLOv7 modelinin optimizasyon sonrasında diğer modellerden daha 

baĢarılı sonuçlar elde ettiği görülmektedir. 

 

4.2 Sonuç 

Makine öğrenmesi teknikleri tüm alanlarda olduğu gibi iĢ sağlığı ve güvenliği alanında 

da büyük değiĢikliklere yol açmıĢ ve iĢ sağlığı ve güvenliğinin ihtiyaç duyduğu bir çok 

alanda kullanılmaya devam edilmektedir. 

 



37 

Makine öğrenmesinin bu alanda en yoğun kullanımı da görüntü iĢleme ve nesne tespiti 

yapılarak kazaların önlenmesi ve iĢ sağlığı ve güvenliği uygulamalarının görüntü 

verileri kullanılarak kontrol altında tutulmasıdır. Bu amaçla görüntülerden kiĢisel 

koruyucu ekipmanların tespiti önemli bir yere sahiptir. Bu tezde kiĢisel koruyucu 

ekipmanların tespiti alanında, nesne tespitindeki hızı ve baĢarısı göz önünde 

bulundurularak YOLO algoritmasının YOLOv5, YOLOv7 ve YOLOv8 modelleri ile 

dört farklı veri seti eğitilmiĢ, sonuçları karĢılaĢtırılmıĢ, ayrıca genetik algoritma 

kullanılarak YOLO v5 ve YOLOv7 modeli CHV veri seti üzerinde hiper-parametre 

optimizasyonu gerçekleĢtirilmiĢtir. 

 

Tüm bu çalıĢmalar sonucunda üç modelin farklı veri setleri üzerinde farklı sonuçlar elde 

ettiği, çözünürlük ve veri setindeki tutarlılıklarının baĢarı üzerinde etkili olduğu 

görülmüĢtür.  

 

Sonuç olarak üç modelin de birbirine yakın sonuçlar elde ettiği, yüksek çözünürlük ve 

hızlı tespit için YOLOv7 modelinin daha baĢarılı olduğu, YOLOv5 ve YOLOv8 

modellerinin sonuçlarının birbirine çok yakın olduğu, hiper-parametre optimizasyonu 

ile YOLOv7 modelinin hem daha hızlı hem daha baĢarılı olduğu görülmüĢtür. Genetik 

algoritma kullanılarak YOLOv5 ve YOLOv7 mimarisinde CHV veri seti üzerinde 

optimize edilmiĢ ve YOLOv5 için standart hiper-parametrelere göre insan tespitinde 

mAP doğruluk değeri %96.3’ten %97.4’e, precision değeri % 92.1’den %92.6’ya ve 

YOLOv7 için mAP ortalama doğruluk değeri %93.4’ten %96.3’e, F1-Skor değerinin 

%90’dan %94’e yükseltilmiĢ ve tüm değerlerde ortalama %3.34 daha baĢarılı sonuçlar 

elde edilmiĢtir. 
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